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Abstrakt

Hlavním cílem tohoto článku je seznámení s provedenou studií využití metodického aparátu faktorové analýzy, analýzy hlavních komponent na výběr a výpočet významných (dominantních) parametrů pro popis dopravních situací v řízených dopravních oblastech. V této práci je popsán stav dopravy v daném čase vektorem tvořeným z hodnot dopravních detektorů v řízené mikrooblasti. Tyto vektory pořizované v každé časové periodě jsou řazeny do mnohadimenzionální matice D. Hlavní myšlenka spočívá v nalezení minimální báze stavového prostoru (stavů dopravy řízné oblasti) vhodné ještě pro řízení. Je zde předvedena možnost výpočtu „virtuálních detektorů“ z dopravních detektorů umístěných ve sledované oblasti. Virtuální detektory jsou parametry báze charakterizující daný stav popsaný hodnotami z dopravních detektorů. Metoda je založena na schopnosti potlačit redundantní informace a šum z dopravních dat. Díky této schopnosti provádí nezanedbatelnou redukci (redukce až 1:10) parametrů popisujících stav systému s vnesením minimální chyby předem známé velikosti.

1. Úvod

Jedním ze zásadních nástrojů analýzy dopravních situací a plynulosti dopravy je provádění popisu stavu dopravních situací. Ukazuje se, že dosavadní, převážně na základě dlouholeté expertní zkušenosti dopravních odborníků prováděná klasifikace dopravních situací do 5 ti stupňů (v některých místech USA se používá 6 ti až i 17 ti stupňová klasifikace) není realizovatelná pro rozsáhlejší dopravní systémy, protože lidský expert nestačí zvládnout současné posuzování většího počtu dopravních situací, které se dynamicky mění. Automatizované systémy pro popis stavu dopravy v řízené oblasti jsou tudíž velmi žádoucím podpůrným prostředkem pro usnadnění rozhodování lidských expertů.

Charakterizování stavu dopravy v daném průřezu komunikace je možné za použití dopravního detektoru, který nám poskytne informaci o dopravě ve formě intenzity dopravy (počet projetých vozidel za jednotku času) a obsazenosti (počet vozidel na jednotkovou délku úseku, či poměr času obsazení detektoru vůči celkovému času měření). Pro popis systému, jako oblasti v níž řídíme dopravu pomocí SSZ (světelné signalizační zařízení), je ale nutné rozmístit více detektorů po celé oblasti. S nárůstem počtu detektorů vzrůstá i náročnost možného řízení dopravy. V této práci je proto předvedena aplikace využití SVD rozkladu pro redukci parametrů (intenzita, obsazenost) této dopravní oblasti s předem zvolenou chybou, kterou redukcí do systému vneseme. Redukce parametrů by mohla nahradit dosavadní řešení tohoto problému založené heuristickém vytypovávání tzv. strategických detektorů.

2. Matematický aparát:

Algoritmus SVD [1] je známá metoda dekompozice základní matici D na součin matic U, S, a V:
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Vlastnosti matic U, S, V jsou popsán: 
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(2)

Matice U, V jsou ortogonální matice a S je reálná, diagonální matice singulárních hodnot matice D. Velikost singulárních čísel s řádkem matice S klesá, s1>s2>...>sn. Tato velikost hodnot singulárních čísel vypovídá o významnosti vlastních vektorů pro rekonstrukci matice D.

Pro redukci parametrů můžeme SVD rozklad zapsat jako součet významnějších (vlastních čísel vyšších hodnot) a méně významných složek (vlastních čísel nižších hodnot) zapsaný následující rovnicí:
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Sv  je matice významnějších vlastních čísl a Sn  je matice méně významných vlastních čísl:
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(4)
Chybu matice D rekonstruované pouze z významnějších vlastních čísel můžeme definovat:
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Počet významných vlastních čísel pak můžeme zjistit ze vztahu:
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(6)

Matici E a D definujeme:

E = USnV', 
D = USV'
(7)

Norma matic je počítána:
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Pro definovanou hodnotu chyby 
[image: image11.wmf]e

 (3) SVD rozklad můžeme psát:
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Z tohoto je již vidět, že libovolný řádek matice D o n prvcích lze nahradit příslušným řádkem matice U a to pouze k prvky tohoto řádku (k<n). V aplikaci pro dopravu je nahrazen vektor dopravních parametrů pro daný čas jiným vektorem s podobnou vypovídající schopností, ale nižším počtem parametrů.
3. Klasifikace dopravy z virtuálních, strategických a všech detektorů

Popisovaný experiment byl proveden na reálných datech z Prahy. Dopravní expert vybírá při řízení z 20 možných signálních plánů. Procentuelní zastoupení signálních plánů v našich datech je popsáno v následující tabulce.

Tabulka 1: Zastoupení jednotlivých signálních plánů v bázi použitých dat. 

Číslo signálního plánu
1
2
3
4
5
6
9
10

Zastoupení v naší bázi dat
758
361
59
11
39
8
837
469

Číslo signálního plánu
400
410
420
421
460
480
490


Zastoupení bázi dat
226
3
4
36
20
63
154


My jsme použili pro klasifikaci pouze signální plámy dostatečně zastoupené v naších datech (hodnota 1, 2, 9, 10, 400), tedy 2646 vzorků dat. Klasifikace byla prováděna klasifikátorem založeným na parametrickém odhadu hustoty pravděpodobnosti [3, 4]. Při klasifikaci byly použity dva přístupy výběru učící a testovací množiny:

V prvním přístupu jsme 80% použili jako trénovací množinu a na ostatních 20% dat byla klasifikace otestována. Výběr vzorků do trénovací a testovacích množiny byl proveden náhodně s podmínkou rovnoměrného zastoupení všech signálních plánů.

Druhý přístup vychází z rozdělení dat na dvě stejně velké množiny, kde nejprve jedna slouží jako učící, druhá je testovací a posléze se to obrátí. Z testovací se stane učící a naopak, výsledná klasifikace je průměr z obou dílčích výsledků.

První experiment:

První klasifikace byla provedena na vypočtených virtuálních detektorech za použití 80% trénovací a 20% testovací množiny. Do výpočtu virtuálních detektorů byl zahrnut i čas rozlišující pouze odpoledne a dopoledne jako jeden parametr stavu systému. Později bude dokázána opodstatněnost tohoto kroku. 

Postupně bylo testováno použití 4-55 virtuálních detektorů. Virtuální detektory vždy byly brány popořadě, tj. od nejvýznamnějšího k těm méně významným.

Tabulka 2:Výsledky klasifikace (80% trénovací a 20% testovací množina, parametr čas: dopoledne, odpoledne ).

Počet použitých virtuálních detektorů pro klasifikaci
Chyba klasifikace na testovací množině

4
23,120%

8
20,486%

16
14,286%

20
10,338%

25
11,278%

30
12,030%

35
9,58%

55
10,714%

Kolísání výsledné procentní chyby je způsobeno náhodným výběrem testovacích a trénovacích množin pro každou aplikaci klasifikátoru. Obrázek 1. ukazuje závislost mezi číslem virtuálního detektoru a vlastním číslem (jeho významností). Jeden z výsledků, který představuje tento článek je dominantní postavení prvních několika virtuálních detektorů.
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Obr.1:Významnost jednotlivých virtuálních detektorů.

Druhý experiment:

V dalším testu byly virtuální detektory seřazeny ne podle své významnosti, ale aby splňovaly podmínku minimálního rozptylu uvnitř třídy a maximálního rozptylu vně třídy [16]. Pro lepší porozumění předvádíme i novou řadu virtuálních detektorů:

1, 2, 5, 13, 6, 19, 9, 26, 25, 32, 21, 12, 8, 42, 11, 30, 45, 41, 17, 22, 7, 15, 52, 3, 49, 29, 23, 4, 24, 48, 53, 44, 39, 38, 46, 16, 35, 50, 36, 51, 33, 27, 28, 34, 14, 40, 31, 47, 20, 55, 10, 54, 43, 37, 18

Tabulka 3:Výsledky klasifikace dopravy z přeuspořádaných virtuálních detektorů.

Počet použitých virtuálních detektorů pro klasifikaci
Chyba klasifikace na testovací množině

8
20,865%

16
17,105%

Při porovnání této metody s předchozí klasifikací, kdy byly ponechány virtuální detektory seřazeny podle významnosti určené redukcí pomocí SVD rozkladu, je předchozí metoda přesnější a tudíž i původní seřazení výhodnější.

Třetí experiment:

Tento test byl proveden na strategických detektorech (detektory vytypované expertem). V námi vybrané a sledované oblasti se jedná o 4 detektory na 4 hlavních  komunikací, kde hodnota strategického detektoru je vypočtena jako průměrná hodnota z detektorů ve všech pruzích komunikace. Testování bylo provedeno jednou pouze na datech a podruhé byl přidán jako parametr čas rozlišující pouze dopoledne a odpoledne.

Tabulka 4:Výsledky klasifikace dopravy z strategických detektorů.

Klasifikovaná data
Chyby klasifikace

4 strategické detektory (8 parametrů – 1 detektor dva parametry) 
38,189%

4 Strateg. detektory + čas (9 parametrů)
29,509%

Z výsledků je jednoznačně vidět, že čas při popisování stavu systému hraje svou roli a je třeba s ním počítat jako s dalším parametrem.

Čtvrtý experiment:

Ve čtvrtém experimentu byla provedena klasifikace na původních datech ze všech 43 funkčních detektorů sledované oblasti. Vzhledem k dvěma parametrům z každého detektoru šlo o klasifikaci na 86 parametrech. Při takovémto množství dat již hrozí tzv. kletba dimenzionality, kde při mnoha dimenzích je potřeba mnoho dat pro dosažení kvalitních odhadů hustot pravděpodobnosti což se stává výpočetně extrémně náročný úkol.

Tabulka 5: Výsledky klasifikace dopravy ze všech detektorů.

Počet parametrů klasifikace
Chyby klasifikace

86 (tj. 43 detektorů)
13,358%

Pátý experiment:

V dalším experimentu byly detektory seřazeny aby splňovali podmínku minimálního rozptylu uvnitř třídy a maximálního rozptylu vně třídy [5] obdobně jako u experimentu 2. 

Tabulka6.:Výsledky klasifikace dopravy z vybraných detektorů

Počet použitých detektorů pro klasifikaci
Chyba klasifikace na testovací množině

20
14,868%

20+parametr čas
10,038%

25
16,151%

25+ parametr čas
11,170%

30
16,604%

30+ parametr čas
11,321%

35
15,925%

35+ parametr čas
11,094% 

4. Zhodnocení

Předvedená metoda se jeví jako velice vhodná pro praktické využití v oblasti klasifikace a řízení dopravních oblastí (řízení prováděné volbou vhodného řídícího plánu). Byla zde nalezena významná závislost mezi chybou klasifikace a časem jako dalším parametrem. Zjistili jsme že metoda využití „strategických“ detektor, využívaná dnes v Praze, má horší výsledky než námi předvedená metoda. A i při použití všech dopravních detektorů (43 detektorů – 86 parametrů) jsme získali chybu klasifikace 13,4%. Po redukci na virtuálních detektorech jsme dostali 14,3%, ale pouze s 16 virtuálními detektory.

Odstraněním málo významných virtuálních detektorů odstraňujeme ze systému šum a redundantní informace. Díky tomu dopravní data před přepočtem na virtuální detektory nepotřebují vyhlazovat filtrováním, které by často do dat vneslo zpoždění vůči reálnému průběhu.
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