Aplikovand matematika



1 Lyx

Matematicky editor Lyx

Lyx je matematicky editor nad Latexem. Psany text je programovan a prelozen do vysledného formatu.
Vyhody

e jednoduse pise hezkou matematiku

e vystup jak je, je perfektni

e naprosto stabilni - co ted napiSu, budu mit za 10 let
Nevyhody

o tézko se realizuji vlastni forméaty

e co piSu je sice dobie citelné, ale jinak nez bude

e musim si pamatovat klavesové zkratky

e nékdy potize s instalaci nové verze



Jak na to?

e Nejprve se instaluje Miktex - https://miktex.org/download

To je preklada¢ pro napsany text. Lyx se ho chytne a pouziva ho.

e Dile se instaluje lyx - https://www.lyx.org/Download

Pozor: Download packages : on the fly - aby si sam stahoval package (je nékde)
Pro windows (jiné neumim)

Lyx se instaluje v adresafi c:\Program Files (x86)\

a dale v adresarii \AppData\Roaming\, kde si ulozi soubory, které je mozno ménit uzivatelsky.



Menu

e bind — user.bind (mozno zjistit, ménit nebo zadavat vlastni klavesové zkratky) "' Pozor: M = Alt

e ui — stdcontext.inc (kontextové menu), stdmenus.inc (hlavni menu), stdtoolbars.inc (ikony) - tady se

lze ucit, jak napsat prikazy lyx.

" POVODNI KLAVESOVE ZKRATKY JSOU V
c:\Program Files (x86)\LyX 2.3\Resources\bind\
ZDE JE TAKE PUVODNi OBSAH UI.

Co chci zménit, nakopiruju do user.bind a zménim (tady nic neménit !)
Hlavni soubor je cua.bind (myslim), pak math.bind

e zbytek uZ si snadno samo zjistite :-)



Méame nainstalovano a co ted s tim?

Muzeme psat s pouzitim uvedenych zkratek. Ale je jesté par véci okolo.
Kouknem kratce na menu:

Document (Change Tracking - opravy)

e Settings

— Document Class (volba formatu: paper, book atd.)
— Text Layout (odstavce, sloupce atd.)

— Page Layout (Portrait/Landscape, ¢islovani stran)
— Page Margins (vlastni okraje)

— Language (jazyk pro korekce)

— PDF Properties (nastaveni pdf vystupu)

— Float Placement (umisténi float objekti)

Tools (zajimavé moznosti)



e Preferences
— Editing — Shortcuts
— Paths (mozno nastavit pracovni adresar atd.)

— File Handling (pro pokrocilé)



Zaklady pro vlastni psani

Lze pouzivat klavesové zkratky nebo menu:
Napi. Alt+v+v - pielozi a ukaze psany text (pismenko, které se méa pouzit je podtrzeno) --- nemusi se

tolik pamatovat, je pomalejsi.
Ctrl+M - matematika v fadku
Ctrl+Shift+M - matematika jako odstavec

Nadpisy: 1ze zadavat z oteviraciho okénka tésné pod File - obsah zalezi na formatu dokumentu v Docu-

ment /Settings/Document Class
Vytvofeni dokumentu (pfeloz a ukaz) - ikona s o¢ima nebo Alt+v+v (tj. View/View |[PDF (pdfLatex)]

Ulozeni pdf na disk - File/Export/PDF (pdflatex) - ulozi se do pracovniho adresafe.



Jak psat

e Forma
nazev — jednoznacny a presné fikajici o ¢em c¢lanek je
jméno, afiliace, kontakty — mail (radéji skolni nebo pracovni), ORCID (¢asto je zapotiebi)

abstrakt — ma nalakat ¢tenate (obvykle cca 200 slov — o ¢em ¢lanek je, jaké teoretické metody pouzivate,

hlavni piinos ¢lanku, jaka data pouzivate)
klicova slova - kviili zarazeni

Uvod - motivace — pro¢ je tato aloha ditlezita, pro¢ to chceme fesit, jak to fesi ostatni (prehled literatury),

jak my na to pujdeme a ¢im se lisi nas piistup, struktura ¢lanku
Preliminaries - co je potieba znat predem, oznacen{
Teoretické feSeni - jak se to déla

Experimenty - Ze to funguje, porovnani s existujicimi metodami, popis dat a experimentt, grafy s velkymi

pismeny, popis obrazki a tabulek

Diskuze — komentai k tomu, jak to dopadlo (co bylo cilem prace, co se povedlo, zlepSeni oproti existujicim

metodam, co se nepovedlo, potencidlni vyuziti, omezeni feSeni)
Zavér - o ¢em ¢lanek byl (3 klicové body), hlavni piinosy feseni, plany do budoucna

Literatura - pozor na pozadovany format



e Obsah

Piedevsim je dobré pro své téma vybrat vhodny ¢asopis (jestli se hodi, jaky ma impakt atd.) a podivat

se, jakd ma pravidla, prohlédnout par jejich ¢lanku a podle toho zacit psat.

ZAKLADNI PRAVIDLO: kdyz chci psat, musim mit co napsat!

Tedy u kazdé véty, odstavce, kapitoly musim dobie rozmyslet,

— co chci napsat

— a pak jestli jsem skute¢né napsal to, co jsem chtél

— a jestli to také poznaji ¢tenari.
Nemély by se psat ptili§ komplikované véty (je to i dikaz toho, Ze nemam co psat a jen tak plkam).
Myslenky by mély spojité navazovat (ve vétach i odstaveich) - zase je to dikaz toho, Ze mam co psat.
U delsich texti je dobfe si napsat osnovu a tu pak vyplihovat.
Kdyz jsou s néjakou vétou potize, tak ji vynechat.

Kdyz pisu dal, je potieba kontrolovat je-li to v souladu s predeslym a ptripadné predeslé prepisovat - stejné

znaceni, nazvy atd.
Vyhnout se hovorovym vyrazum. U kazdé véty zkontrolovat, jestli m& smysl - obsahem i formou.
D&t pozor na citace — pokud pouzivam cizi metody, musim na né vzdy v textu odkazat.

Nakonec to celé peclivé precist, jestli tam nejsou chyby.



2 Data

Nahodn4 veli¢ina

Velic¢ina x, jejiz hodnoty se pfi méfeni i za stejnych podminek méni.
M4 konstantni charakteristiky (stfedni hodnota, rozptyl)

Nahodny proces

Nahodn4 veli¢ina indexované ¢asem x;

Typy ndhodnych procesi
hodnoty: diskrétni X spojité
¢as: diskrétni x spojity

Pro nas

DISKRETNI SYSTEM: diskrétni ¢as i hodnoty

SPOJITY SYSTEM: diskrétni ¢as, spojité hodnoty



Systém

vstup (fizeni)

— >
U

vstup (porucha)

B —
(%

SYSTEM

stav

Tt

vystup
Yt



Jak na analyzu dat (s modelem)

Data jsou naméfené hodnoty zvolenych veli¢in.

Jedno méfeni da datovy zaznam (vétsinou) v, a y; - t je poradi méfeni (diskrétni cas),
kde v = [v1,ve, -+, v,] (vysvétlujici veli¢ina) a y (vystup) je vét§inou skalar.

Data (dataset) je matice datovych zaznami {v,, 4}, - N je pocet dat.

x

Data se nejlépe ulozi v Excelu ve formé *.csv

Dvojice v; a y; jsou méfeny soucasné. Pokud v zaznamu néjakd hodnota chybi, je nejlépe cely zaznam

smazat.

Pro dotazniky

Velic¢ina je otazka.

Hodnoty jsou odpovédi.

Datovy zaznam je jeden dotaznik.

Dataset je mnozina vSech vyplnénych dotazniki.

Data musi byt informativni: nést informaci o vlastnostech, o které se zajiméame.

napft. je-li néjaka veli¢ina konstantni, nenese informaci.



Typy dat vzhledem k tiloham

Existuji zhruba 3 typy dat pro 3 typy tloh

1. Descriptive:

f(vr)
kde v, = [v1,v9,- - vy),, t=1,2,--- | N

2. Explanatory:
f (elve)

kde y; je vétsinou skalar a v, = [v1, va, - - - vy,

3. Predictive:

fely (8 =1) )

kde vy, je skalar, y (t — 1) = [y¢—1 - 1k}, kK pevné a u, je Fizeni nebo métrena vysvétlujici veli¢ina.



1. Descriptive

Matice dat - hodnoty n veli¢in (ve sloupcich nebo v Fadcich).

Z Excelu se dostanou bud Ctrl C, Ctrl V nebo ulozit jako *.csv soubor.
Do Scilabu se natdhnou pomoci piikazu csvRead.

Analyzu provedeme bud piimo v Excelu nebo Scilabu (Matlabu).
Napft. jaké zpomalovaci prahy existuji a které jsou si podobné?

Vétsinou jde o statistické charakteristiky a testy nebo klastrovani.

3. Predictive

Jedna se o ¢asovy vyvoj modelované velic¢iny v zavislosti na jejich predchozich hodnotéach a pripadné dalsich
vysvétlujicich nebo Fidicich veli¢inach.

Napf. predpovéd intenzity dopravniho proudu.

Lokalni modelovani: konstrukce predikce na klastrech.

Uloha je predikce zaloZzena na regresi (multiregresi) nebo diskrétnim modelu. Sem pat¥i taky smési a

vSechny tlohy klasifikace z oblasti data-mining.



2. Explanatory

Nejcastéji se vyskytujici uloha.
Zjistuje, jestli a jak vysvétlujici veli¢iny v = [vq, v, - -+, v,,] ovliviiuji modelovanou veli¢inu y.
Napf. které okolnosti maji nejvétsi vliv na tézké dopravni nehody?
Zasady:
e veli¢iny v; musi s y skute¢né souviset - testovat jednu po druhé (tieba regresi)
e nesmi existovat jiné veli¢ina, ktera vyznamné ovliviiuje y a neni ve v
e ve v nesmi byt linearné zavislé veli¢iny (idealné stochasticky nezavislé)
e zaznamy s chybéjicimi tdaji vynechat; konstantni veli¢iny jsou k ni¢emu
e data musi byt informativni - pocet, obsah

e pro uceni (odhad) musi byt k dispozici oboji v i y, pro aplikaci uz jen v.



Typy dat svou povahou
Data jsou dvojiho druhu: spojita nebo diskrétni (mohou byt i smiSend).
e v iy diskrétni - diskrétni model (prisvih s dimenzi), klasifikace

e v spojité, y diskrétni - logistickd regrese, naivni Bayes, klasifikace

e v iy spojité - regrese, multiregrese, diskretizace



Odhad

Diskrétni model - tabulka.
Spojity model - nejmensi ¢tverce, Bayes (expertni znalost)

Smési - nékolik modelt pro jednotlivé moédy systému. Zméfim data, provedu klasifikaci vzhledem ke
komponentidm — vahy, statistiky komponent pfepoc¢tu s vahami.

Analyza dat, predikce, klasifikace.



3 Modely

Model

Model je popisem nahodné veli¢iny, piipadné v zéavislosti na jinych veli¢inach. Timto popisem je (podmi-
néna) distribuce (pf nebo hp)
f (e, ©)

e y, - vystup (modelovana veli¢ina, target variable - - - ),
e ), - regresni vektor (veli¢iny ovliviujici y;, pfipadné zpozdéné veli¢iny)

e O - parametry (vyjadiuji jak veli¢iny ovliviuji y;).

Tato distribuce byva generovéna rizné.



Regresni model

Spojité y; a vétSinou i Yy

U1
1 _ | G G2 Y1 i b s + 11 C12 €13 Vg I ka1 + €1
Y2 ], 21 Q22 Y2 1,4 by C21 C22 Ca3 ko €2 |,
Vs

kde regresni vektor je vy = [y;_1,us, vy, 1] a parametry 6 = {a,b, ¢, k}, + r je kovarian¢ni matice e;.

Kratce

Y = Y1 + buy +cve + k + ey

a jesté strucnéji
Y =00 + e

/
¢ = [yl;t—b Yo:t—1, U, V1, U2st, Uity 1]

a1 a2 by cnn ci2 a3 ki

SS
I

a1 Gga by o1 Coo C23 ko



Nejcasté&jsi specidlni pripady

Descriptive

vy =k+e
Explanatory

Yy = CTy + €
Predictive

Y = ay—1 + buy + e



Diskrétni model

Obecné - pf je tabulka hodnot a pravdépodobnosti

Koruna

4 koruny 1,2,3,4

e | f (yt)

1 P1

2 P2

m Pm
v f (yt>
1 ;s pptpe=1
2 D2

koruna ‘ 1 2 3 4

padlo 1 | pi1 pi2 P13 Dua
padlo 2 | po1 D22 P23 Du

— generuje f (y|koruna =1),7=1,2,3,4



Obecny diskrétni model
Ve tvaru f (y|ug, yi—1) s daty 1, 2

Uy 1 1 2 2
Yi—1 1 2 1 2
Yy =1 @1\11 @1|12 @1|21 @1|22
Ye =2 | Og11 Og1z Ozp1 Ogxe

kde 0,1 > 0 a Y, 01 VJ, k - nezadporné, soucty v fadcich jsou jedna.

Dimenze modelu: souéin po¢tu hodnot jednotlivych veli¢in. 10 veli¢in po 10 hodnotiach = 10



Model smési

Nékolik modelu - komponent + klasifikace, kam zmérena data patii (ukazovatko).

Komponenty (descriptive)
f] (yt|®j) 3 .] = 1a2 s e

Ukazovatko
¢ | f (o)
1 aq
2 Qg

c




fi(wil05)

f1(yel61)

fo(yil02)

f3(1:03)

01

0>

05

Yt



Model logistické regrese

p=1f (?Jt = 1‘%,9)

logit (p) = x40

Zt

N
2z = 240
In 1 fp =2z
A
p
1 e logit(p) = 111”—[}
(0,1)
(—inf, inf) ]

2 [= logit(p) = log(p/(1 — p)]



Stavovy model

Stav je veli¢ina prvniho Fadu (zavisi pouze na své minulé hodnoté, ne na historii)

model predikce Ty = Mxi_q1 + Nup_q + wy
model filtrace Yy = Axy + Buy + vy
Uloha:

e odhad hodnot neméiené velic¢iny z u; a y;

e filtrace Ssumu

Pro line4drni model se znAmymi parametry a normalni rozdéleni stavu a Sumi funguje Kalmanav filtr -

vyvoj stfednich hodnot a kovarianci stavu.

flomald(t=1) o [flaldt=1) o fluld@)
predikce filtrace



Programy

e T11simCont.sce simulation with a regression model
e T13simDisc.sce simulation with a discrete model

e T15simState.sce simulation with state model (from reg. model)



4 Odhad

Bayesii vzorec

d(t) = {yr, ur, v, }._, data, zméfena do ¢ vietnd.

f(Old () o< f (yelthr, ©) f (Old (¢ — 1))

Parametry v modelu maji za nasledek hodnoty y;. Stejné tak mérené hodnoty y; ukazuji na

parametr modelu, ktery je generoval.

f hodnoty

Yt

0 specifikuje systém (jaderny reaktor x atomova bomba)



Likelihood

t

f(©ld ) o f(©ld(0) [T f (yrler, ©)

T=1

L.(@)_likelihood

.-+ pro f(0©|d(0)) rovnomérné (zadna apriorni znalost) je

f(eld(t)) o< Li ()

Parametrizace — statistiky.

Rekurzivita - konjugované rozdéleni.



Jednotlivé modely
Regresni model

Ptepocet statistiky

/ vy , s
U, = [y, 1] - rozsifeny regresni vektor

/ . v o, .
Vi =V,.1 + ¥, ¥, informacni matice

K = Ki—1 + 1 pocitadlo
Bodové odhady
V, = ‘/;J Vyw
Vw Vi
v, V0



nebo podle nejmensich ¢tverci

Y1 Yo up vy 1
U ) 1

Yy — Y2 X = 1 2 2
Yn yn—1 uny vy 1

0=(X'X)""X'Y, y,=X0, é=y—vy,, ©=D[¢

Jednotlivé typy

Je v: Laboratory.



Diskrétni model

Jako u koruny: Statistika

Uy 1 1 2 2
Yi—1 1 2 1 2

ye=1| v vipe Vipr V22

Y =2 | o1 Vo2 Vo1 V222

Vyelut,ye—15t = Vyelue,ye—15t—1 + 1

ostatni nic.

Koruna: Mdame dveé misky - pro rub a pro lic. Hodime a na tu misku, jejiz strana padla, pridime dalsi
uspech.

Bodové odhady: normalizace fadkl na soucet jedna.



Model smési

Odhad podle toho, jaké jsou komponenty.
Rozdil:

e vypocet vah

e vizeny update statistik

Tedy napft.
Via = Viaor +w; 0,0, V)
nebo

Viytlue,ye—15t = Viyelug,ye—15t—1 + wy, v]

kde j je ¢islo komponenty.



Model logistické regrese

Nemé reprodukujici se statistiku.
Sestavi se likelihood a ten se maximalizuje numericky.

Nejlépe pouzit hotovy program - napt. KNIME

Logistic Regression
Example to building a basic prediction / classification
model using logistic regression.
CSV Writer
Logistic (deprecated)
Regression Learner .E
, -
" .
L] Write data on disk
Train model with
SAG and Gauss
prior Logistic Regression
File Reader Normalizer (PMML) Partitioning Predictor Scorer (deprecated)
> N P | »
G > & R E ¢
o ] [ ] ]
Read data z-normalize the data with Parfitionong of dataset Use the model to Calculate
zero mean and standard ~ 80% for training set make predictions accuracy and

deviation equal to one 20% for testing set

confusion matrix



Stavovy model

e =Mz, 1+ Nug + F + wy,
Yy = Axy + Buy + G + vy

Kalmanuv filtr
[x,Rx,ypl=Kalman(x,y,u,M,N,F,A,B,G,Rw,Rv,Rx) ;
Filtrace Sumu

Ty = Ty + Wy

Y = Ty + U4

y je zaSumény pribéh
z je filtrovany (hladky) pribéh

Ty a T, urcéuji, o kolik se mize ménit x a jak se méni y (x se Sumem)



Programy

e T2lestCont LS.sce - odhad regresniho modelu (nejmensi ¢tverce)

T22estCont_ B.sce - odhad regresniho modelu (Bayes)

T22estCont_ B2.sce - neshoda struktury

T22estCont_B3.sce - neshoda struktury

T22estCont_B4d.sce - odhad s redlnymi daty

T23estDisc.sce - odhad diskrétniho modelu



Inicializace

Prednastaveni parametri modelu z apriornich dat nebo expertni znalosti.
Zv1asté nutné je u smési - jinak se odhad nerozbéhne.

Expertni znalost je nejlépe vyjadiit v tzv fiktivnich datech, ktera se na zacatku zpracuji béznym zptsobem.
Fiktivni data jsou napi.: kdyZ bude dopoledne nebo nehoda, tak bude hustota provozu velkd. Tedy podminka
- dusledek.

Odhad koruny - pro férovou korunu

rub lic  vliv
1 1 slaby
10 10 stfeni
100 100 velky

Pomér udava parametr, velikost silu informace.

Regresni model (staticky) : statistiky S -soucet, x pocet



Odhad stfedni hodnoty

= |

Volim

k- pocet dat
éo - hodnota parametru
S = éo:‘i

Jako odhad dostanu praveé éo



Obecny regresni model

Yy = bouy + aryy—1 + hw1 + k + ¢

1 bo aq bl k
by 1
VE) = aq 1
by 1
Odhad d& pravé tyto parametry.
Sila
R =Ny
V =Wk
Dk.
Vpy=F

Vyzp =0= [bOaal,bhk]/

=10



Programy

e 124iniCoin.sce - estimation of a coin model with initialization

e T24iniReg.sce - estimation of regression model with initialization



5 Predikce a odhad stavu

Predikce

Je to odhad budouciho vystupu.

Mame model f (y|¢4,0), ¥ = [y4—1,- - ,yt,n]'.

Jsme v ¢ase t, y; jsme jeSté nezméfili a zname y (t — 1) .

o f(y]y(t—1)) jenula-krokova predikce (odhad aktualniho vystupu). Ta se hodi pro kontrolu odhadu
- chyba predikce.

o f(ymrly(t—1)) je k-krokova predikce (odhad do budoucna).



Priklad
f (yt+1’y (?5 - 1)) = / / f (Z/t+1,yt79’y (t - 1)) dydf =
* y*

J

— [ £l 6) £ (ulin )£ Gl (¢ = 1))yt
. It (¢

=t —0

pro bodové odhady
fWenlyt—1))=f (yt+1|??t,¢t>9)

Y1 = E [yt+1|ﬂtﬂ/}t,é] = / Yirrf <yt+1|gt7¢tvé> Ay 41

Uit



V praxi

Regresni model

Yt = QY1 + a2 + kK + e

Bodova predikce + zndmé parametry

Ut = a1Ye—1 + aoYp—2 + k

Ury1 = a1 + agye—1 + k
Ui+2 = Q1 Teq1 + a2l + k

atd.



Diskrétni model

U 1 1 2 2
vy |1 2 1 2

yr =1 @1\11 @1|12 @1|21 @1|22
Yy =2 @2\11 @2|12 62|21 @2|22

Dano u; a y,_1 — tadek, 1, je hodnota s vétsi pravdépodobnosti.

Vicekrokova bodova - viz program.



Filtrace

Odhad hodnot nemétené veli¢iny ze vstupu a vystupu.

Kalmanuv filtr - bylo.

Nelinearni model

= f(Te—1, u—1) + wy

Y= g (2, u) + v

Linearizace - Tayloriiv rozvoj v & z minula

f@)=f@)+f @) (z-2)=f@)z+ (@) - [ (@)




Model s neznAmymi parametry

Priklad

Ty = QTp—1 + Up + Wy

Novy stav

a dostaneme

Xy = Xog 1 X1 +ug + Wiy
KXoy = Xog1+ Way

To se linearizuje - viz vySe.



Programy

e T31preCont.sce prediction with reg. model, known parameters

e T32preCont_Adapt.sce prediction with reg. model, unknown parameters
e T32preCont Adapt2.sce prediction with estimation, model mismatch

e T32preCont_ Adapt3.sce prediction with estimation, real data

e T33preDisc_ Off.sce prediction with discrete model

e T34preDisc_ OffEst.sce pred. with disc. mod. - off-line estimation

e T35preDisc_ OnEst.sce pred. with disc. mod. - on-line estimation

e T46statEst KF.sce state estimation (KF)

o T47statEst Noise.sce KF as a noise filter



6 Rizeni
Rizeni minimum variance

Velmi jednoduché ale nékdy nestabilni.

Piiklad
Yr = bouy + aryp—1 + 01w + k + e

Ely,] =0

Uy = a1yi—1 + byug—1 + k)

_%(

Nepouziva se.



Rizeni na kone¢ném intervalu
Navrhuje se najednou na nékolik kroka dopiedu (interval fizeni). Na tomto intervalu se pozaduje y; co
nejblize nule nebo pozadovanému pribéhu.

Jednd se o optimalni fizeni vzhledem ke kriteriu

: 2 2
U1 ,IiglnuT E ; _(yt t,_/wut) ‘d (O)
t

nebo

min B |7 (47 +wlu — wa]?) |4(0)

UL UQ U v
t=1

Jt

Kriterium se minimalizuje metodou Dynamického programovani, postupné od konce intervalu a dostaneme

Bellmanovy rovnice
or =B [pf ) + Jilug, d (t—1)]

. )
Py = NN Yy
ut

s pocéatecni podminkou @7 ; = 0.



Pro regresni model (ve stavovém tvaru)

Y = bOUt + A1Yt—1 + blut_l + A2Yt—2 + b2ut_2 + k + (2

I Yt ] ar by ay by k Yt—1
Ut 0O 0 0 0 O Up_1
Yi—1 I 0 0 00 Yi—2
Up_1 0 1 0 0 0 Ug_9

1] 0O 0 0 0 1 |1
o M e

dosadime do Bellmanovych rovnic. Dostaneme algoritmus

Ut+

€t




Optimalizace na intervalu (1, N)

RN+1:0

fort=N, N—-1,---1
U= R+
A=NUN
B=NUM
C=MUM
S, =A"'B
R, =C — S,AS,

end

Realizace optimalniho Fizeni na intervalu (1, NV)
fort=1,2,--- N
Teo1 = [Yeo1, W1, Yooy Up1, 1]

Uy = _Stxt—l

end



Programy

e TH2ctrlDisc.sce optimalni fizeni s diskrétnim modelem
e T53ctrlX.sce optimalni fizeni se spojitym modelem

e ThHactrlXEst.sce adaptivni fizeni se spojitym modelem



v *

7 Smési

Uvod do problematiky

Smés = mnoZina modeld (komponent) + ukazovatko, oznacujici aktivni komponentu (tu, ktera od-

povida aktualnim datim).

Pouziti: Modeluje multimodalni data - systém pracuje v riznych pracovnich modech a mezi nimi se
prepina.
Napiiklad: Doprava (i) rano, (i7) pies den, (iii) veCer a v (iv) noci. Dale ve (1) v8edni dny nebo o (2)

vikendu. A jesté déle (a) pfes rok a (b) o prazdninéch.

Problém: Pri odhadu viech komponent najednou se budou mody pretahovat a komponenty se slezou vsechny

na jedno misto !!!
Odhad
e yméfime datovy vzorek
e urc¢ime, které komponenté patii - proximity (= klasifikace)

e statistiky komponent pirepoc¢teme imérné proximity



Proximity

fi(yil0;) Yi
A
J1(ye|61) fo(yil02) f3(ye]03)
@ | L 2 L 2 >
0, 0, 0 v
Model
f(l/tWJt,@)

iika, jak dobfe spolu data [y, ¢;] a parametry © souvisi. Cim lépe, tim je vétsi pravdépodobnost.

Proximity za parametry dosazuje jejich nejnovéjsi bodové odhady.



Algoritmus
Pro vSechny komponenty urcete poc¢atecni bodové odhady a jim odpovidajici statistiky.
Prot=1,2,--- /N

1. Zmérte nova data

2. Pro kazdou komponentu spoc¢téte proximity s aktualnimi odhady parametri a zméfenymi daty.

3. Normalizujte — vahy

e~

. Udélejte vazeny pirepocet statistik komponent

<t

. Piepoctéte bodové odhady parametri



Ol 02 CYm

fi(yl6h) fa(y|62) Jn(Y]0m)
Y
fl (yt|é1) i fQ(yt|é2) i i fm(yt‘ém)
q1 i q2 i i m
w=q/¥q
w1y (%) W

St = Sti—1 +wixy ! Say = So—1 + waxy St = Smit—1 + Wy

K1t = K1t—1 + W Kot = Koi—1 + W2

)

Rmit = Rm;i—1 + W,

ém — Sm;t

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
: Kmgt



Programy

mix0.sce - regresni komponenty (statistika S)
mix1.sce - regresni komponenty (statistika V)
mix3.sce - kategorické komponenty

mix4.sce - kategorické komponenty (opakovany odhad)
mix5.sce - binomické komponenty

(--- in PrgsScilab/Mixtures)



Model smési

Mnozina modeli a ukazovatko, které indikuje aktivni model (komponentu).

Komponenty (statické)
fi(wl©;), j=12---n

Ukazovatko ¢; € {1,2---n.}
f e =jla) = q;

Model smési

f(wl®) = Zf (s 0 = 3105) = D 5 (wl©5) f

= Zajfj (yt‘@]) - SImeés
J

Odhad - prusvih (Bayes — soudin sou¢ti, narusta slozitost)

(ct = jla) =



Odhad smési
Neznamé velic¢iny jsou c¢;, O, a. Jejich distribuce je

f (e, ©,ald(t)) (Ye,¢,0,ald(t — 1)) =

)
Bayes

= f (Wele, ©) f (ce]a) F(Old(t = 1)) f(ald(t —1)) =
= fer We|Oc,) f(Old (t = 1)) X [ (ci]a) f(eld (t —1))

kde
fCt (yt‘@a) f (@|d(t - 1)) X f (@Ct|d(t))

[ (el f(ald(t—1)) o f(ald(t))
jsou Bayesova pravidla pro O, a «.

Kdybychom znali ¢;, jsme hotovi. To nezndme, tak musime odhadovat

¢ = [ c]d (1))



Odhad ¢,

f(cd (¢) / / f(c,O,ald(t)) dad® <

O</ fei (ytl@a)f(@ld(t—l))dHX/ f(eila) fald(t = 1)) da
@* o*
kde

| fwl©n) £ (@l = 1)d0 - £ (wl€t) = e
o

/* f(cila) flald(t —1))da — f(ci]|ar-1) = Qet—1 = Syt

jsou tzv. proximities - ,blizkosti“ dat modelum.

Proximity dostaneme tak, Ze do komponenty nebo modelu a dosadime aktuélni odhad parametri a
zmérend data. Vysledek je ¢islo, které tika, jak blizko jsou zmérena data modelu.

Proximity pro « je nevyznamna a lze ji vynechat.

Vahy dostaneme normalizaci proximit

w; = N (q)



Prepocet statistik

Vie=" Vip1 +uw; U0,
~—— ——
inf. matice data
Kiwt = Kigp—1 Fw; 1
Jit Jit—1 J
~—~ ~~

pocitadlo data

pro vSechny komponenty j = 1,2---n.. Lisi se jen pouzitim vah w.

A jsme hotovi :-)
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