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1 Úvod

1.1 Opakování pravd¥podobnosti

• Veli£ina je pojem pouºívaný pro kvantitativní a kvalitativní popis reality. Veli£ina má svou
jednotku a £íselnou hodnotu. Ur£ování hodnoty veli£iny (tedy její velikosti ve zvolených jednot-
kách) nazýváme m¥°ení. Hodnoty veli£in jsou bu¤ uspo°ádané nebo bez uspo°ádání. U veli£in s
uspo°ádanými hodnotami lze hovo°it o tom, ºe veli£ina p°i sou£asném m¥°ení nabyla hodnoty
v¥t²í nebo men²í neº p°i m¥°ení jiném.

• Náhodná veli£ina je veli£ina, jejíº hodnotu neznáme a nem·ºeme ji zm¥°it, nebo jsme ji
dosud nezm¥°ili, a p°i jejím opakovaném m¥°ení dostáváme r·zné hodnoty. Zm¥°ená hodnota
této veli£iny je její realizace.

Náhodná veli£ina je bu¤ diskrétní (má kone£ný nebo spo£etný po£et realizací), nebo spojitá
(její realizace mohou nabývat jakékoli hodnoty z reálné osy).

• Rozd¥lení náhodné veli£iny je funkce, která jednotlivým hodnotám nebo interval·m hod-
not náhodné veli£iny p°i°azuje pravd¥podobnosti.

1.1.1 P°íklad [náhodná veli£ina]

Sledujeme projíºd¥jící automobily a kontrolujeme jejich rychlost. Potom �rychlost projíºd¥jícího automobilu�
je náhodná veli£ina. P°i kaºdém m¥°ení dostaneme totiº odli²nou hodnotu rychlosti. Konkrétní nam¥°ené
rychlosti vybraných automobil· jsou realizace.

1.1.2 P°íklad [pravd¥podobnostní funkce]

Rychlost projíºd¥jících automobil· z minulého p°íkladu nemusí nutn¥ p°edstavovat spojitou náhodnou veli-
£inu, jak by se na první pohled mohlo zdát. Rychlosti m·ºeme de�novat nap°.:

De�novaná hodnota rychlosti Interval p°íslu²ných rychlostí [km/h]
1 (0; 30〉
2 (30; 60〉
3 (60; 90〉

Z dlouhodobého m¥°ení jsme pomocí statistické de�nice pravd¥podobnosti zjistili, ºe pravd¥podobnosti
výskytu jednotlivých hodnot jsou P (1) = 0.23, P (2) = 0.69 a P (3) = 0.08. Jestliºe je doba pozoro-
vání dostate£n¥ dlouhá, m·ºeme hodnoty pravd¥podobnosti povaºovat za ustálené a rozd¥lení na²i náhodné
veli£iny, kterou ozna£íme x, ve form¥ pravd¥podobnostní funkce psát jako následující tabulku:

x 1 2 3
f (x) 0.23 0.69 0.08
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1.1.3 P°íklad [pravd¥podobnost, ºe · · · ]

V p°ípad¥, ºe budeme brát rychlost automobil· jako libovolné nezáporné reálné £íslo, dostáváme spojitou
náhodnou veli£inu x s hustotou pravd¥podobnosti f (x). Pomocí této hustoty lze ur£it pravd¥podobnost
libovolného intervalu (a, b) ⊂ R+

0 takto

P (X ∈ (a, b)) =

ˆ b

a

f (x) dx

• Náhodný vektor je vektor náhodných veli£in X = [X1, X2, · · · , Xn]
′
.

1.1.4 Poznámka

Vektory bereme vºdy jako sloupcové vektory - apostrof ozna£uje transpozici. Konvence o sloupcových
vektorech je formální a má usnadnit orientaci v maticových vzorcích./

• Sdruºené rozd¥lení je rozd¥lení náhodného vektoru de�nované pomocí hustoty pravd¥po-
dobnosti (zkrácen¥ hp). Pro dvousloºkový vektor X = [X1, X2]

′ bude zápis spojité náhodné
veli£iny vypadat následovn¥:

f (x1, x2) = P (X1 ≤ x1 ∧X2 ≤ x2)

a diskrétní náhodné veli£iny:

f (x1, x2) = P (X1 = x1 ∧X2 = x2) .

De�nice pro obecný náhodný vektor je analogická.

1.1.5 P°íklad [sdruºená pravd¥podobnostní funkce]

Uvaºujme pokus, p°i kterém m¥°íme dopravní stupe¬ X na sledované vozovce v jednom x1 i druhém x2

sm¥ru. Pro jednoduchost uvaºujme pouze 3 hodnoty dopravního stupn¥ (1 - volno, 2 - provoz, 3 - kongesce).
Náhodný vektor �dopravní stupe¬� je

X = [x1, x2]′

a jeho sdruºená pravd¥podobnostní funkce (zkrácen¥ pf), f (x) = f (x1, x2) je podle de�nice tvo°ena prav-
d¥podobnostmi v²ech moºných kombinací hodnot uvaºovaných dopravních stav· x1 a x2. Funkci m·ºeme
zapsat ve form¥ tabulky:

x1 \ x2 1 2 3
1 P (X1 = 1 ∧X2 = 1) P (X1 = 1 ∧X2 = 2) P (X1 = 1 ∧X2 = 3)

2 P (X1 = 2 ∧X2 = 1) P (X1 = 2 ∧X2 = 2) P (X1 = 2 ∧X2 = 3)

3 P (X1 = 3 ∧X2 = 1) P (X1 = 2 ∧X2 = 3) P (X1 = 3 ∧X2 = 3)

Ze 100 000 m¥°ení jsme sestavili následující tabulku, kde je v kaºdém okénku po£et pozorování, p°i kterém
byla odpovídající kombinace hodnot dopravního stavu:
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x1 \ x2 1 2 3
1 28329 10712 5323
2 11725 15349 6002
3 9233 3769 9558

Podle statistické de�nice pravd¥podobnosti a za p°edpokladu, ºe po£et m¥°ení je dostate£ný pro ustálení
hodnot pravd¥podobností, získáme tabulku pravd¥podobnostní funkce náhodného vektoru �dopravní stupe¬�
jednodu²e vyd¥lením kaºdého prvku tabulky celkovým po£tem pozorování, tedy £íslem 100 000. Dostaneme
tabulku

x1 \ x2 1 2 3
1 0.28329 0.10712 0.05323
2 0.11725 0.15349 0.06002
3 0.09233 0.03769 0.09558

,

která reprezentuje sdruºenou pravd¥podobnostní funkci sledovaného stavu na vozovce.

Poznámky

1. Pro diskrétní náhodnou veli£inu musí platit, ºe v²echny prvky tabulky reprezentující sdruºenou
pf jsou nezáporné a sou£et hodnot v tabulce musí být jedna.

2. Pro spojitou náhodnou veli£inu musí platit, ºe v²echny její hodnoty jsou nezáporné a integrál
p°es celý její de�ni£ní obor musí být jedna.

3. Význam (spojité) sdruºené hp je následující: pravd¥podobnost, ºeX1 je z intervalu (a, b) a zárove¬
X2 z intervalu (c, d) je

P (X ∈ (a, b) ∧ (c, d)) =

ˆ b

a

ˆ d

c

f (x1, x2) dx2dx1.

V tomto smyslu lze hovo°it o pravd¥podobnosti v okolí daného bodu.

/

• Marginální a podmín¥né rozd¥lení

Jestliºe se poda°í sdruºené rozd¥lení f (x1, x2) rozloºit na sou£in dvou rozd¥lení tak, ºe první z
nich nezáleºí na x1, tedy

f (x1, x2) = fX2 (x2) fX1|X2
(x1|x2) ,

pak funkci fX2
(x2) nazveme marginálním rozd¥lením a funkci fX1|X2

(x1|x2) nazveme podmí-
n¥ným rozd¥lením.

• Marginální rozd¥lení vypovídá o náhodné veli£in¥ x2, kdyº o náhodné veli£in¥ x1 nic
nevíme. Musíme tedy po£ítat se v²emi moºnými hodnotami x1.

• Podmín¥né rozd¥lení udává rozd¥lení náhodné veli£iny x1, jestliºe hodnota náhodné veli£iny
x2 je známa (byla zm¥°ena).

Poznámky

1. �asto se podmín¥né rozd¥lení udává obecn¥ jako funkce pro r·zné hodnoty náhodné veli£iny v
podmínce. Je ale t°eba mít na pam¥ti, ºe podmín¥né rozd¥lení popisuje náhodnou veli£inu p°ed
podmínkou (tedy veli£inu, jejíº hodnotu dosud neznáme) s tím, ºe náhodné veli£iny za podmínkou
nabyly daných hodnot (realizací). Tedy f (x2|x1) je rozd¥lení náhodné veli£iny X2 pro X1 = x1,
kde x1 je n¥jaká realizace náhodné veli£iny X1.
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2. Marginální rozd¥lení dostaneme ze sdruºeného tak, ºe integrujeme p°es druhou náhodnou veli£inu
ˆ
X∗1

f (x1, x2) dx1 =

ˆ
X∗1

f (x2) f (x1|x2) dx1 = f (x2)

ˆ
X∗1

f (x1|x2) dx1 = f (x2)

Protoºe (i) f (x2) je vzhledem k integraci p°es x1 konstanta, m·ºeme ji vytknout p°ed integrál,
(ii) funkce f (x1|x2) je hustota v prom¥nné x1 a integrál p°es celý její de�ni£ní obor musí dát
jedni£ku.

3. Podmín¥né rozd¥lení dopo£ítáme. Protoºe f (x1, x2) = f (x1|x2) f (x2) bude

f (x1|x2) =
f (x1, x2)

f (x2)
.

/

Pro b¥ºný výpo£et marginálního a podmín¥ného rozd¥lení se pouºívají vzorce uvedené v p°ed-
chozí poznámce:

Marginální rozd¥lení:

fX1 (x1) =

ˆ
X∗2

f (x1, x2) dx2 (1.1)

Podmín¥ná rozd¥lení:

fX2|X1
(x2|x1) =

f (x1, x2)

fX1 (x1)
. (1.2)

Výjimku tvo°í normální rozd¥lení, kde je moºno vyuºít metodu dopln¥ní na £tverec v exponentu
sdruºené hp. Tento postup je ukázán v následujícím p°íkladu.

1.1.6 P°íklad [výpo£et marginální a podmín¥né hp]

Uvaºujme dvourozm¥rnou hp

f (x1, x2) =
12

7

(
x2

1 + x1x2

)
, x1 ∈ (0, 1) , x2 ∈ (0, 1) .

Napi²te marginální a podmín¥né rozd¥lení.

V tomto p°ípad¥ lze vytknout x1 a zjednodu²en¥ psát

x2
1 + x1x2 = x1 (x1 + x2) .

Funkce x1 bude tedy tvo°it základ marginálního rozd¥lení a x1 +x2 bude základem pro podmín¥né rozd¥lení.
Ob¥ ale musíme normalizovat tak, aby m¥ly jednotkový integrál. U podmín¥ného rozd¥lení, které popisuje
prom¥nnou x2, je x1 v podmínce a má funkci konstanty. Proto se m·ºe vyskytovat i v normaliza£ní konstant¥
podmín¥ného rozd¥lení. Za£neme tedy s normalizací podmín¥né hp. Protoºe výsledek jednotkového integrálu
je ˆ 1

0

(x1 + x2) dx2 =

[
x1x2 +

1

2
x2

2

]1

0

= x1 +
1

2
,

bude podmín¥ná hp

f (x2|x1) =
1

x1 + 1
2

(x2 + x1) .
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Marginální hp dopo£ítáme ze sdruºené tak, aby platilo f (x1, x2) = fX1 (x1) fX2|X1
(x2|x1), tedy

f (x1, x2) =
12

7

(
x2

1 + x1x2

)
=

12

7
x1 (x1 + x2)

Po vyd¥lení podmín¥nou hp dostáváme marginální ve tvaru

fX1 (x1) =
12

7
x1

(
x1 +

1

2

)
.

Její integrál jiº bude jedna (ov¥°te).

1.1.7 P°íklad [marginální a podmín¥né rozd¥lení pro normální hp]

Úkolem je ur£it marginální a podmín¥nou hp ze sdruºené hp normálního rozd¥lení. Tento postup je speci�cký
pro normální rozd¥lení, protoºe to má tvar exponenciály v jejímº exponentu je kvadratická funkce. Rozd¥lení
na sou£in provedeme tak, ºe exponent rozd¥líme na dva kvadráty tak, aby jeden závisel na vybrané prom¥nné a
druhý ne. To je postup, kterému se °íká dopln¥ní na £tverec. Vybraná veli£ina pak bude popsána podmín¥nou
hp, ta druhá marginální.

Hp sdruºeného normálního rozd¥lení je

f (x1, x2) =
1

2π
exp

{
−1

2

(
5x2

1 + x2
2 − 4x1x2 − 2x1 + 1

)}
.

(1) Nejprve budeme rozkládat f (x1, x2) = fX1 (x1) fX2|X1
(x2|x1) . To znamená, ºe z kvadratické formy

chceme nejd°íve �vytáhnout� v²echna x2 a zbytek nechat jiº jen jako funkci x1. Dopl¬ujeme proto v prom¥nné
x2 :

5x2
1 + x2

2 − 4x1x2 − 2x1 + 1 = x2
2 − 4x1x2 + 4x2

1 − 4x2
1 + 5x2

1 − 2x1 + 1 =

= (x2 − 2x1)2 + x2
1 − 2x1 + 1 = (x2 − 2x1)2 + (x1 − 1)2 .

Dosadíme do sdruºené hp a dostaneme

f (x1, x2) =
1

2π
exp

{
−1

2

[
(x2 − 2x1)2 + (x1 − 1)2]} =

=
1√
2π

exp

{
−1

2
(x2 − 2x1)2

}
1√
2π

exp

{
−1

2
(x1 − 1)2

}
= fX2|X1

(x2|x1) fX1 (x1)

(2) Rozkládat m·ºeme ale také opa£n¥ f (x1, x2) = fX2 (x2) fX1|X2
(x1|x2) . Tentokrát budeme kvadratic-

kou formu z exponentu sdruºeného rozd¥lení dopl¬ovat v prom¥nné x1.

5x2
1 + x2

2 − 4x1x2 − 2x1 + 1 =

= 5

(
x2

1 − 2x1
2

5

(
x2 +

1

2

)
+

(
2

5

(
x2 +

1

2

))2
)
− 4

5

(
x2 +

1

2

)2

+ x2
2 + 1 =

= 5

(
x1 −

2

5

(
x2 +

1

2

))2

+
1

5
(x2 − 2)2 .

První exponent bude pat°it podmín¥né hp, druhý marginální. Podle vzorce pro hp normálního rozd¥lení bude
rozptyl podmín¥né hp 1

5
a rozptyl marginální bude 5. Dostáváme tak

fX1|X2
(x1|x2) =

1√
2π 1

5

exp

{
−1

2
5

(
x1 −

2

5

(
x2 +

1

2

))2
}

a

fX2 (x2) =
1√

2π · 5
exp

{
−1

2
· 1

5
(x2 − 2)2

}
.
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1.1.8 P°íklad [podmín¥né a marginální rozd¥lení pro diskrétní pf]

Ur£ete marginální a podmín¥nou hustotu diskrétního náhodného vektoru se sdruºenou pf f (x1, x2) danou
následující tabulkou

X1, X2 1 2 3
1 0.1 0.3 0.2
2 0.2 0.1 0.1

.

Marginální pravd¥podobnosti spo£teme jednodu²e tak, ºe prvky tabulky se£teme (1) ve sloupcích pro mar-
ginálu v x2 a (2) v °ádcích pro marginálu v x1

f (x1, x2)

X1, X2 1 2 3 f (x1)

1 0.1 0.3 0.2 0.6
2 0.2 0.1 0.1 0.4

f (x2) 0.3 0.4 0.3

Podmín¥ná pravd¥podobnostní funkce je rozd¥lením pro náhodnou veli£inu p°ed znaménkem podmínky
jestliºe náhodná veli£ina za znaménkem podmínky nabyla ur£ité realizace, tj. nap°. f (x1|x2 = 5) . Zápis
f (x1|x2) znamená pravd¥podobnostní funkci náhodné veli£iny X1 a je funkcí veli£iny x2, která reprezentuje
realizaci náhodné veli£iny X2.

Pro libovolnou hodnotu náhodné veli£iny v podmínce platí, fX1|X2
= f/fX2 , tedy ºe podmín¥ná pf je

podílem sdruºené a marginální. Platí tedy:

f (x1|x2) f (x2|x1)

X1, X2 1 2 3
1 1

3
3
4

2
3

2 2
3

1
4

1
3

X1, X2 1 2 3
1 1

6
1
2

1
3

2 1
2

1
4

1
4

,

kde nap°. pro první tabulku prvky v prvním a druhém °ádku a prvním sloupci p°edstavují podmín¥nou pf
náhodné veli£iny X1 za podmínky, ºe náhodná veli£ina X2 nabyla realizace 1. Tedy, jestliºe X2 = 1, pak
P (X1 = 1) = 1

3
a P (X1 = 2) = 2

3
.

Pro podmín¥ná a marginální rozd¥lení platí následující vztahy:
�et¥zové pravidlo (rozklad sdruºené hp)

f (x, y|z) = f (x|y, z) f (y|z) . (1.3)

Bayes·v vzorec (prohození náhodné veli£iny a podmínky)

f (x|y, z) =
1

k
f (y|x, z) f (x|z) , (1.4)

kde normaliza£ní konstanta k = f (y|z) =
´
X∗

f (y|x, z) f (x|z) dx a z je realizace náhodné veli-
£iny, která je spole£n¥ v podmínce v²ech rozd¥lení.
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• Charakteristiky náhodné veli£iny jsou neúplným popisem náhodné veli£iny, který vy-
stihuje její ur£ité vlastnosti (úrove¬ realizací, velikost odchylek realizací atd.). Pro na²e ú£ely,
vzhledem k tomu, ºe nás bude zajímat p°edev²ím normální rozd¥lení, jsou nejd·leºit¥j²í st°ední
hodnoty a rozptyl (kovarian£ní matice).

- St°ední hodnota

diskrétní spojitá
E [X] =

∑
x∈X∗ xf (x) E [X] =

´
X∗

xf (x) dx

- Rozptyl

diskrétní spojitý
D [X] =

∑
x∈X∗ (x− E [X])

2
f (x) D [X] =

´
X∗

(x− E [X])
2
f (x) dx

Pro náhodný vektor X = [X1, X2]
′ platí (pí²eme pro spojitou náhodnou veli£inu - pro diskrétní

je analogický):

- St°ední hodnota

E [X] =

ˆ
X∗1×X∗2

[
x1

x2

]
f (x1, x2) dx1dx2 =

[
E [X1]
E [X2]

]
,

- Kovarian£ní matice

C [X] =

ˆ
X∗1×X∗2

(X − E [X]) (X − E [X])
′
f (X) dX =

=

[
D [X1] cov [X1, X2]

cov [X1, X2] D [X2]

]
,

kde cov [X1, X2] je kovariance X1 a X2 daná vzorcem

cov [X1, X2] =

ˆ
X∗1

ˆ
X∗2

(x1 − E [X1]) (x2 − E [X2]) f (x1, x2) dx2dx1.

- Podmín¥ná st°ední hodnota je dána pro náhodný vektor vzorcem

E [X1|X2] =

ˆ
X∗1

x1f (x1|x2) dx1.

Výsledkem je funkce prom¥nné x2 tedy veli£iny nacházející se v podmínce.

Poznámka

V²imn¥me si, ºe mezi st°ední hodnotou a podmín¥nou st°ední hodnotou je dosti podstatný rozdíl.
�ekneme-li �st°ední hodnota intenzity v jednom rameni k°iºovatky�, nemáme ºádnou dal²í informaci
nap°. o tom, v kterou denní nebo dokonce no£ní hodinu se st°ední hodnota uvaºuje. St°ední hodnota
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se potom bere p°es v²echny moºné hodnoty a konkrétním hodnotám intenzity m·ºe být dosti vzdálená.
Naopak st°ední hodnota intenzity v daném rameni za podmínky, ºe intenzita v druhém rameni je v¥t²í
neº devadesát procent jejího maxima, je ur£ena pom¥rn¥ p°esn¥. S velkou pravd¥podobností budou totiº
intenzity r·st a klesat v obou ramenech p°ibliºn¥ stejn¥. Víme tedy, ºe tato podmín¥ná st°ední hodnota
bude pom¥rn¥ dob°e vypovídat o maximálních hodnotách intenzity ve sledovaném rameni a bude jim
tedy blízko.

Podmín¥ná st°ední hodnota je modelem pro popis náhodné veli£iny v závislosti na jiných náhodných
veli£inách nacházejících se v podmínce. Nepodmín¥ná st°ední hodnota m·ºe slouºit jako po£áte£ní
odhad pro model (viz dal²í kapitoly).

/

Náhodný proces je funkce £asu, jejíº hodnoty jsou náhodné veli£iny. Jedná se prakticky o
jakoukoli veli£inu vyvíjející se v £ase, která je pod vlivem neur£itosti.

Náhodná posloupnost je náhodný proces, který m¥°íme v diskrétním £ase. Jedná se o posloup-
nost náhodných veli£in, kde indexem posloupnosti je diskrétní £as. Kaºdá náhodná veli£ina má
své charakteristiky, které se také vyvíjejí v £ase. Dostáváme tak posloupnost st°edních hodnot
nebo rozptyl·. Náhodné posloupnosti budeme vyuºívat pro popis veli£in m¥°ených v diskrétním
£ase.

Náhodná posloupnost se spojitými hodnotami je náhodná posloupnost spojitých náhod-
ných veli£in. Tj. v kaºdém okamºiku m¥°ení t dostaneme spojitou náhodnou veli£inu, která m·ºe
nabývat jakékoli hodnoty z reálné osy.

Náhodná posloupnost s diskrétními hodnotami je posloupnost diskrétních náhodných ve-
li£in, tj, takových náhodných veli£in, které mohou nabývat kone£ného nebo spo£etného mnoºství
hodnot.

1.1.9 Poznámka

Náhodné procesy se spojitým £asem také existují a pouºívají se. V na²em výkladu se ale neobjeví a tak
se s nimi nebudeme zabývat. /

1.2 Systém a veli£iny s ním spojené

P°edm¥tem na²eho zájmu je vymezená £ást reality, na které m¥°íme data a kterou chceme pozná-
vat, abychom její chování mohli p°edpovídat, p°ípadn¥ ovliv¬ovat. Sledovanou realitu nazveme
proces. Soubor veli£in spojených s procesem a jejich vzájemné vztahy nazveme systém.

1.2.1 P°íklad [proces a systém]

K°iºovatka je k°íºení dvou silnic. Silnice mohou být asfaltové, dláºd¥né nebo pra²né. Mohou být jed-
nosm¥rné nebo obousm¥rné, s jedním nebo více pruhy. K°iºovatka m·ºe být °ízená, nebo ne°ízená, atd.
Tento úsek reality daný konkrétními silnicemi (p°ípadn¥ chodníky) s p°íslu²ným vybavením (semafory, de-
tektory, p°echody pro chodce atd.) jsme nazvali procesem. Na tomto procesu m¥°íme intenzitu provozu v
obou sm¥rech a na obou ramenech. Tyto £ty°i m¥°ené intenzity i1, i2, i3, i4 spolu s veli£inou t - denní £as a
d - den a jejich vzájemnými vztahy ur£íme jako systém, který budeme matematicky popisovat a dále zkoumat.
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Automobil je za°ízení na p°epravu osob a v¥cí. Je v¥t²inou z plechu a spousty nejr·zn¥j²ích sou£ástí, které
jsou i u v¥t²iny r·zných typ· aut dosti podobné. Tento souhrn plechu, sou£ástek, benzínu a dal²ích p°ísad
nazýváme procesem. Pokud nás bude zajímat spot°eba automobilu, vezmeme do systému ty veli£iny, které se
spot°ebou souvisí. Jsou to vlastní spot°eba, rychlost, moment motoru, otá£ky motoru, plyn, brzda, rychlostní
stupe¬ a z okolí automobilu je²t¥ úhel stoupání (klesání). Tyto veli£iny a jejich vzájemné vztahy vyjad°ují
chování automobilu (vzhledem k jeho spot°eb¥) a tvo°í systém. Jeho popisem je model spot°eby automobilu.

Pro de�nici systému jsou d·leºité veli£iny. Protoºe ve velké v¥t²in¥ jsou tyto veli£iny pod vlivem
neur£itosti (poruchy v procesu samém nebo chyby m¥°ení), uvaºujeme tyto veli£iny jako náhodné
a pro jejich popis vyuºíváme pravd¥podobnostní pojmy - rozd¥lení, odhad apod.

Podle hodnot d¥líme veli£iny na diskrétní (mohou nabýt hodnoty z kone£né nebo spo£etné
mnoºiny) a spojité (jejich hodnoty jsou z celé reálné osy nebo n¥jaké její podmnoºiny, nap°. z
její nezáporné poloosy). P°íklady diskrétních veli£in jsou nap°. dopravní stupe¬, barva na sema-
foru, typ nehody nebo rychlostní stupe¬. Spojité veli£iny jsou £as, rychlost, intenzita dopravního
proudu. Intenzita je sice de�nována jako po£et automobil· za hodinu, coº je vlastn¥ kone£ná
mnoºina, ale protoºe je veliká, je lépe ji uvaºovat jako veli£inu spojitou.

1.2.2 Poznámka

N¥které veli£iny mají zvlá²tní postavení, nap°. rychlost automobilu. To je samoz°ejm¥ veli£ina spojitá.
Po£ítáme-li ale její pr·m¥rnou hodnotu v ur£itém £asovém intervalu, bereme rychlosti v²ech automobil·
a d¥líme jejich po£tem. Jestliºe automobil· ubývá (nap°íklad s postupem noci), pr·m¥rná rychlost je
p°ibliºn¥ stejná nebo spí²e trochu roste a najednou dokonce nejde spo£ítat, protoºe ºádný automobil
neprojel. Navíc to, ºe jedno auto projelo velmi rychle, v·bec neznamená, ºe by auto jedoucí za ním
m¥lo jet také rychle. Z hlediska vzájemné souvislosti m¥°ených hodnot je tedy tato veli£ina velmi málo
spojitá.

/

Dal²í hledisko, podle kterého lze veli£iny d¥lit, je uspo°ádanost £asového vývoje jejich hod-
not. Zde jsou veli£iny uspo°ádané (ordinální), kde lze ur£it, která hodnota veli£iny je v¥t²í a
která men²í, a veli£iny bez uspo°ádání (nominální), kde porovnání hodnot nemá smysl. P°íkla-
dem ordinální veli£iny je hustota provozu, doba jízdy nebo spot°eba automobilu. Nominálními
hodnotami jsou barvy na semaforu, denní doba (den, noc) nebo typ nehody (hmotná ²koda,
zran¥ní, úmrtí).

1.2.3 Poznámka

N¥které nominální hodnoty lze srovnat v·£i hodnotám jiné ordinální veli£iny. Tou jsou v¥t²inou peníze
nebo její pozitivní £i negativní vliv na zdraví, ºivotní prost°edí apod. Jako p°íklad lze uvést veli£inu typ
nehody. Vzhledem k jejímu dopadu lze její uspo°ádání de�novat tak, jak jsme jej uvedli - od hmotné
²kody k úmrtí.

/

Pro nás nejd·leºit¥j²ím hlediskem pro t°íd¥ní veli£in je jejich význam v systému. Z tohoto
hlediska rozli²ujeme:

výstup - modelovaná veli£ina, kterou v daném okamºiku neznáme (realizuje se aº na základ¥
jiných veli£in nebo na²ich akcí), ale dodate£n¥ ji m·ºeme zm¥°it.
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vstup (°ízení) - veli£ina, kterou m·ºeme nastavovat a která má vliv na výstup.

externí vstup - veli£ina, kterou m·ºeme m¥°it, ale nem·ºeme ji m¥nit a která má vliv na
výstup.

stav - veli£ina, kterou nelze m¥°it a o které se dozvídáme jen prost°ednictvím m¥°eného vstupu
a výstupu.

²um - sloºka systému reprezentující neur£itost. Nelze ji ani m¥°it ani p°edpovídat.

Uvedené veli£iny je moºno znázornit na následujícím obrázku

ut

vt

et

yt

xt

SYSTEM

kde yt je výstup, ut je vstup, vt je externí vstup, xt je stav a et je ²um.

Ve schématu jsme uvedli v²echny veli£iny (náhodné veli£iny) s indexem t, coº je diskrétní £as.
Ozna£íme-li τ b¥ºný spojitý £as, pak vztah mezi spojitým a diskrétním £asem je τ = T · t+ τ0,
kde T je perioda vzorkování, tj. pevný £asový interval, ve kterém se m¥°í (vzorkují) v²echny
veli£iny, τ0 je po£áte£ní £as a t = 0, 1, 2, · · · je diskrétní £as (ozna£ující po°adí periody od za£átku
m¥°ení). Veli£iny jsou v kaºdém £asovém okamºiku náhodné a jsou indexovány £asem - jsou to
tedy náhodné posloupnosti (vektory náhodných veli£in).

2 Spojitý model

Veli£iny v dopravním systému jsou náhodné posloupnosti indexované diskrétním £asem t. V
kaºdém £asovém okamºiku to jsou náhodné veli£iny, po zm¥°ení dostaneme realizace náhodné
veli£iny. Tyto náhodné veli£iny mohou být bu¤ spojité, nebo diskrétní. V této kapitole se budeme
zabývat p°ípadem, kdy výstupem systému je spojitá náhodná veli£ina indexovaná diskrétním
£asem (náhodná posloupnost se spojitými hodnotami).

2.1 Princip stochastického modelu

Model je obrazem systému. Je to matematický popis závislosti modelované veli£iny na jiných
(vhodn¥ vybraných) veli£inách. Ve v¥t²in¥ praktických p°ípad· funkci závislosti p°ímo neznáme,
a tak vztahy mezi veli£inami popisujeme za pomocí parametr·. Hodnoty parametr· ur£ujeme
pomocí odhadu z m¥°ených dat. Tato neznalost parametru a poruchy ve veli£inách (a´ uº vzni-
kající p°i samotném generování nebo v procesu m¥°ení) zp·sobují, ºe je takový model prakticky
vºdy pod vlivem neur£itosti.
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2.1.1 P°íklad [stochastický model]

Princip modelování lze demonstrovat na situaci, kdy byla náhle zablokována silnice a p°ijíºd¥jící auta se staví
do kolony. Modelovanou veli£inou yt je délka kolony nar·stající v diskrétním £ase t. Tato délka závisí na
intenzit¥ proudu It a na pr·m¥rné délce automobilu (v£etn¥ mezery mezi automobily) θ. Pro vývoj kolony v
£ase m·ºeme psát

yt = yt−1 + θIt, y0 = 0,

kde y0 je po£áte£ní délka kolony a 0 je okamºik vzniku blokace. Tento model lze uvaºovat jako deterministický.

Jestliºe jsme nam¥°ili s periodou vzorkování 90 sec

t 1 2 3 4 5 6 7 8 9 10
It 8 6 5 9 8 9 12 5 7 4

a uvaºujeme-li délku vozidla 8 m, pak vývoj délky kolony v metrech bude

t 1 2 3 4 5 6 7 8 9 10
yt 64 112 152 224 288 360 456 496 552 584

Je ale z°ejmé, ºe tento deterministický model nem·ºe platit p°esn¥. Po£ítali jsme s délkou auta 8 m, coº je
jen hrubý odhad, a rovn¥º jsme zaokrouhlovali po£et automobil· v kaºdé period¥ m¥°ení intenzity It. Proto
realisti£t¥j²í model je model stochastický, který m·ºeme vyjád°it následující rovnicí s p°i£teným ²umem
reprezentujícím neur£itosti a poruchy v systému

yt = yt−1 + θIt + et.

V tomto stochastickém modelu lze uvaºovat i po£áte£ní podmínku y0 za náhodnou. Pokud jsme �v pr·m¥ru�
odhadovali dob°e, bude mít ²um p°ibliºn¥ nulovou st°ední hodnotu. V p°ípad¥, ºe systém p°íli² nem¥ní své
stochastické vlastnosti, bude rozptyl ²umu konstantní. Pokud dále �vysv¥tlující veli£iny� modelu nesou o
modelované veli£in¥ dostatek informací, budou jednotlivé sloºky náhodné posloupnosti navzájem nezávislé.
Takové náhodné posloupnosti °íkáme bílý ²um (white noise).

Model, ke kterému jsme dosp¥li v minulém p°íklad¥, obsahuje deterministickou (tady lineární)
funkci po£ítající modelovanou veli£inu yt v závislosti na nezávislé veli£in¥ It, jakémsi parametru
θ, který vyjad°uje konkrétní míru souvislosti mezi yt a It. Stochastická £ást modelu je ²um et,
který (podobn¥ jako v regresní analýze) �dorovnává� modelovanou veli£inu i s poruchami proti
jejím ideálním hodnotám (predikci).

Na tuto rovnici lze také pohlíºet jako na transformaci náhodné veli£iny et s rozd¥lením f (et)
na náhodnou veli£inu yt s podmín¥ným rozd¥lením f (yt|yt−1, It, θ) . Abychom transforma£ní
rovnici mohli pouºít, musí být veli£iny yt−1, It, θ známé, tj. musí se vyskytnout v podmínce
rozd¥lení modelované veli£iny. Transformace potom p°edstavuje pouhé posunutí z nulové st°ední
hodnoty ²umu, na st°ední hodnotu modelované veli£iny yt, která je

E [yt|yt−1, It, θ] = E [yt−1 + θIt + et|yt−1, It, θ] = yt−1 + θIt.

Rozptyl yt je stejný jako rozptyl et. (Obojí si zkuste dokázat).
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2.2 Lineární regresní model s normálním ²umem

Nej£ast¥ji pouºívaným spojitým modelem je lineární regresní model s normálním rozd¥lením
náhodné sloºky - ²umu. Tento model má obecn¥ rovnici

yt = ψ
′

tΘ + et, (2.1)

kde yt je modelovaná veli£ina,
ψt je regresní vektor (vektor veli£in, které vysv¥tlují yt),
Θ je parametr modelu (zahrnuje regresní koe�cienty θ a rozptyl ²umu r),
et je ²um s normálním rozd¥lením s nulovou st°ední hodnotou a konstantním rozptylem
r.

Statický regresní model obsahuje v regresním vektoru jen vstupní veli£iny (v¥t²inou m¥°ené v
sou£asném £asovém okamºiku), nikoli zpoºd¥né hodnoty modelované veli£iny. Jeho rovnici tedy
m·ºeme psát ve tvaru

yt = c1v1;t + c2v2;t + · · ·+ cmvm;t + k + et,

kde ψ
′

t = [v1;t, v2;t, · · · , vm;t, 1] je regresní vektor a θ = [c1, c2, · · · , cm, k] je vektor regresních
koe�cient·. N¥které z veli£in regresního vektoru mohou p°edstavovat °ízení.

Typický dynamický regresní model popisující vstup a výstup sytému je dán regresním vektorem
ve tvaru

ψ
′

t = [ut, yt−1, ut−1, · · · , yt−n, ut−n, 1]

a jemu odpovídajícím vektorem parametr·

θ′ = [b0, a1, b1, · · · , an, bn, k] .

Dosadíme-li do (2.1) , dostaneme model ve tvaru rovnice

yt = b0ut + a1yt−1 + b1ut−1 + · · ·+ anyt−n + bnut−n + k + et. (2.2)

Tato rovnice pak de�nuje podmín¥nou hp modelované veli£iny yt takto:

�um et má podle de�nice rozd¥lení

f (et) =
1√
2πr

exp

{
− 1

2r
e2
t

}
.

Podle transforma£ní rovnice (2.2), která má Jakobián roven jedné, platí

et = yt − ψ
′

tθ

a po dosazení do rozd¥lení ²umu dostaneme

f (yt|ψt,Θ) =
1√
2πr

exp

{
− 1

2r

(
yt − ψ

′

tθ
)2
}
, (2.3)

coº je hledaná podmín¥ná hp modelované veli£iny - model systému ve tvaru hustoty.

�ádem regresního vektoru nazveme nejv¥t²í zpoºd¥ní modelované veli£iny v regresním vek-
toru.

Statický model je model nultého °ádu.

V modelu 1. °ádu závisí modelovaná veli£ina na své minulé hodnot¥. Zpoºd¥ní jiných veli£in
(°ízení, externího vstupu) °ád modelu neovlivní.
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2.3 Diferenciální a diferen£ní rovnice ve spojitém modelu

2.3.1 Diskretizace diferenciální rovnice

Reálný £as plyne spojit¥ a v¥t²ina d¥j· v reálném sv¥t¥ probíhá rovn¥º spojit¥. Je proto dob°e
si uv¥domit, ºe na pozadí na²eho systému stojí spojitý proces a ná² systém vzniká diskretizací
tohoto procesu. Celou situaci budeme demonstrovat na velmi jednoduché (idealizované) soustav¥
popsané diferenciální rovnicí prvního °ádu bez pravé strany - jedná se tedy o problém doznívání
po£áte£ních podmínek. Spojité prom¥nné zde budeme zna£it velkými písmeny s argumentem
£asu τ v závorce - nap°. Y (τ). Spojitý systém je tedy popsán rovnicí (Y ′ zde zna£í derivaci)

Y ′ (τ) + aY (τ) = 0, Y (0) = y0.

Na²ím úkolem je vyjád°it tuto diferenciální rovnici pomocí diferen£ní rovnice v diskrétním £ase t
s periodou vzorkování T (τ = tT ) tak, aby vzorky generované diferen£ní rovnicí leºely na funkci,
která je °e²ením diferenciální rovnice a daných po£áte£ních podmínek.

Postup odvození diferen£ní rovnice (diskretizace) je následující. �e²ení diferenciální rovnice od-
hadneme ve známém exponenciálním tvaru a po dosazení po£áte£ních podmínek dostaneme

Y (τ) = y0 exp {−aτ} .

Do °e²ení dosadíme diskrétní £as τ = tT . Diskretizované °e²ení napí²eme pro £as t+ 1

Y ((t+ 1)T ) = y0 exp {−a (t+ 1)T} .

Na levé stran¥ je vzorek Y v £ase t+ 1, který zna£íme yt+1. Na pravé stran¥ upravíme exponen-
ciálu

exp {−a (t+ 1)T} = exp {−atT} exp {−aT} .

První £len na pravé stran¥ p°edchozí rovnosti je vzorek Y v diskrétním £ase t, druhý £len je
konstanta. Dosadíme do diskretizovaného °e²ení a dostaneme

yt+1 = y0 exp {−aT} yt nebo yt = y0 exp {−aT} yt−1

a tedy
yt = Ayt−1,

kde A = y0 exp {−aT} . To je diferen£ní rovnice, která spl¬uje na²e poºadavky.

Podobným zp·sobem lze diskretizovat i diferenciální rovnice vy²²ích °ád·, i kdyº postup je
pon¥kud zdlouhav¥j²í.

2.3.2 Typy diferenciálních a diferen£ních rovnic

Pro °e²ení diferenciální rovnice s konstantními koe�cienty bez pravé strany je rozhodující °e²ení
její charakteristické rovnice. Pro rovnice druhého °ádu

y′′ + a1y
′ + a0y = 0

je charakteristická rovnice
λ2 + a1λ+ a0 = 0.

Mohou nastat t°i typy °e²ení charakteristické rovnice:
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1. dv¥ reálná °e²ení λ1 a λ2 - diferenciální rovnice má °e²ení ve tvaru lineární kombinace
dvou exponenciál

y = α1 exp {λ1τ}+ α2 exp {λ2τ}

2. jeden dvojnásobný ko°en λ - °e²ení je v tvaru

y = (α1τ + α2) exp {λτ}

3. dva komplexn¥ sdruºené ko°eny λ+ jω a λ− jω - °e²ení diferenciální rovnice je

y = exp {λτ} [α1 sin (ωτ) + α2 cos (ωτ)] .

Pro diferen£ní rovnice druhého °ádu s konstantními koe�cienty bez pravé strany platí podobná
analýza. Pro rovnici

yt+2 + a1yt+1 + a0yt = 0

je op¥t rozhodující charakteristická rovnice

z2 + a1z + a0 = 0,

kde z je operátor jednokrokového p°edstihu yt+1 = zyt.

Tato rovnice má podobné typy °e²ení (i je imaginární jednotka):

1. dva reálné ko°eny λ1 a λ2 - °e²ení diferen£ní rovnice je

yt = β1λ
t
1 + β2λ

t
2

2. jeden dvojnásobný ko°en λ - °e²ení je

yt = β1λ
t + β2tλ

t

3. dva komplexn¥ sdruºené ko°eny λ± iω - °e²ení je

yt =
(
λ2 + ω2

)t/2
(β1 sin (ωt) + β2 cos (ωt))

2.4 Regresní model ve stavovém tvaru

Stav systému xt je taková veli£ina (vektor veli£in), který v sob¥ obsahuje informaci o celém
dosavadním vývoji systému. Jestliºe známe starý stav a aktuální °ídící veli£iny, jsme schopni
konstruovat pravd¥podobnostní popis nového stavu. Model stavu má tedy vºdy 1. °ád. V line-
árním p°ípad¥ je dán rovnicí

xt = Mxt−1 +Nut + wt,

kde M, N jsou matice odpovídajících rozm¥r·, wt je bílý ²um.

V °ad¥ p°ípad· je výhodn¥j²í pracovat s modelem 1. °ádu, i kdyº mnoho-rozm¥rným, neº s
regresním modelem s °ádem vy²²ím neº jedna. Konstrukcí stavového modelu je celá °ada. Ta-
kováto procedura je známa nap°. z p°epo£tu diferenciální (nebo diferen£ní) rovnice n-tého °ádu
na n rovnic, prvního °ádu. Zde uvedeme tu nejjednodu²²í, která p°ímo vychází ze struktury
regresního modelu.
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Uvaºujme obecn¥ regresní model

yt = b0ut + a1yt−1 + · · ·+ anyt−n + bnut−n + k + et.

De�nujeme vektor (stav) xt = [yt, ut, yt−1, ut−1, · · · , yt−n, ut−n, 1]
′ a pro n¥j s pomocí regresního

modelu a identických rovnic sestavíme model v následujícím tvaru

xt = Mxt−1 +Nut + εt (2.4)

se strukturou (z d·vodu p°ehlednosti ji uvedeme pro regresní model °ádu 2)
yt
ut
yt−1

ut−1

1


︸ ︷︷ ︸

xt

=


a1 b1 a2 b2 k
0 0 0 0 0
1 0 0 0 0
0 1 0 0 0
0 0 0 0 1


︸ ︷︷ ︸

A


yt−1

ut−1

yt−2

ut−2

1


︸ ︷︷ ︸
xt−1

+


b0
1
0
0
0


︸ ︷︷ ︸
B

ut +


et
0
0
0
0


︸ ︷︷ ︸
wt

,

kde první rovnice p°edstavuje regresní model a zbytek jsou identity.

Význam tohoto p°evodu ukáºeme na p°íklad¥.

2.4.1 P°íklad [regresní model]

Pro regresní model 2. °ádu se zanedbatelným ²umem (tedy ²umem s tak malým rozptylem, ºe ²um lze
zanedbat) ur£ete hodnotu y5 pro po£áte£ní podmínky y−1, y0 a dané °ízení u−1, u0, · · · , u5.

Teoreticky je úloha jednoduchá. Pro p°edpov¥¤ y1 dosadíme do regresního vektoru regresního modelu a
hodnotu výstupu prost¥ vypo£teme p°i sou£asném zanedbání ²umu

y1 = b0u1 + a1y0 + b1u0 + a2y−1 + b2u−1 + k.

P°i výpo£tu y2 pouºijeme známé hodnoty a také vypo£tenou hodnotu výstupu y1

y2 = b0u2 + a1y1 + b1u1 + a2y0 + b2u0 + k =

= b0u2 + a1 (b0u1 + a1y0 + b1u0 + a2y−1 + b2u−1 + k) + b1u1 + a0y0 + b0u0 + k =

= b0u2 + (a1b0 + b1)u1 + (a1b1 + b0)u0 + a1b2u−1 +
(
a2

1 + a0

)
y0 + a1a2y−1 + (a1 + 1) k.

Tímhle zp·sobem lze pokra£ovat aº do £asu t = 5. Není sice p°íli² sloºité post°ehnout, jakým zp·sobem se
vyvíjejí koe�cienty u jednotlivých veli£in, nicmén¥ tato úloha je daleko snaz²í, pouºijeme-li stavový model

xt = Mxt−1 +Nut,

kde jsme podle p°edpokladu zadání zanedbali ²um. Platí

x1 = Mx0 +Nu1,

kde x0 = [y0, u0, y−1, u−1, 1]′. Dále

x2 = Mx1 +Nu2 = M (Mx0 +Nu1) +Nu2 = M2x0 +MNu1 +Nu2,

x3 = Mx2 +Nu3 = M
(
M2x0 +MNu1 +Nu2

)
+Nu3 = M3x0 +M2Nu1 +MNu2 +Nu3.

Ani nemusíme pokra£ovat a m·ºeme psát obecný vzorec:

xt = M tx0 +

t−1∑
i=0

M iNut−i.

Poºadované y5 je prvním prvkem vektoru x5, tedy

x5 = M5x0 +

4∑
i=0

M iNut−i, a y5 = x1;5.
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3 Diskrétní a logistický model

3.1 Diskrétní model

Pokud mají v²echny veli£iny vstupující do modelu kone£ný po£et hodnot, hovo°íme o diskrétním

modelu. Se°adíme-li tyto veli£iny do vektoru (tzv. roz²í°ený regresní vektor Ψt =
[
yt, ψ

′

t

]′
),

pak realizací náhodných veli£in v tomto vektoru dostaneme ur£itou kon�guraci jejich hodnot.
Diskrétní systém má kone£ný po£et takových kon�gurací, které nazýváme módy. P°íkladem je
odbo£ení auta v T-k°iºovatce doprava, nebo doleva (2 módy) nebo kolona nebyla a není, nebyla
a je, byla a není, byla a je (4 módy). Popis diskrétního systému proto m·ºeme provést velmi
obecn¥, a to tak, ºe kaºdé kon�guraci hodnot veli£in v roz²í°eném regresním vektoru p°i°adíme
její pravd¥podobnost, tedy

f (yt|ψt,Θ) = Θyt|ψt , (3.1)

kde multi-index (roz²í°ený regresní vektor s diskrétními hodnotami) yt|ψt =
[
yt, ψ1;t, ψ2;t, · · · , ψnψ;t

]
je vektor index· (hodnot diskrétních veli£in) a znaménko � |� je pouºito jen formáln¥ a ukazuje,
které veli£iny jsou modelovány a které se nachází v podmínce modelu.

Podobn¥ jako u regresního modelu nazveme °ádem modelu nejv¥t²í zpoºd¥ní modelované
veli£iny v regresním vektoru.

3.1.1 P°íklad [diskrétní model]

Model budeme demonstrovat na jednoduchém, ale p°esto dostate£n¥ obecném p°íklad¥ tzv. �°ízené koruny
s pam¥tí�. Jedná se o systém s dvouhodnotovým výstupem s hodnotami 1 a 2 (nap°. rub a líc), který je
závislý na minulém výstupu (nap°. po dopadu se koruna za²piní a tím se rozváºe pravd¥podobnostní pom¥r
jednotlivých stran) a na dvouhodnotovém °ízení, rovn¥º s hodnotami 1 a 2 (nap°. zp·sob, jak se poloºí mince
na ruku p°i hodu). Potom platí

yt ∈ {1, 2} , ψt = [ut, yt−1] ∈ {1, 2} × {1, 2} , Ψt = [yt|ut, yt−1]

a model je moºno zapsat ve form¥ tabulky

f (yt|ut, yt−1) yt

[ut, yt−1] 1 2
1, 1 0.3 0.7
1, 2 0.8 0.2
2, 1 0.1 0.9
2, 2 0.2 0.8

kde Θ1|11 = 0.3 a nap°. Θ2|21 = 0.9.

Obecn¥ pro parametry diskrétního modelu musí platit∑
i∈y∗

Θi|jk = 1, ∀j, k.

Vyuºití diskrétního modelu je moºné zejména v situacích, kdy:
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1. Modelovaná veli£ina je ur£itou klasi�kací n¥jakého jevu - nap°. nehoda nastala nebo ne-
nastala nebo nastala nehoda bez zran¥ní, se zran¥ním, s úmrtím.

2. Nezávislé veli£iny (v regresním vektoru) ozna£ují okolnosti, které doprovázejí nam¥°enou
hodnotu modelované veli£iny. Tyto veli£iny mohou být nominální, nap°íklad veli£ina denní
doba s hodnotami: svítání, den, soumrak, noc.

Je pot°eba si uv¥domit, ºe £ím více veli£in obsahuje regresní vektor a £ím více r·zných hodnot
tyto veli£iny mohou nabýt, tím v¥t²í je po£et stav· takového systému. Abychom se o kaºdém
stavu n¥co dozv¥d¥li, pot°ebujeme obrovský po£et dat. P°i tvorb¥ diskrétního modelu se proto
snaºíme do regresního vektoru vybrat jen podstatné veli£iny (vzhledem k vysv¥tlení hodnot
modelované veli£iny) a u kaºdé veli£iny de�novat co nejmen²í po£et hodnot. Pomoci m·ºe nap°.
spojování hodnot: pro denní dobu místo jitro, den, soumrak, noc lze de�novat sv¥tlo, ²ero, tma
(pokud tomu nebrání konkrétní zadání úlohy).

3.2 Logistický model

Logistický model pouºijeme v p°ípad¥, kdy modelovaná veli£ina je diskrétní (dvouhodnotová)
yt ∈ {0, 1} a p°edpokládáme, ºe její hodnota stochasticky závisí na veli£inách

ψt = [1, x1;t, x2;t, · · ·xn;t]
′
,

které mohou být jak diskrétní, tak i spojité. Jedni£ka v regresním vektoru p°edstavuje op¥t
respektování konstanty modelu. V p°ípad¥, kdy veli£iny z vektoru ψt jsou v²echny diskrétní,
jedná se o diskrétní model, kterým jsme se zabývali v kapitole 3.1.

Logistický model má tvar

f (yt|ψt,Θ) =
exp (ytzt)

1 + exp (zt)
, (3.2)

kde je pouºita lineární regrese
zt = ψ

′

tΘ + et. (3.3)

Význam logistického modelu je v tom, ºe popisuje diskrétní veli£inu yt v závislosti na spojité
veli£in¥ zt která je vypo£tena na základ¥ lineární regrese z veli£in, které mohou být jak diskrétní,
tak i spojité.

3.2.1 P°íklad [logistický model]

Modelujeme závaºnost nehody yt ∈ {0, 1} v závislosti na rychlosti automobilu v1;t ∈ R+ a osv¥tlení
v2;t ∈ {1, 2, 3} , kde 1 znamená sv¥tlo, 2 ozna£uje ²ero a 3 p°edstavuje tmu. Lineární regrese (3.3) má
rovnici

zt = θ0 + θ1v1;t + θ2v2;t + et

a model (3.2) bude tvo°en pravd¥podobnostmi

P (yt = 1|ψt,Θ) =
exp (zt)

1 + exp (zt)
,

P (yt = 0|ψt,Θ) =
1

1 + exp (zt)
,

kde první rovnici je pro yt = 1 a druhá pro yt = 0.
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Princip fungování tohoto modelu je následující. Lineární regrese (3.3) mapuje regresní vektor ψt
na veli£inu zt, které p°irozen¥ nabývá hodnot z celé reálné osy. Funkce (3.2) potom transformuje
tuto reálnou osu do intervalu (0, 1), takºe nakonec dostaneme hodnotu ve tvaru pravd¥podob-
nosti. Hodnoty této pravd¥podobnosti blízké 1 ukazují na hodnotu yt = 1, hodnoty blízké 0
mluví pro yt = 0.

Jiné vyjád°ení logistického modelu

Jiné moºné vyjád°ení stejného logistického modelu je moºno napsat pomocí funkce logit, která
je de�nována

logit (p) = ln

(
p

1− p

)
. (3.4)

Dosadíme-li p = P (yt = 1|ψt,Θ), dostaneme logistický model ve tvaru

ln

(
P (yt = 1|ψt,Θ)

1− P (yt = 1|ψt,Θ)

)
= ψtΘ + et.

Samoz°ejm¥ pro yt = 0 platí

P (yt = 0|ψt,Θ) = 1− P (yt = 1|ψt,Θ)

Pr·b¥h funkce logit je vykreslen na Obrázku 3.1.

4 Odhad spojitého modelu

Model je matematickým popisem vybraných veli£in sledovaného procesu. Tyto veli£iny popisu-
jeme stochasticky (pomocí hustot pravd¥podobnosti) v závislosti na jiných vybraných veli£inách
v¥t²inou jako lineární vazby pomocí diferen£ních rovnic.

P°i návrhu modelu °e²íme dva kroky:

1. návrh struktury modelu, tj. výb¥r veli£in a po£tu krok· jejich zpoºd¥ní, na kterých mo-
delovaná veli£ina závisí,

2. ur£ení parametr· modelu, které vyjad°ují konkrétní závislosti ve sledovaném procesu.

Zde se budeme zabývat druhým bodem - odhadem parametr· modelu.

4.1 Bayesovské odhadování

4.1.1 Parametry z hlediska bayesovství

V klasické statistice se odhadované parametry, ale i jiné odhadované veli£iny, povaºují za ná-
hodné veli£iny. Jejich popisem je hustota pravd¥podobnosti. Jestliºe je pro konstrukci této hp
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Obrázek 3.1: Funkce z = logit(p)

Funkce logit p°evádí prom¥nnou p, která má rozsah (0, 1) na veli£inu z, která
má hodnoty z celé reálné osy. Toho se vyuºije p°i logistické regresi tak, ºe
hodnoty z = ψ′Θ ∈ R se transformují na pravd¥podobnosti p ∈ (0, 1) . Trans-
formace je patrná z obrázku: velké kladné hodnoty z se zobrazí blízko p = 1,
hodnoty z kolem nuly padnou blízko p = 0.5 a velké záporné hodnoty z dávají
hodnoty blízko p = 0.
Funkci logit−inv inverzní k funkci logit dostaneme oto£ením horního ob-
rázku o 45o (viz dolní obrázek). Tato funkce p°evádí naopak reálná £ísla na
pravd¥podobnosti.
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pouºita jen p°edb¥ºná (expertní) znalost, hovo°íme o apriorním popisu. Jestliºe jsou dále vyuºita
i m¥°ená data, dostáváme aposteriorní popis.

V p°ípad¥ popisu parametr· se jedná o hp f (Θ), která se nazývá apriorní hp a která odráºí
prvotní znalosti o parametrech. V pr·b¥hu odhadování se m¥°í data dt v £asech t = 1, 2, · · · , T ,
kde T je horizont intervalu odhadování. Informace z m¥°ených dat se postupn¥ vyuºívá pro
zp°esn¥ní popisu parametr· a p·vodní apriorní hp se vyvíjí na aposteriorní hp

d1 d2 d3 dT
f (Θ) → f (Θ|d (1)) → f (Θ|d (2)) → · · · → f (Θ|d (T ))

St°ední hodnota aposteriorní hp vypovídá o bodových odhadech parametr· (viz P°ílohy 10.8),
kovarian£ní matice o nep°esnosti odhad·. P°epo£ty hp popisující parametry se provádí na zá-
klad¥ Bayesova vztahu.

4.1.2 Bayes·v vztah

Vývoj hp parametr·, tj. postupné up°es¬ování hp parametr· podle informace p°icházející z
m¥°ených dat d1, d2, · · · , dt, se provádí podle Bayesova vzorce (viz P°ílohy 1.4)

f (Θ|d (t)) ∝ f (yt|ψt,Θ) f (Θ|d (t− 1)) , (4.1)

který se po£ítá pro t = 1, 2, · · · , T a startuje s tzv. apriorní hp f (Θ|d (0)) = f (Θ), která odráºí
apriorní, expertní znalost.

Vztah (4.1) je moºno zapsat také rovnou pro koncový £as T

f (Θ|d (T )) =

T∏
t=1

f (yt|ψt,Θ) f (Θ|d (0)) = LT (Θ) f (Θ|d (0)) ,

kde

LT (Θ) =

T∏
t=1

f (yt|ψt,Θ) (4.2)

je v¥rohodnostní funkce (likelihood).

Z uvedeného je patrné, ºe bayesovský odhad je vlastn¥ klasický odhad maximální v¥rohodnosti
korigovaný apriorní hp.

4.1.3 Reprodukovatelné parametrické vyjád°ení aposteriorní hp

Vztah (4.1) je rekurze pro funkce. Ta je prakticky nerealizovatelná, proto je t°eba jednotlivé
hp vyjád°it v konkrétním tvaru, který závisí na kone£ném po£tu £íselných charakteristik a tuto
funkcionální rekurzi p°evést na rekurzi algebraickou pro charakteristiky rozd¥lení.2

2Nap°. p°epo£ítat funkci f (x) na g (x) lze jenom tak, ºe ji p°epo£ítáme f(x) → g (x) pro kaºdý bod x ∈ R.
Jestliºe ale je f (x) = exp {ax} a g (x) = exp {bx}, pak sta£í p°epo£ítat a → b. Cela funkce uº je dána svým
p°edpisem.
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Navíc je t°eba parametrické vyjád°ení volit tak, aby p°i postupném odhadu v £ase nevznikaly
nové a nové charakteristiky, tj, aby se formální tvar hp parametr· reprodukoval. Jinak se tato
hp velmi rychle stane tak sloºitou, ºe ji prakticky není moºno po£ítat v rozumném £ase.

Nap°íklad bude-li mít model normální rozd¥lení, zvolíme apriorní hp také jako normální. Náso-
bení normálních hp vede op¥t na normální rozd¥lení, které je ur£ené svou st°ední hodnotou a
rozptylem. Ty je moºno po£ítat p°ímo ze st°edních hodnot a rozptyl· modelu soustavy a apri-
orní hp. Dostáváme tak rekurzi na £íslech, nikoli na funkcích. Pokud má model tuto vlastnost,
°ekneme, ºe p°i odhadu dostáváme reprodukující se aposteriorní hp.

Obecn¥ tento problém vy°e²it nelze, ale pro p°ípady, kterými se zde budeme zabývat, tj. pro
regresní spojitý model s normálním rozd¥lením a pro diskrétní model s multinomiálním rozd¥-
lením, takové tzv. adjungované apriorní distribuce na parametrech existují ve form¥ inverzního
Gauss-Wishartova a Dirichletova rozd¥lení. Budeme o nich podrobn¥ji hovo°it v následujících
kapitolách.

4.1.4 P°íklad [odhadování bez reprodukce aposteriorní hp]

V tomto p°íkladu budeme ilustrovat situaci, kdy odhadujeme s modelem, který nevede na reprodukující se
aposteriorní hp.

Uvaºujme model f (y|a) = ay2 − 2ay + 4a+3
6

pro y ∈ (0, 2) a parametrem a ∈
(
− 3

4
, 3

2

)
. Protoºe známe

rozsah parametru a a nemáme o n¥m ºádnou apriorní informaci, budeme apriorní hp volit jako rovnom¥rnou,
tj. f (a) = 4

9
na intervalu a ∈

(
− 3

4
, 3

2

)
.

V prvním kroku odhadu nam¥°íme y1 a dostaneme

f (a|y1) ∝ f (y1|a) f (a) =

(
ay2

1 − 2ay1 +
4a+ 3

6

)
4

9
.

V druhém kroku

f (a|y1, y2) ∝ f (y2|a) f (a|y1) =

(
ay2

2 − 2ay2 +
4a+ 3

6

)(
ay2

1 − 2ay1 +
4a+ 3

6

)
4

9

a tak dále. Z toho je dob°e vid¥t, ºe formální tvar aposteriorní hp je stále sloºit¥j²í, protoºe je v n¥m t°eba si
pamatovat stále sloºit¥j²í výrazy. Po prvním kroku pracujeme s y2

1 a y1. Po druhém uº to bude y2
1y

2
2 , y

2
1y2,

y1y
2
2 , y1y2 y

2
1 , y

2
2 , y1, y2 a tak dále.

4.1.5 P°íklad [Odhadování s reprodukcí aposteriorní hp]

Zde ukáºeme odhad s modelem, který vede na reprodukující se aposteriorní hp.

Vezmeme model f (yt|a) = exp {−ay} , y ≥ 0, a > 0. Jako apriorní hp uvaºujme f (a) = exp {−ay0}.
Potom po prvním kroku odhadu máme

f (a|y1) ∝ f (yt|a) f (a) = exp {−ay1} exp {−ay0} = exp {−a (y1 + y0)} ,

po druhém
f (a|y1, y2) ∝ exp {−a (y2 + y1 + y0)}

a obecn¥

f (a|y (k)) ∝ exp

{
−a

k∑
i=0

yi

}
.

Je z°ejmé, ºe kdyº ozna£íme statistiku odhadu Sk =
∑k
i=0 yi, pak p°epo£et statistiky v £ase k je

Sk = Sk−1 + yk.

Formální tvar hp parametr· se nem¥ní a vzorec pro p°epo£et statistik má stále stejný tvar.
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4.1.6 Výsledek odhadování

Výsledkem procedury odhadu je aposteriorní hp

f (Θ|d (t)) ,

která dává úplný stochastický popis parametr· - tedy vý£et v²ech moºných hodnot a jejich
pravd¥podobnosti výskytu. Pokud je to moºné (v¥t²inou z d·vod· spo£itatelnosti), m¥lo by se
tam, kde máme neznámé parametry, po£ítat s touto celou distribucí.

Není-li moºné vyuºít v dal²ích výpo£tech celou aposteriorní hp nebo pot°ebujeme-li jako odhady
£ísla, m·ºeme p°ejít k bodovým odhad·m

Θ̂t = E [Θ|d (t)] .

Ob¥ tyto varianty vyuºití procedury odhadování lze dob°e ilustrovat v dal²ím odstavci Odhad
výstupu systému.

4.1.7 Odhad výstupu

P°edpov¥¤ výstupu je popsána prediktivní hp f (yt|ψt, d (t− 1)) . Protoºe parametry Θ obecn¥
neznáme, nesmí se vyskytovat v podmínce.3

Prediktivní hp dostaneme tak, ºe modelujeme ob¥ neznámé veli£iny yt i Θ pomocí sdruºené hp,
kterou rozloºíme podle °et¥zového pravidla a integrujeme p°es Θ, abychom dostali popis jen pro
výstup yt

f (yt|ψt, d (t− 1)) =

ˆ
Θ∗
f (yt,Θ|ψt, d (t− 1)) dΘ =

=

ˆ
Θ∗
f (yt|ψt,Θ) f (Θ|d (t− 1)) dΘ, (4.3)

kde chyb¥jící veli£iny v podmínkách vypadly z d·vodu nezávislosti. P°edpov¥¤ výstupu v £ase t
(jako náhodné veli£iny) je tedy dána modelem f (yt|ψt,Θ) a vyjád°ením neznámého parametru
pomocí aposteriorní hp parametr· f (Θ|d (t− 1)) .

4.1.8 Poznámka

Dob°e si v²imn¥te, jak bayesovství zachází s neznámou veli£inou (tady parametrem). Kaºdého by na-
padlo: mám model a pot°ebuji do n¥ho parametr. Ud¥lám odhad a ten tam dosadím. To ale není
optimální. Správné je pouºití úplné pravd¥podobnosti tak jako v (4.3) . Do modelu postupn¥ dosazuji
v²echny moºné hodnoty parametr· a po£ítám váºený pr·m¥r - dosazení a s£ítání d¥lá integrál, váhy
jsou dány aposteriorní hp. /

3Jinak bychom tuto hp nemohli p°ímo pouºít - nem¥li bychom za Θ co dosadit. Parametry ale pot°ebujeme
pro model. Proto musíme odhad Θ zabudovat do konstrukce prediktivni hp.
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4.1.9 Bodový odhad výstupu

Bodový odhad parametru zkonstruovaný s pomocí aposteriorní hp je (viz P°íloha 10.8) podmí-
n¥ná st°ední hodnota parametru

Θ̂t = E [Θ|d (t)] =

ˆ
Θ∗

Θf (Θ|d (t)) dΘ. (4.4)

Tento bodový odhad uº není úplný, ale jen £áste£ný popis parametru (nap°. st°ední hodnota
nic ne°íká o rozptylu). Pokud je ale aposteriorní hp dostate£n¥ �²tíhlá�, a to ona po správném

odhadu je,4 je moºno ji nahradit Diracovým impulzem δ
(

Θ− Θ̂t

)
, kde δ (0) je jedna a jinde

nula, tedy
f (Θ|d (t− 1))→ δ

(
Θ− Θ̂t−1

)
. (4.5)

Dosadíme za aposteriorní hp a dostaneme

f (yt|ψt, d (t− 1)) =

ˆ
Θ∗
f (yt|ψt,Θ) δ

(
Θ− Θ̂t−1

)
dΘ = f

(
yt|ψt, Θ̂t−1

)
. (4.6)

Výsledek je práv¥ ten, který bychom £ekali. Jestliºe máme model s neznámými parametry a
spo£teme bodové odhady parametr·, pak tyto bodové odhady pouºijeme místo neznámých pa-
rametr·. Nedostáváme optimální °e²ení, ale pro �²tíhlou aposteriorní hp� je to °e²ení £asto
p°ijatelné.

4.2 Odhad parametr· regresního modelu

Odhad parametr· normálního regresního modelu na základ¥ apriorní informace a dat d (t) m¥-
°ených pr·b¥ºn¥ na systému provedeme na základ¥ Bayesova vzorce (4.1) s modelem (2.3) a
vhodn¥ zvolenou apriorní hp f (Θ|d (0)) = f (Θ) .

4.2.1 Model

Regresní model s regresním vektorem ψt, jemu odpovídajícím vektorem regresních koe�cient· θ
a normálním ²umem s rozptylem r má tvar

f (yt|ψt,Θ) =
1√
2π
r−0.5 exp

{
− 1

2r

(
yt − ψ

′

tθ
)2
}
.

Pro ú£ely odhadu je výhodné tuto hp (výraz v exponentu) upravit do následujícího tvaru (viz
P°íloha 10.6, rovnice (10.9))

f (yt|ψt,Θ) =
1√
2π
r−0.5 exp

{
− 1

2r
[−1 θ′]Dt

[
−1
θ

]}
, (4.7)

kde Dt =

[
yt
ψt

] [
yt, ψ

′

t

]
je tzv. datová matice.

4P°i odhadu získáváme informaci, tím klesá neur£itost a s ní i rozptyl odhadu.
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Dále v P°íloze 10.7 v rovnici (10.10) je uveden tvar aposteriorní hp, který odpovídá normálnímu
regresnímu modelu (jedná se o tzv. konjugovanou aposteriorní hp k normálnímu regresnímu
modelu, tj. takový popis parametr·, jehoº tvar se p°i odhadu podle Bayesova vzorce reprodukuje)

f (Θ|d (τ)) ∝ r−0.5κτ exp

{
− 1

2r
[−1 θ′]Vτ

[
−1
θ

]}
, (4.8)

kde Vτ a κτ jsou statistiky odhadu. Pro £asový okamºik t vzorec s τ = t udává aposteriorní hp,
pro τ = t− 1 je to apriorní hp.

4.2.2 Rekurze pro statistiku

Dosazením do Bayesova vzorce (4.1) dostaneme

r−0.5κt exp

{
− 1

2r
[−1 θ′]Vt

[
−1
θ

]}
︸ ︷︷ ︸

aposteriorní hp

∝

∝ r−0.5 exp

{
− 1

2r
[−1 θ′]Dt

[
−1
θ

]}
︸ ︷︷ ︸

model

r−0.5κt−1 exp

{
− 1

2r
[−1 θ′]Vt−1

[
−1
θ

]}
︸ ︷︷ ︸

apriorní hp

,

odkud porovnáním obou stran tohoto vztahu dostaneme rovnice pro p°epo£et statistik

Vt = Vt−1 +Dt, (4.9)

κt = κt−1 + 1. (4.10)

Uvedené statistiky se nazývají: V - roz²í°ená informa£ní matice, κ - po£ítadlo vzork· a datová
matice Dt. je

Dt =

[
yt
ψt

] [
yt ψ

′

t

]
,

4.2.3 Algoritmus odhadu

Postup odhadu parametr· je následující:

1. Konstrukce apriorní hp f (Θ|d (0)). Obecn¥ to není jednoduchá záleºitost. Jedná se o p°e-
vod p°edpoklad· nebo poºadavk· týkajících se parametr· Θ (jako t°eba Θ má nezáporné
prvky, nebo men²í neº n¥jaká horní hranice apod.) do apriorních statistik konstruované
apriorní hp.
Výstupem jsou apriorní statistiky V0 a κ0 a z nich zkonstruovaná apriorní hp podle (4.8)
s dosazenými apriorními statistikami.

2. M¥°ení dat d1, d2, · · · kde d = {y, u} a pr·b¥ºný p°epo£et statistik podle vztah· (4.9) a
(4.10) tj.

Vt = Vt−1 +Dt a κt = κt−1 + 1.

Výstupem jsou aposteriorní statistiky Vt a κt.
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3. Konstrukce aposteriorní hp f (Θ|d (t)) dosazením do vztahu (4.8) s τ = t a statistikami
Vt, κt.
Výstupem je aposteriorní hp f (Θ|d (t)).

4. Výpo£et bodových odhad· Θ̂t (jsou-li pot°eba). Bodové odhady jsou dány jako podmín¥ná
st°ední hodnota (viz P°íloha 10.8)

Θ̂ = E [Θ|d (t)] =

ˆ
Θ∗

Θf (Θ|d (t)) dΘ.

V P°íloze 10.9, v rovnicích (10.14) a (10.16) je ukázáno, ºe platí

Θ̂t = V −1
ψ Vyψ, r̂t =

Vy − V
′

yψV
−1
ψ Vyψ

κt
. (4.11)

Matice Vψ a vektor Vy,ψ dostaneme rozd¥lením informa£ní matice Vt na submatice

Vt =

[
Vy V

′

yψ

Vyψ Vψ

]
, (4.12)

kde Vy je skalár, Vyψ je sloupcový vektor, V
′

yψ je °ádkový vektor a Vψ je £tvercová matice
a
κt je po£ítadlo datových vzork·, pro které platí κτ = κτ−1 + 1, τ = 1, 2 · · · t s po£áte£ní
hodnotou κ0 (apriorní statistika).

Výsledkem uvedeného algoritmu je:

• konstrukce aposteriorní hp podle bodu 3,

• bodové odhady parametr· (4.11).

4.2.4 Bodový odhad výstupu s bodovým odhadem parametru

St°ední hodnotu výstupu yt (tedy jeho optimální odhad) dostaneme p°ímo z modelu takto

ŷt = E [yt|ψt, d (t− 1)] = E
[
ψ
′

tθ̂t + et

]
= ψ

′

tθ̂t.

To znamená, ºe do modelu bez ²umu5 dosadíme data a odhady parametr· a jednodu²e spo£teme
výstup.

Odhadování parametr· regresního modelu a jeho výstupu budeme ilustrovat na p°íkladech.

4.2.5 P°íklad [odhad regresního modelu]

Simulujte spojitý dynamický systém popsaný regresním modelem 2. °ádu s regresním vektorem

ψt = [ut, yt−1, ut−1, yt−2, ut−2, 1]′ ,

5Odhadem je st°ední hodnota. St°ední hodnota ²umu je nula, takºe predikce se provádí jakoby s modelem bez
²umu.
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jemu odpovídajícími regresními koe�cienty

θ = [1, 0.6, 0.5, −0.2, −0.3, 0.1]′

a rozptylem ²umu r = 0.01. Odhadn¥te parametry Θ = {θ, r} tohoto systému.

Simulace se provádí s pomocí modelu (σ =
√
r = 0.1)

yt = ψ
′
tθ + σet = ut + 0.6yt−1 + 0.5ut−1 − 0.2yt−2 − 0.3ut−2 + 0.1 + 0.1et,

kde

et ∼ Net (0, 1) je realizace standardního normálního ²umu, ψt je regresní vektor ze zadání úlohy, θ jsou
regresní koe�cienty a σ je sm¥rodatná odchylka ²umu.

Pro odhad vytvá°íme roz²í°ený regresní vektor

Ψt =
[
yt, ψ

′
t

]′
(4.13)

pro t = 1, 2, · · · , nt, se kterým p°epo£ítáváme informa£ní matici a po£ítadlo

Vt = Vt−1 + ΨtΨ
′
t,

κt = κt−1 + 1,

s po£áte£ními (apriorními) hodnotami V0 a κ0.

Bodové odhady ur£íme rozkladem informa£ní matice podle (10.11)

Vt =

[
Vy V

′
yψ

Vyψ Vψ

]
,

a dále podle vzorc·

θ̂t = V −1
ψ Vyψ a r̂t =

Vy − V
′
yψV

−1
ψ Vyψ

κt
. (4.14)

Podrobné °e²ení je uvedeno v následujícím programu

c l c , c l e a r a l l
%% Simulat ion and es t imat i on o f second order
%% r e g r e s s i o n model

nt=100; % number o f data

% SIMULATION
th=[1 . 6 . 5 −.2 −.3 . 1 ] ' ; % r e g r e s s i o n c o e f f i c i e n t s
r =.01; % no i s e var i ance
s=sq r t ( r ) ; % standard dev i a t i on o f no i s e
y=ze ro s (1 , nt ) ; % zero i n i t i a l c ond i t i on s + dec l a r .
u=ones (1 , nt)+rand (1 , nt ) ; % input d e c l a r a t i on
% time loop f o r s imu la t i on
f o r t=3: nt

p s i =[u( t ) y ( t−1) u( t−1) y ( t−2) u( t−2) 1 ] ' ;
y ( t)=ps i '∗ th + s ∗ randn ;

end

% ESTIMATION
V=ze ro s ( 7 ) ; % i n i t i a l s t a t i s t i c s
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% time loop f o r e s t imat i on
f o r t=3: nt

Psi=[y ( t ) u( t ) y ( t−1) u( t−1) y ( t−2) u( t−2) 1 ] ' ;
V=V+Psi ∗Psi ' ;

end
Vy=V( 1 , 1 ) ;
Vyp=V( 2 : end , 1 ) ;
Vp=V( 2 : end , 2 : end ) ;
Eth=inv (Vp)∗Vyp ; % point e s t . o f r eg r . c o e f f .
Cth=(Vy−Vyp'∗ inv (Vp)∗Vyp)/ nt ; % point e s t . o f no i s e var .

% pr in t
Simulated_noise_variance=r
Estimated_noise_variance=Cth

Výsledky programu jsou na obrázcích

4.2.6 P°íklad [bodový odhad regresního modelu]

Alternativní postup p°i odhadu parametr· normálního regresního modelu vycházející z metody nejmen²ích
£tverc· (který je ale s p°edchozím zp·sobem ekvivalentní) je následující.

Do rovnice regresního modelu (z p°edchozího p°íkladu)

yt = b0ut + a1yt−1 + b1ut−1 + a2yt−2 + b2ut−2 + k + et

postupn¥ dosazujeme m¥°ená data a rovnice pro t = 1, 2, · · · , N pí²eme pod sebe

y1 = b0u1 + a1y0 + b1u0 + a2y−1 + b2u−1 + k + e1

y2 = b0u2 + a1y1 + b1u1 + a2y0 + b2u0 + k + e2

· · ·
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yN = b0uN + a1yN−1 + b1uN−1 + a2yN−2 + b2uN−2 + k + eN .

Vytvo°enou soustavu rovnic zapí²eme maticov¥

Y = Ψθ + E,

kde Y je vektor modelované veli£iny yt, Ψ je matice regresních vektor· v °ádcích, θ je vektor parametr· v
po°adí odpovídajícím po°adí veli£iny v regresním vektoru a E je vektor ²um·.

Pro uvaºovaný model bude mít soustava tvar


y1

y2

· · ·
yN

 =


u1 y0 u0 y−1 u−1 1
u2 y1 u1 y0 u0 1

· · · · · ·
uN yN−1 uN−1 yN−2 uN−2 1



b0
a1

b1
a2

b2
k

+


e1

e1

· · ·
eN



Bodový odhad parametr· je
θ̂ =

(
Ψ′Ψ

)−1
ΨY,

odhad rozptylu ²umu je

r̂ = Y ′
(
Y − θ̂Ψ

)
= Y ′Ep,

kde Ep = Y − θ̂Ψ je vektor chyb predikce Yp = θ̂Ψ.

4.2.7 Poznámka

Z porovnání obou uvedených p°íklad· plyne

Y ′Y = Vy, Y
′Ψ = Vyψ a Ψ′Ψ = Vψ.

/

5 Odhad diskrétního a logistického modelu

5.1 Odhad parametr· diskrétního modelu

Diskrétní model popisuje systém, v n¥mº jsou v²echny veli£iny diskrétní. Model je reprezentován
tabulkou pravd¥podobností. Model i úlohy s ním spojené jsou velice jednoduché, ale

• práce s tabulkami m·ºe být pon¥kud nezvyklá,

• pokud mají veli£iny v¥t²í po£et r·zných hodnot, bude tabulka modelu neúnosn¥ veliká. V
tom p°ípad¥ je lépe p°ejít na logistickou regresi.
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5.1.1 Model a jeho sou£inový tvar

Model (3.1) obsahuje parametry Θy|ψ (pravd¥podobnosti jednotlivých kon�gurací roz²í°eného

regresního vektoru Ψt =
[
yt, ψ

′

t

]′
), které jsou v obecném p°ípad¥ neznámé, a tak je t°eba je

odhadovat z m¥°ených dat. Pro odhad pouºijeme Bayes·v vzorec (4.1), diskrétní model (3.1) a
vhodn¥ zvolený apriorní model parametr· f (Θ|d (0)) = f (Θ). Dle odstavce 4.1.3 o analytickém
tvaru hp parametr· a o reprodukovatelnosti její struktury je t°eba tuto hp parametr· zvolit
v analytickém tvaru, a to takovém, aby se p°i postupném násobení modelem soustavy jeho
analytický tvar reprodukoval. Za tímto ú£elem p°epí²eme model soustavy (3.1) formáln¥ do tzv.
sou£inového tvaru

f (yt|ψt,Θ) =
∏

y|ψ∈Ψ∗

Θ
δ(y|ψ,yt|ψt)
y|ψ ,

kde y|ψ je multiindex (tj. vektorový index), který m·ºe nabývat v²ech moºných kon�gurací
hodnot p°ípustných pro jednotlivé veli£iny v n¥m obsaºených; Ψ∗ je mnoºina v²ech takových
kon�gurací; symbol δ (y|ψ, yt|ψt) je Kroneckerova funkce, která se rovná jedné, kdyº platí y|ψ =
yt|ψt (tj. y = yt a ψ1 = ψ1;t aº ψnψ = ψnψ ;t), v ostatních p°ípadech je rovna nule.

5.1.2 P°íklad [model fale²né mince]

Pro model fale²né koruny (y = 1 je líc, y = 2 je rub) lze zapsat jednotlivé pravd¥podobnosti ve tvaru
f (y = 1) = p1 a f (y = 2) = p2, kde p1, p2 ≥ 0 a p1 + p2 = 1. Tento model m·ºeme zapsat následovn¥:

f (y) = p
δ(y,1)
1 p

δ(y,2)
2 =

2∏
i=1

p
δ(y,i)
i .

5.1.3 Statistika

P°epis do sou£inového tvaru je £ist¥ formální záleºitost. Pro v²echna y|ψ 6= yt|ψt dostáváme
Θ0 = 1 a jen pro y|ψ = yt|ψt je Θ1 = Θyt|ψt . Nicmén¥ je pro nás sou£inový tvar návodem, jak
volit apriorní model parametr·. Ten pí²eme ve tvaru Dirichletova rozd¥lení - viz P°ílohy 10.5

f (Θ|d (0)) =
∏

y|ψ∈Ψ∗

Θ
νy|ψ;0

y|ψ ,

kde νy|ψ;0 je apriorní statistika (pro £as t = 0) pro odhad parametru Θ. Tato statistika je
matice stejných rozm¥r· jako Θ. Podobn¥ jako model ji m·ºeme reprezentovat pomocí tabulky.
Po£áte£ní statistika má tedy následující tvar

νy|ψ;0 (5.1)

[u0, y−1] y0 = 1 y0 = 2
1, 1 ν1|11 ν2|11

1, 2 ν1|12 ν2|12

2, 1 ν1|21 ν2|21

2, 2 ν1|22 ν2|22
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5.1.4 P°epo£et statistiky

P°edchozí odvozené vztahy dosadíme do Bayesova vzorce (4.1) a dostaneme pro t = 1

f (Θ|d (1)) ∝
∏

y|ψ∈Ψ∗

Θ
δ(y|ψ,y1|ψ1)
y|ψ︸ ︷︷ ︸

model

∏
y|ψ∈Ψ∗

Θ
νy|ψ;0

y|ψ︸ ︷︷ ︸
apriorní

=

=
∏

y|ψ∈Ψ∗

Θ
δ(y|ψ,y1|ψ1)+νy|ψ;0

y|ψ︸ ︷︷ ︸
aposteriorní

=
∏

y|ψ∈Ψ∗

Θ

nová statistika︷ ︸︸ ︷
νy|ψ;1

y|ψ ,

kde
νy|ψ;1 = δ (y|ψ, y1|ψ1) + νy|ψ;0

je statistika modelu parametr· f (Θ|d (1)) pro £as t = 1.

Dále m¥°íme data pro t = 2, 3, · · · , N a p°epo£ítáváme statistiku ν podle obecného vzorce

νy|ψ;t = δ (y|ψ, yt|ψt) + νy|ψ;t−1. (5.2)

Význam p°epo£tu statistiky ne následující: Po kaºdém zm¥°ení dat p°i£teme jedni£ku do toho
polí£ka statistiky (viz (5.1)), které odpovídá dané kon�guraci hodnot roz²í°eného regresního
vektoru yt|ψt. Kaºdé polí£ko tedy obsahuje po£et, kolikrát p°íslu²ná kon�gurace hodnot dosud
nastala.

Aposteriorní hp parametr· se statistikou νt má tvar

f (Θ|d (t)) ∝
∏

y|ψ∈Ψ∗

Θ
νy|ψ;t

y|ψ (5.3)

5.1.5 Bodový odhad parametr·

Bodový odhad parametru Θ je (viz P°ílohy 10.10)

Θ̂y|ψ;t =
νy|ψ;t∑
y∈y∗ νy|ψ;t

, (5.4)

coº zcela odpovídá statistické de�nici pravd¥podobnosti jevu ozna£eného indexem y|ψ. Pro kaº-
dou kon�guraci regresního vektoru ψ je v £itateli po£et p°ípad·, kolikrát nastala daná hodnota
y v rámci tohoto regresního vektoru (po£et p°íznivých pokus·) a ve jmenovateli je celkový po£et
pokus·.

Tabulka bodových odhad· má stejný tvar jako samotný parametr nebo statistika

Θ̂t (5.5)
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[ut, yt−1] yt = 1 yt = 2

1, 1 Θ̂1|11;t Θ̂2|11;t

1, 2 Θ̂1|12;t Θ̂2|12;t

2, 1 Θ̂1|21;t Θ̂2|21;t

2, 2 Θ̂1|22;t Θ̂2|22;t

a prvky této tabulky se po£ítají podle vzorce (5.4).

5.1.6 Bodový odhad výstupu

Podobn¥ jako v p°ípad¥ spojitého regresního modelu i pro diskrétní model s neznámými para-
metry je moºno neznámé parametry nahradit jejich bodovými odhady - z tabulky (viz (5.1))
vezmeme °ádek odpovídající kombinaci hodnot v regresnímu vektoru ψt a v n¥m jako odhad ŷt
výstupu yt vezmeme tu hodnotu, která má v¥t²í pravd¥podobnost.

5.1.7 P°íklad [odhad s diskrétním modelem]

V dopravní oblasti byly sledovány nehody a byly rozli²eny podle závaºnosti na lehké (jen hmotná ²koda)
a t¥ºké (váºné zran¥ní nebo smrt). Nehody jako modelovanou veli£inu ozna£íme yt (kde t nyní ozna£uje
po°adí nehody, nikoli £as) s hodnotami yt = 1 - lehká nehoda a yt = 2 - t¥ºká nehoda. P°edpokládáme, ºe
na typ nehody mají hlavní vliv následující veli£iny: ψ1 - rychlost (1 normální, 2 velká), ψ2 - po£así (1 sucho,
2 mokro) a ψ3 - osv¥tlení (1 sv¥tlo, 2 tma).

Po dobu jednoho roku jsme m¥°ili data a získali 18 následujících záznam·.

t 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18
yt 1 1 2 1 2 1 1 1 2 1 2 2 1 1 1 2 1 1
ψ1;t 1 2 2 2 2 1 1 2 2 2 2 1 1 2 1 2 2 1
ψ2;t 2 1 1 1 2 2 2 2 1 2 2 2 2 2 1 2 1 2
ψ3;t 1 2 1 2 1 2 2 1 2 2 2 2 2 2 2 1 2 1

Model pro popis nehod podle (3.1) s vyuºitím m¥°ených dat bude mít tvarf (yt|vt) s následující tabulkou

Θy|ψ

[v1;t, v2;t, v3;t] yt = 1 yt = 2
[1 1 1] Θ1|111 Θ2|111

[1 1 2] Θ1|112 Θ2|112

[1 2 1] Θ1|121 Θ2|121

[1 2 2] Θ1|122 Θ2|122

[2 1 1] Θ1|211 Θ2|211

[2 1 2] Θ1|212 Θ2|212

[2 2 1] Θ1|221 Θ2|221

[2 2 2] Θ1|222 Θ2|222
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Statistika odhadu podle (5.1) je reprezentována stejnou tabulkou. Aktualizace statistiky za£íná s apriorní
tabulkou a dále pokra£uje podle vzorce (5.2), který °íká: pro kaºdé t = 1, 2, · · · , nt podle hodnot p°íslu²ných
veli£in yt a ψt = [v1;t, v2;t, v3;t]

′ najd¥te v tabulce odpovídající polí£ko a k n¥mu p°i£t¥te jedni£ku.

V na²em p°íklad¥ zvolíme nulovou apriorní tabulku, která odpovídá nulové apriorní informací. S touto nulovou
po£áte£ní statistikou ν0 dostaneme odhadovou statistiku

νy|ψ;0

[v1;t, v2;t, v3;t] yt = 1 yt = 2

[1 1 1] 0 0
[1 1 2] 1 0
[1 2 1] 2 0
[1 2 2] 3 1
[2 1 1] 0 1
[2 1 2] 3 1
[2 2 1] 1 2
[2 2 2] 2 1

odkud (prostou normalizací °ádk· tabulky na sou£et jedna) dostaneme odhad parametr· modelu.

Θ̂y|ψ;nt

[v1;t, v2;t, v3;t] yt = 1 yt = 2

[1 1 1] � �
[1 1 2] 1 0
[1 2 1] 1 0
[1 2 2] 3/4 1/4
[2 1 1] 0 1
[2 1 2] 3/4 1/4
[2 2 1] 1/3 2/3
[2 2 2] 2/3 1/3

Výsledek je pom¥rn¥ ²patný. Parametry v prvním °ádku nelze ur£it (zde statistika nebyla v·bec p°epo£tena),
°ádek 2,3 a 5 je deterministický (ve skute£nosti je to dáno tím, ºe do t¥chto °ádk· p°i²el jen jediný údaj)
a ostatní °ádky vypadají lépe, nicmén¥ kaºdý °ádek odpovídá pokusu s hodem mincí. Umíme si p°edstavit,
kolik hod· je t°eba, abychom alespo¬ trochu objektivn¥ posoudili pravd¥podobnosti jejích stran. Podle hodnot
statistiky vidíme, ºe do t¥chto °ádk· jsou zapo£teny maximáln¥ £ty°i údaje. To je velmi málo a je z°ejmé, ºe
vzhledem k dimenzi tabulky statistiky máme neúnosn¥ málo dat. Nedostatek dat v t¥chto p°ípadech je velmi
£astý a je t°eba moºnosti úlohy v takovém p°ípad¥ dob°e zváºit.

Jednou z moºností, jak °e²it nedostatek dat, je uvaºovat dal²í informaci a tou je informace expertní. V
krajním p°ípad¥ je dokonce moºné postavit model na expertní (apriorní) informaci a zm¥°ená data pouºít jen
k jakési korekci modelu. Tuto moºnost ukáºeme v dal²í £ásti p°íkladu.

Apriorní statistiku je moºno sestavit takto: pro v²echny °ádky tabulky (tj. pro v²echny moºné regresní vektory)

1. ur£íme, jaké pravd¥podobnosti bychom p°i°adili hodnotám y pro konkrétní kombinaci hodnot ψ,
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2. tyto pravd¥podobnosti násobíme £íslem, které vyjad°uje míru d·v¥ry k na²emu p°i°azení.

Nap°.: první regresní vektor v tabulce je ψ = [1, 1, 1]′ , tj. rychlost = normální, po£así = sucho, sv¥tlo =
dobré. V této situaci rozhodujeme o typu nehody. M·ºeme °íci, ºe jsou to ideální podmínky, a tak nehoda
m·ºe být jen lehká. Volíme proto první °ádek statistiky

ν:|111;0] = [9, 1] .

To odpovídá 10 údaj·m o nehodách, z nichº 9 bylo lehkých a 1 t¥ºká.

Druhý regresní vektor v tabulce je ψ = [1, 1, 2] - rychlost = normální, po£así = sucho, sv¥tlo = ²ero. Za
²era jsou n¥kdy podmínky jízdy o²emetné zvlá²t¥ pro chodce, kte°í jsou ²patn¥ vid¥t. Proto volíme

ν:|112;0] = [1, 4] ,

coº odpovídá p¥ti záznam·m, jeden s lehkou a £ty°i s t¥ºkou nehodou.

Stejn¥ budeme pokra£ovat i pro dal²í regresní vektory, a tak získáme následující tabulku pro apriorní statistiku.

ν0

[v1, v2, v3] y = 1 y = 2

[1 1 1] 9 1
[1 1 2] 1 4
[1 2 1] 2 2
[1 2 2] 2 3
[2 1 1] 3 2
[2 1 2] 3 7
[2 2 1] 3 7
[2 2 2] 1 9

Odhadem z dat získáme parametry:

Θ̂y|ψ;nt (5.6)

[v1;t, v2;t, v3;t] yt = 1 yt = 2

[1 1 1] 9/10 1/10
[1 1 2] 1/3 2/3
[1 2 1] 2/3 1/3
[1 2 2] 5/9 4/9
[2 1 1] 1/2 1/2
[2 1 2] 3/7 4/7
[2 2 1] 4/13 9/13
[2 2 2] 3/13 10/13

V °ádku, kde nep°i²la ºádná data (nap° 1. °ádek), z·staly apriorní odhady. Tam, kam data p°i²la, je apriorní
informace korigována daty.
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5.2 Odhad parametr· logistického modelu

V p°ípad¥, kdy modelovaná veli£ina je diskrétní a závisí jak na diskrétních tak i na spojitých
veli£inách, pouºijeme model logistické regrese. Tento model lze pouºít i v p°ípad¥, kdy v²echny
veli£iny jsou diskrétní ale mají velký po£et r·zných hodnot, takºe £ist¥ diskrétní model by m¥l
p°íli² vysokou dimenzi.

Zde se budeme zabývat odhadem modelu zavedeného podle (3.2, 3.3), tedy modelem, který má
tvar

logit (pt) = ψ
′

tΘ + et,

kde pt = P (yt = 1|ψt) a yt ∈ {0, 1} , P je pravd¥podobnost a yt je dvouhodnotový výstup. ψt
je regresní vektor externích veli£in, nap°. �po£así� s hodnotami sucho, mokro, námraza nebo
�den v týdnu� s hodnotami v²ední den, víkend. Parametry modelu jsou prvky vektoru Θ. Tyto
parametry se odhadují na základ¥ zm¥°ené mnoºiny dat d (t) = {yτ , ψτ}tτ=1 , kde yτ jsou ska-
láry a ψτ = [1, x1;τ , x2;τ , · · ·xn;τ ]

′ je sloupcový vektor hodnot nezávislé prom¥nné. Jedni£ka na
za£átku je p°idána pro odhad konstanty modelu.

Lze sestavit i algoritmus pro odhad logistické regrese s více hodnotami yt. Ten je ale sloºit¥j²í a
my se s ním zde nebudeme zabývat.

5.2.1 Odhad logistického modelu

Tato úloha nemá reprodukující se statistiku. Odhad se provádí jednorázov¥ metodou ML (maxi-
mum likelihood) pro celý shromáºd¥ný datový vzorek. Za tímto ú£elem konstruujeme logaritmus
v¥rohodnostní funkce

lnL (Θ) = ln

t∏
τ=1

f (yτ |ψτ ,Θ)

jako sou£in model· (3.2), kde platí (3.3). Po dosazení a drobných úpravách dostaneme

lnL (Θ) = ln

t∏
τ=1

exp (yτzτ )

1 + exp (zτ )
=

t∑
τ=1

[yτzτ − ln (1 + exp (zτ ))] ,

kde zt = ψ
′

tΘ.

Bodové odhady leºí v maximu logaritmu v¥rohodnostní funkce. Toto maximum lze výhodn¥
nalézt Newtonovou metodou, protoºe jak gradient (první derivace), tak i Hessovu matici (druhá
derivace) je moºno vyjád°it v analytickém tvaru. Odvození je uvedeno v P°íloze 10.11.1.

5.2.2 P°edpov¥¤ výstupu

Logistickou regresi nejspí²e d¥láme proto, abychom byli schopní pro daný regresní vektor od-
hadnout (pro jednotnost s p°edchozím výkladem °íkáme p°edpov¥d¥t) hodnotu odpovídajícího
výstupu.

Toho lze dosáhnout tak, ºe bodové odhady Θ̂t dosadíme do modelu (3.2), (3.3) a pro libovolný
regresní vektor ψ, dostáváme odhad6 pravd¥podobnosti hodnot y

f
(
y|ψ, Θ̂t

)
=

exp
(
yψ′Θ̂t

)
1 + exp

(
ψ′Θ̂t

) .
6Pí²eme odhad, protoºe správné pravd¥podobnosti bychom dostali nikoli dosazením bodových odhad·, ale

násobením aposteriorní hp a integrací p°ed parametry Θ. To je ale p°íli² sloºité.
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Bodovou predikci ŷ pro regresní vektor ψ ur£íme jako podmín¥nou st°ední hodnotu7

ŷ = E [y|ψ, d (t)] =

1∑
y=0

yf
(
y|ψ, Θ̂t

)
=

exp
(
ψ′Θ̂t

)
1 + exp

(
ψ′Θ̂t

) .
Pokud poºadujeme bodovou predikci pouze v p°ípustných hodnotách {0, 1}, získanou hodnotu
ŷ zaokrouhlíme (pro ŷ < 0.5 na hodnotu 0 a pro ŷ ≥ 0.5 na hodnotu 1).

5.2.3 P°íklad [odhad logistické regrese 1]

Uvaºujme diskrétní veli£inu y závislou na dvou veli£inách regresního vektoru ψ = [ψ1, ψ2]. Tyto veli£iny
modelujeme jako normální náhodné veli£iny ψ1 ∼ N (−0.1, 0.25) a ψ2 ∼ N (0.3, 1). Hodnoty y jsou
p°i°azeny následovn¥

y =

{
1 pro 2ψ1 − ψ2 + e > 1

0 jinde
, (5.7)

kde e ∼ N (0, 1) je ²um. Máme provést logistickou regresi t¥chto dat.

�e²ení je dáno v programu T23LogRegM.m, který je moºno nalézt v kapitole 11 Programy na str. 89 . Pro
odhad byl pouºit vzorek 50 dat. Výsledek demonstrovaný na dvaceti následujících (testovacích) datech je na
obrázku.
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Z obrázku je vid¥t, ºe bodové odhady (+) v¥t²inou správn¥ sedí na hodnotách výstupu (o), ale pravd¥po-
dobnosti predikcí (x) vykazují ur£itý stupe¬ neur£itosti. Ta je dána pouºitým heuristickým generátorem dat
a ²umem e, který jsme do dat p°i£etli p°i ur£ování hodnot výstupu (5.7).

5.2.4 P°íklad [odhad s logistickým modelem 2]

Uvaºujme systém s výstupem y ∈ {1, 2} a dal²ími veli£inami, které tvo°í regresní vektor ψ = [ψ1, ψ2, ψ3] ,
ψi ∈ {1, 2} . Dále jsme zm¥°ili data d (t) = d (5), která jsou uvedena v následující tabulce.

data ψ y

1 [2, 2, 2] 1
2 [1, 2, 2] 2
3 [1, 1, 1] 1
4 [1, 1, 1] 1
5 [1, 1, 1] 2

7Z následujícího vzorce je patrné, ºe platí ŷ = f
(
y|ψ, Θ̂t

)
= P

(
y = 1|ψ, Θ̂t

)
.
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Data jsou pod vlivem ²umu. Je vid¥t, ºe poslední t°i datové poloºky jsou ve sporu. T°etí a £tvrtá °íká, ºe
regresnímu vektoru [1, 1, 1] odpovídá hodnota jedna, zatímco u páté poloºky je to dvojka.

Cílem p°íkladu je provést odhad koe�cient· logistické regrese, ur£it predikce pro y a ukázat, jak je provedena
klasi�kace.

Pro odhad a predikci je op¥t moºno pouºít program z m-souboru T23LogRegM.m, který je uveden na str.
89. Odtud je moºno získat výsledky:

Rovnice logistické regrese
logit (y) = b0 + b1ψ1 + b2ψ2 + b3ψ3 + b4ψ4 (5.8)

Parametry regrese

b0 b1 b2 b3

29.28 -63.22 16.49 16.76

V následující tabulce jsou uvedeny m¥°ené hodnoty regresních vektor· ψt, výstupu yt, predikované hodnoty
výstupu yt - pravd¥podobnosti P (yt = 1) a bodové odhady ŷt (zaokrouhlené hodnoty pravd¥podobností).

t ψ yt P (yt = 1) ŷt

1 [2, 2, 2] 1 0 1
2 [1, 2, 2] 2 1 2
3 [1, 1, 1] 1 0.33 1
4 [1, 1, 1] 1 0.33 1
5 [1, 1, 1] 2 0.33 1

Z tabulky je patrné, ºe predikce pro hodnoty regresního vektoru, p°i kterých se vyskytovaly sporné hodnoty
výstupu, nemají pravd¥podobnost nula nebo jedna. Tyto predikce °íkají, ºe jejich hodnoty jsou nejisté, ale
p°iklán¥jí se k hodnot¥ nula, protoºe nula odpovídala dv¥ma p°ípad·m dat, zatímco jedni£ka pouze jednomu.
Ostatní predikce jsou správné a p°esné.

5.3 Klasi�kace

Klasi�kace je úloha, ve které jednotlivé datové poloºky za°azujeme do p°edem daných t°íd
ozna£ených indexem c = 1, 2, · · · , nc, kde nc je po£et t°íd.

P°ístup· k °e²ení úlohy klasi�kace je celá °ada. Jsou to nap°. algoritmy K-means, DBSCAN,
COBWEB a dal²í, shrnuté v systému Weka, voln¥ ke staºení na

http://www.cs.waikato.ac.nz/ml/weka/index_downloading.html.

Bayesovský p°ístup ke klasi�kaci nej£ast¥ji vyuºívá modely ve tvaru sm¥si komponent, o kterých
budeme mluvit v Kapitole ??. Nicmén¥ kaºdý model f (yt|ψt) s diskrétním výstupem yt ∈
{1, 2, · · · , nc} lze vyuºít pro klasi�kaci. Hodnota p°edpov¥di ŷt m·ºe být povaºována za index
t°ídy, do které pat°í regresní vektor ψt. Model tak rozd¥luje prostor v²ech moºných regresních
vektor· do nc podprostor· a kaºdý z t¥chto podprostor· tvo°í jednu t°ídu klasi�kace. Vyuºití
diskrétního modelu pro úlohu klasi�kace ukáºeme v následujícím p°íklad¥.
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5.3.1 P°íklad [klasi�kace s diskrétním modelem]

Pokra£ujeme v p°íkladu 5.1.7.

V na²em p°íklad¥ je yt ∈ {1, 2} . První hodnota odhadu výstupu ŷt = 1 indikuje regresní vektor (vektor
veli£in mající vliv na váºnost nehody) z první t°ídy (lehké nehody) a druhá hodnota ŷt = 2 za°azuje okolnosti
nehody do druhé (t¥ºké nehody).

Pro výpo£et odhadu výstupu máme vzorec (4.3)

f (yt|ψt, d (t− 1)) =

ˆ
Θ∗
f (yt|ψt,Θ) f (Θ|d (t− 1)) dΘ.

Jestliºe p°ejdeme k bodovým odhad·m parametru, tedy vezmeme aposteriorní hp jako Dirac·v impulz v

bodovém odhadu (4.5) f (Θ|d (t− 1)) = δ
(

Θ− Θ̂t−1

)
, kde bodové odhady parametr· jsou prvky tabulky

(5.6) , platí (4.6)

f (yt|ψt, d (t− 1)) =

ˆ
Θ∗
f (yt|ψt,Θ) δ

(
Θ− Θ̂t−1

)
dΘ = f

(
yt|ψt, Θ̂t−1

)
.

Znamená to, ºe prediktivní hp je p°ímo dána bodovým odhadem výstupu s dosazeným bodovým odhadem
parametr·.

V na²em p°ípad¥, daném tabulkou5.6, mnoºina v²ech regresních vektor· (z levé £ásti tabulky) je rozd¥lena
podle pravd¥podobností hodnot yt do dvou skupin: {1, 3, 4}- kde v¥t²í pravd¥podobnost má yt = 1 a
{2, 6, 7, 8}- kde pravd¥podobn¥j²í je yt = 0. Regresní vektor 5 je hrani£ní a m·ºe být p°i°azen do libovolné
skupiny. Skupiny jsou charakterizovány hodnotou p°edpovídaného výstupu, který jsme ur£ili jako hodnotu s
nejv¥t²í pravd¥podobností.

Data vypovídají o tom, ºe lehké nehody se stávají v p°ípadech, kdy rychlost byla normální, a po£así a osv¥tlení
byly v¥t²inou dobré. T¥ºké nehody nastávají v¥t²inou za velké rychlosti a p°i po£así a osv¥tlení spí²e ²patném.

Logistický model lze rovn¥º vyuºít pro úlohu klasi�kace. V odstavci 5.2 jsme ukázali, jak lze na
základ¥ odhadu logistické regrese z dat d (t) = {y (t) , ψ (t)} pro libovoln¥ zvolený regresní vektor
ψ ur£it jemu odpovídající predikci ŷ. P°itom mnoºina ψ (t) nemusí zdaleka obsahovat (v praxi
také neobsahuje) v²echny kon�gurace hodnot regresního vektoru ψ. Odhad logistické regrese a
na n¥m zaloºená predikce tak provádí klasi�kaci v prostoru v²ech kon�gurací regresního vektoru
ψ, tj. kaºdý regresní vektor ψ p°i°adí do jedné ze dvou skupin: první skupina regresních vektor·
dává predikci 1 a druhá predikci 2.

5.3.2 P°íklad [klasi�kace s logistickou regresí]

Navazujeme na p°íklad 5.2.4.

Do odhadnuté rovnice logistické regrese (5.8) m·ºeme za regresní vektor postupn¥ dosadit v²echny moºné
hodnoty regresního vektoru a získat tak predikce i pro ty regresní vektory, které ve skute£nosti nebyly na-
m¥°eny. Tím získáme optimální odpov¥¤ na otázku: �Co bychom obdrºeli, kdyby nastalo · · · ?�. Situace je v
následující tabulce
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i ψi ŷi

1 [1, 1, 1] 1
2 [1, 1, 2] 2
3 [1, 2, 1] 2
4 [1, 2, 2] 2
5 [2, 1, 1] 1
6 [2, 1, 2] 1
7 [2, 2, 1] 1
8 [2, 2, 2] 1

Z této tabulky je vid¥t, ºe mnoºina v²ech regresních vektor· (popisujících ur£itou situaci) se rozpadne
na dv¥ mnoºiny, vzhledem k hodnot¥ p°edpovídaného výstupu (ur£itého p°íznaku situace). První mnoºina
charakterizovaná hodnotou predikce 0 je mnoºina regresních vektor· {1, 5, 6, 7, 8} a druhá mnoºina obsahuje
regresní vektory {2, 3, 4}. Tím jsme provedli klasi�kaci regresních vektor· (situací) ψ podle hodnoty predikce
výstupu (p°íznaku) y.

6 P°edpov¥¤ modelované veli£iny

Jestliºe sledujeme vývoj modelované veli£iny v £ase a popisujeme ji pomocí dynamického modelu,
m·ºeme se v £ase t zajímat o její p°edpov¥¤ v £ase t + k, tedy odhadovat její hodnotu yt+k.
Úplný popis p°edpov¥di m·ºeme vyjád°it op¥t pomocí podmín¥né hp

f (yt+k|y (t)) . (6.1)

�áste£ný popis p°edpov¥di, tedy její bodový odhad (viz P°ílohy 10.8), ur£uje podmín¥ná st°ední
hodnota

E [yt+k|y(t)] =

ˆ
y∗
yt+kf (yt+k|y (t)) dyt+k. (6.2)

Výpo£et p°edpov¥di se li²í podle (i) po£tu krok· v p°edpov¥di (jednokroková, vícekroková), (ii)
parametr· modelu (známé, neznámé), (iii) form¥ odhadu (bayesovský odhad, odhad s bodovým
odhadem parametr·, bodový odhad výstupu), (iv) typu modelu (diskrétní, spojitý).

Data pro p°edpov¥¤: Pro jednoduchost budeme v této kapitole uvaºovat data tvo°ená pouze
výstupem soustavy. Nebudeme uvaºovat ani °ízení, ani ºádnou dal²í externí veli£inu.

�asové zna£ení: Dále budeme uvaºovat situaci, kdy jsme v £ase t, tj. zm¥°ili jsme hodnotu
yt, p°ípadn¥ jsme p°epo£etli statistiky odhadu parametr· a máme aposteriorní hp f (Θ|y (t)),
p°ípadn¥ jsme spo£ítali bodové odhady parametr· a nyní se zajímáme o hodnotu výstupu k
krok· dop°edu.

6.1 Jednokroková p°edpov¥¤

Pro k = 1 dostáváme jednokrokovou p°edpov¥¤. O té jsme jiº mluvili d°íve (viz odstavec 4.1.9)
jako o odhadu výstupu. Pokud máme model systému se známými parametry Θ, je situace
triviální. P°edpov¥¤ výstupu je dána p°ímo modelem f (yt+1|y (t)) nebo jeho st°ední hodnotou
ŷt+1 = E [yt+1|y (t)] =

´
y∗
yt+1f (yt+1|y (t)) dyt+1.
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6.1.1 P°íklad [jednokroková predikce s regresním modelem]

Pro regresní model yt = a1yt−1+a2yt−2+et, kde et ∼ N (0, r) je jednokroková prediktivní hp dána hustotou
modelu

f (yt+1|y (t)) =
1√
2πr

exp

{
− 1

2r
(yt+1 − a1yt − a2yt−1)2

}
a bodová p°edpov¥¤ je

E [yt+1|y (t)] = a1yt + a2yt−1.

Obecn¥ totiº pro model yt = ψ
′

tθ + et platí:

E [yt|ψt,Θ] = E
[
ψ
′

tθ + et

]
= E

[
ψ
′

tθ
]

+ E [et] = E
[
ψ
′

tθ
]

(6.3)

D [yt|ψt,Θ] = D
[
ψ
′

tθ + et

]
= D [et] = r, (6.4)

protoºe ψ
′

tθ je konstanta
8.

Pokud parametry modelu neznáme, musíme postupovat tak, jak jsme uvedli v kapitole o
odhadování ve vztahu (4.3)

f (yt+1|y (t)) =

ˆ
Θ∗
f (yt+1|ψt,Θ) f (Θ|y (t)) dΘ, (6.5)

kde jsme doplnili a ihned zase vy-integrovali parametry Θ a rozvinuli sdruºenou hp podle °et¥-
zového pravidla9.

Hustota pravd¥podobnosti predikce, tj. prediktivní hp, je dána integrálem ze sou£inu hp modelu
a hp popisující parametry, tj. aposteriorní hp. S aposteriorní hp jsme se jiº setkali p°i odhadu
a víme, ºe tuto hp musíme postupn¥ vyvíjet podle Bayesova vzorce po£ínaje od apriorní hp.
Predikce modelované veli£iny s modelem s neznámými parametry v sob¥ tedy obsahuje implicitn¥
ob¥ úlohy: odhad parametr· a p°edpov¥¤ výstupu.

6.1.2 Poznámka

Jednokroková p°edpov¥¤ výstupu (nebo jiné modelované veli£iny) je velice d·leºitá. �ada úloh odhadu
i °ízení je zaloºena na výpo£tu chyby predikce êt = yt− ŷt jako rozdílu zm¥°ené veli£iny a její predikce.
Dal²í akce se provádí tak, aby se tato chyba zmen²ovala. /

6.2 Vícekroková p°edpov¥¤

Pro k > 1 v (6.1) hovo°íme o vícekrokové p°edpov¥di. P°i jejím odvození budeme postupovat
podobn¥ jako p°i konstrukci jednokrokové predikce s modelem s neznámými parametry v (6.5).
Postup budeme ilustrovat na p°íklad¥ dvou-krokové p°edpov¥di

8Protoºe jak ψt, tak i Θ jsou v podmínce.
9V podmínce modelu se místo celé historie uplatní jen regresní vektor ψt.
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f (yt+2|y (t)) =

ˆ
Θ∗

ˆ
y∗t+1

f (yt+2, yt+1,Θ|y (t)) dyt+1dΘ =

(rozklad podle °et¥zového pravidla)

=

ˆ
Θ∗

ˆ
y∗t+1

f (yt+2|yt+1y (t) ,Θ) f (yt+1|y (t) ,Θ) f (Θ|y (t)) dyt+1dΘ =

(podmínky nezávislosti)

=

ˆ
Θ∗

ˆ
y∗t+1

f (yt+2|ψt+2,Θ) f (yt+1|ψt+1,Θ) dyt+1f (Θ|y (t)) dΘ (6.6)

Ozna£íme-li
f (yt+2|y (t) ,Θ) =

ˆ
y∗t+1

f (yt+2|ψt+2,Θ) f (yt+1|ψt+1,Θ) dyt+1

jako prediktor se známými parametry modelu, pak prediktivní hp (6.6) lze zapsat podobn¥ jako
v p°ípad¥ jednokrokové p°edpov¥di (6.5)

f (yt+2|y (t)) =

ˆ
Θ∗
f (yt+2|y (t) ,Θ) f (Θ|y (t)) dΘ.

Obecná konstrukce prediktivní hp je jiº jednoduchým zobecn¥ním uvedeného p°íkladu. Pro
k-krokovou p°edpov¥¤ platí

f (yt+k|y (t)) =

ˆ
Θ∗
f (yt+k|y (t) ,Θ) f (Θ|y (t)) dΘ, (6.7)

kde

f (yt+k|y (t) ,Θ) =

ˆ
yt+k−1

· · ·
ˆ
yt+1

f (yt+k|y (t+ k − 1)) · · · f (yt+1|y (t)) dyt+k−1 · · · dyt+1

(6.8)
je k-krokový prediktor s modelem se známými parametry.

Kritickým místem p°i výpo£tu k-krokové p°edpov¥di s modelem s neznámými parametry je
integrál v rovnici (6.7) . Prediktor daný vztahem (6.8) je dán konvolucemi modelu a £asto je
moºno jej vyjád°it analyticky. Problém je ale ve výpo£tu integrálu (6.7), protoºe aposteriorní
hp je sloºitá funkce a její konvoluce s prediktorem je v¥t²inou analyticky nespo£itatelná. Jedním
ze zp·sob·, jak tuto potíº °e²it, m·ºe být místo aposteriorní hp uvaºovat jen bodové odhady
parametr· (zanedbá se neur£itost v parametrech a £íselné odhady se berou jako p°esné). Pro
bodové odhady parametr· Θ̂t je moºno formáln¥ psát hp

f (Θ|d (t)) = δ
(

Θ− Θ̂t

)
ve tvaru Diracovy funkce: δ (0) je jedna jinak je rovna nule.

Dosadíme do (6.7)a dostaneme

f (yt+k|y (t)) =

ˆ
Θ∗
f (yt+k|y (t) ,Θ) δ

(
Θ− Θ̂t

)
dΘ = f

(
yt+k|y (t) , Θ̂t

)
. (6.9)

To znamená, ºe pro výpo£et p°edpov¥di sta£í vzít prediktor (6.8) a na místo neznámých para-
metr· dosadit jejich bodové odhady.
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6.3 Vícekroková bodová p°edpov¥¤

Výpo£et vícekrokové p°edpov¥di výstupu s modelem s neznámými parametry je úloha tak slo-
ºitá, ºe ji v praxi nelze pouºít. Ukáºeme zde proto na p°íkladech n¥které jednodu²²í p°ípady
p°edpov¥di a její °e²ení.

6.3.1 P°edpov¥¤ se spojitým modelem

K významnému zjednodu²ení úlohy vícekrokové p°edpov¥di výstupu systému dojde, jestliºe
p°ejdeme k bodovým odhad·m, a to jak pro neznámé parametry modelu (6.9), tak i pro vyjád°ení
p°edpov¥di ve tvaru hodnoty ŷt+k. Bodovou p°edpov¥¤ výstupu pro lineární normální regresní
model budeme demonstrovat v následujícím p°íklad¥.

6.3.2 P°íklad [bodová p°edpov¥¤]

Uvaºujme t°íkrokovou bodovou predikci s modelem yt+1 = a0yt+a1yt−1+et s po£áte£ní podmínkou yt = ξ0
a yt−1 = ξ−1.

Dostáváme:

První krok

ŷt+1 = a0yt + a1yt−1 = a0ξ0 + a1ξ−1,

Druhý krok

ŷt+2 = a0yt+1 + a1yt = a0ŷt+1 + a1ξ0 =

= a0 (a0ξ0 + a1ξ−1) + a1ξ0 =
(
a2

0 + a1

)
ξ0 + a0a1ξ−1,

T°etí krok
ŷt+3 = a0yt+2 + a1yt+1 = a0ŷt+2 + a1ŷt+1 =

= a0

((
a2

0 + a1

)
ξ0 + a0a1ξ−1

)
+ a1 (a0ξ0 + a1ξ−1) =

=
(
a3

0 + 2a0a1

)
ξ0 +

(
a2

0a1 + a2
1

)
ξ−1.

P°edpov¥¤ s normálním modelem, kterou jsme se zabývali v p°edchozím p°íklad¥, lze zobecnit
tím, ºe budeme po£ítat nikoli bodový odhad p°edpov¥di, ale celo-prediktivní hp (samoz°ejm¥ pro
známé parametry nebo parametry dosazené jako bodové odhady). Vyuºijeme toho, ºe konvoluce
dvou normálních rozd¥lení, které p°i výpo£tu p°edpov¥di vznikají, mají op¥t normální rozd¥lení.
Není proto pot°eba po£ítat celou prediktivní hp (integrály), ale napo£ítávat jen st°ední hodnoty
a rozptyly. Kone£ná prediktivní hp je jimi pln¥ ur£ena. Postup výpo£tu je následující: místo
st°ední hodnoty (coº je deterministická £ást regresního modelu) dosazujeme rovnici modelu i
se ²umem. Z výsledné hodnoty yt+k pak ur£íme hledanou st°ední hodnotu a rozptyl. Situaci
ilustruje následující p°íklad.
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6.3.3 P°íklad [p°edpov¥¤ pro normální rozd¥lení]

Ur£ete dvou-krokovou predikci s modelem yt+1 = ayt + et+1.

yt+2 = ayt+1 + et+2 = a (ayt + et+1) + et+2 = a2yt + et+2 + aet+1.

Protoºe st°ední hodnota konstanty je konstanta a st°ední hodnota ²umu je nula, je

E [yt+2|y (t)] = a2yt + E [et+2 + aet+1] = a2yt.

Protoºe platí D [et+2] = D [et+1] = r a p°i vytknutí konstanty z rozptylu se tato konstanta umocní na
druhou, bude

D [yt+2|y (t)] = D [et+2 + aet+1] =
(
1 + a2) r.

Hp p°edpov¥di má tvar

f (yt+2|y (t)) = Nyt+2

(
a2yt,

(
1 + a2

)
r
)
.

6.3.4 P°edpov¥¤ s diskrétním modelem

Tak jako ve v²ech úlohách je i zde práce s diskrétním modelem jednoduchá (nemusí se °e²it ºádné
integrály a pouze se násobí a s£ítají prvky tabulek). Operace s tabulkami jsou v²ak pon¥kud
nezvyklé a mohou p·sobit problémy. Tuto práci budeme demonstrovat v následujícím p°íklad¥.
Tento p°íklad byl vybrán jako autoregrese prvního °ádu, coº je p°ípad obzvlá²t¥ jednoduchý. V
obecn¥j²ím p°ípad¥ (nap°. pro °ízený model) je práce s tabulkami mnohem náro£n¥j²í.

6.3.5 P°íklad [p°edpov¥¤ s diskrétním modelem]

Predikci s diskrétním modelem ukáºeme na tom nejjednodu²²ím p°íkladu, tj. s ne°ízeným modelem prvního
°ádu f (yt|yt−1) zadaným následující tabulkou.

f (yt|yt−1) yt

yt−1 1 2
1 Θ1|1 Θ2|1

2 Θ1|2 Θ2|2

Budeme chtít vyjád°it obecn¥ k-krokovou predikci f (yk|y0) s po£áte£ní podmínkou y0 = 1. V tomto
jednoduchém p°ípad¥ lze výsledek vyjád°it analyticky, takºe si m·ºeme dovolit uvaºovat parametry modelu
obecn¥.

Pro lep²í p°ehlednost odvodíme p°edpov¥¤ pro k = 3 a potom jednodu²e zobecníme.

Rozkladem prediktivní pf (podle (6.6), pro k = 3) dostaneme

f (y3|y0) =

2∑
y2=1

f (y3|y2)

2∑
y1=1

f (y2|y1) f (y1|y0)︸ ︷︷ ︸
f(y2|y0)

. (6.10)
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Nejprve si v²imn¥me dvou-krokové p°edpov¥di f (y2|y0) ozna£ené svorkou. Jedná se o sou£et sou£in· prvk·
tabulky (modelu). Tabulku, která zadává model f (yt|yτ ), ozna£ímeM s prvky mτ,t (v²imn¥te si, ºe indexy u
prvk· tabulky jsou p°ehozené - první index jde svisle, druhý vodorovn¥ - zna£ení vychází ze zápisu podmín¥né
pravd¥podobnosti). Dosadíme do p°edchozího výrazu pro p°edpov¥¤ a dostaneme

f (y2|y0) =

2∑
y1=1

my1,y2my0,y1 =

2∑
y1=1

m
′
y2,y1m

′
y1,y0 = M ′M ′ =

(
M ′
)2
,

kde apostrof zna£í transpozici a (M ′)
2 je kvadrát transponované matice. Sou£et sou£in· prvk· tabulek

modelu de�nuje sou£in matic.

Ozna£íme-li tabulku pf p°edpov¥di f (y2|y0) jako M2 bude platit

M
′
2 = M ′M ′ a tedy M2 = M2.

Dosadíme do t°í-krokové p°edpov¥di (6.10) a s vyuºitím vztahu M2 = M2 dostaneme

f (y3|y0) =

2∑
y2=1

f (y3|y2) f (y2|y0) = M ′M
′
2 = (M2M)′ =

(
M3)′ .

Jestliºe tabulku t°í-krokové p°edpov¥di ozna£íme M
′
3 bude platit

M3 = M3.

Pro v¥t²í p°ehlednost zavedeme model £íseln¥: Θ1|1 = 0.3, Θ2|1 = 1 − Θ1|1 = 0.7 a Θ1|2 = 0.6, Θ2|2 =
1−Θ1|2 = 0.4. Tedy tabulka M ′ bude

M ′ =

[
0.3 0.7
0.6 0.4

]
a p°íslu²ná matice M (transponovaná tabulka) je

M =

[
0.3 0.6
0.7 0.4

]
T°íkroková p°edpov¥¤ f (y3|y0) je reprezentována maticí

M3 = M3 =

[
0.3 0.6
0.7 0.4

] [
0.3 0.6
0.7 0.4

] [
0.3 0.6
0.7 0.4

]
=

[
0.51 0.42
0.49 0.58

] [
0.3 0.6
0.7 0.4

]
=

[
0.447 0.474
0.553 0.526

]
.

Tabulka p°edpov¥di bude dána transpozicí této matice, tedy

f (y3|y0)

y0 y3 = 1 y3 = 2

1 0.447 0.553
2 0.474 0.526

Pro obecnou k-krokovou p°edpov¥¤ bude platit

Mk = Mk

a tabulka této p°edpov¥di bude transpozicí, tedy

f (yk|y0)→
(
Mk
)′
.

Hodnoty tabulky se po více krocích ustálí. Pro k ≥ 9 vypadá tabulka následovn¥
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f (yk|y0)

y0 yk = 1 yk = 2

1 0.4615 0.5385
2 0.4615 0.5385

.

To znamená, ºe bez ohledu z jaké hodnoty y0 jsme vycházeli, pro k ≥ 9 p°edpovídáme yk = 1 s pravd¥po-
dobností 0.4615 a yk = 2 s pravd¥podobností 0.5385 (coº neodporuje zdravému rozumu).

6.3.6 Poznámka

Znovu p°ipome¬me, ºe jednoduchost uvedeného p°íkladu je dána tím, ºe jsme mohli vyuºít maticového
po£tu. V ostatních p°ípadech to jednodu²e nelze a po£ítání je mnohem komplikovan¥j²í. /

7 Stav, stavový model a odhad stavu

7.1 Stav

Stav xt je veli£ina systému, kterou nelze m¥°it a která se (na rozdíl od parametr·) v m¥ní £ase.
Aby veli£ina mohla být stavem, musí platit, ºe v kaºdém £asovém okamºiku t v sob¥ zahrnuje
ve²kerou informaci ze svého minulého vývoje. Pokud známe jeho hodnotu a aktuální °ízení, jsme
schopni spo£ítat distribuci jeho budoucí hodnoty.

7.1.1 P°íklad [pojem stavu]

Uvaºujme systém spojený s m¥stskou °ízenou £ty°-ramennou k°iºovatkou. V ramenech k°iºovatky m¥°íme
intenzitu provozu a zaznamenáváme pom¥ry zelené na semaforu. Zajímáme se o délky kolon v k°iºovatce.
Tato veli£ina �vektor délek kolon v k°iºovatce� je v této úloze stavem. Nelze ji p°ímo m¥°it a máme-li délku
kolony a víme-li, jaké °ízení bude pouºito, m·ºeme po£ítat budoucí délku kolony. P°i£teme v²echna auta, co
p°ijela do kolony p°ed semaforem, a ode£teme v²echna auta, co odjela na zelenou. R·zné délky aut a dal²í
zaokrouhlení spojená s periodou vzorkování zahrneme do ²umu. Tento ²um vná²í do výpo£t· neur£itost.

7.2 Stavový model

Model stavové veli£iny je reprezentován dv¥ma vztahy:modelem stavu amodelem výstupu.
Pro oba modely se uvaºuje normální rozd¥lení

� model dynamiky stavu

f (xt+1|xt, ut) = Nxt+1 (Mxt +Nut, rx) , (7.1)

� model m¥°ení výstupu
f (yt|xt, ut) = Nyt (Axt +But, ry) , (7.2)

kde Nx a Ny zna£í normální rozd¥lení.

Oba modely lze vyjád°it jako rovnice

xt+1 = Mxt +Nut + wt (7.3)

yt = Axt +But + vt (7.4)

kde wt ∼ Nw (0, rx) a et ∼ Ne (0, ry) .
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7.3 Odhad stavu

Cílem je odhad stavu xt pro t = 1, 2, · · · Odhad stavu je podobn¥ jako odhad parametr· dán
hp stavu za podmínky zm¥°ených dat f (xt|d (t)). V úloze rekurzivního odhadu parametr· (4.1)
existoval jen posun £asu p°i vzorkování dat. P°i odhadu stavu existují posuny dva:

� posun £asu v datech - tzv. �ltrace, p°i které se informace z nov¥ zm¥°ených dat vkládá
prost°ednictvím modelu výstupu do odhadu stavu; jde o p°epo£et f (xt|d (t− 1))→ f (xt|d (t))
a

� posun £asu ve stavu - tzv. predikce, p°i které se stav predikuje podle modelu dynamiky stavu
�naslepo�, aniº by se m¥°ila nová data; jde o p°epo£et f (xt|d (t))→ f (xt+1|d (t)).

Uvedené p°epo£ty hp jsou následující

f (xt|d (t)) =
f (yt|xt, ut) f (xt|d (t− 1))

f (yt|ut, d (t− 1))
(7.5)

f (xt+1|d (t)) =

ˆ
x∗t

f (xt+1|xt, ut) f (xt|d (t)) dxt, (7.6)

kde

• f (xt|d (t− 1)) ∼ N
(
xt|t−1, Rt|t−1

)
je popis stavu, který vstupuje do KF a který závisí na

datech do £asu t− 1.
xt|t−1, Rt|t−1 jsou charakteristiky tohoto popisu - st°ední hodnota a kovarian£ní matice.

• f (xt|d (t)) ∼ N
(
xt|t, Rt|t

)
je popis stavu po �ltraci v okamºiku, kdy je odhad stavu

korigován podle aktuáln¥ zm¥°eného výstupu yt; tento odhad závisí na datech d (t) =
{yt, d (t− 1)}.
Charakteristiky popisu jsou xt|t, Rt|t.

• f (xt+1|d (t)) ∼ N
(
xt+1|t, Rt+1|t

)
je popis stavu po predikci, kdy podle stavové rovnice

modelu p°edpovídáme stav do p°í²tího £asového okamºiku, aniº bychom získali novou
informaci z dat. Tento odhad je tedy stále závislý na datech d (t) ale platí jiº pro p°í²tí
£as t+ 1. Tento popis stavu se stává vstupním pro odhad v p°í²tí period¥ KF.
Charakteristiky popisu jsou xt+1|t, Rt+1|t.

• f (yt|xt, ut) a f (xt+1|xt, ut) jsou hp modelu stavu (7.1) a (7.2) .

• f (yt|ut, d (t− 1)) =
´
x∗
f (yt|xt, ut) f (xt|d (t− 1)) dxt je predik£ní hp výstupu (popis vý-

stupu, nezávislý na stavu), která zde vystupuje jen jako normaliza£ní konstanta.

Gra�cky lze p°epo£ty hp znázornit takto
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f(xt|d(t− 1)) f(xt|d(t)) f(xt+1|d(t− 1))

f(yt|xt, ut) f(xt+1|xt, ut)

yt, ut

xt xt+1

7.3.1 Poznámka

Odvození rekurze (7.5) , (7.6) v p°ípad¥, kdy stavový model obsahuje £len s °ízením ut, p°edpokládá
existenci tzv. p°irozených podmínek °ízení. Ty °íkají, ºe odhad stavu a °ídící veli£ina jsou podmín¥n¥
nezávislé. P°edpokladem je platnost vztah·

f (xt|ut, d (t− 1)) = f (xt|d (t− 1))⇔ f (ut|xt, d (t− 1)) = f (ut|d (t− 1)) .

Diskuze k t¥mto vztah·m je uvedena v P°íloze 10.2. /

7.4 Kalman·v �ltr

Vztahy pro vývoj odhadu stavu podle (7.5) a (7.6) jsou (podobn¥ jako Bayes·v vzorec) vztahy
pro funkce. S t¥mi nelze v po£íta£i dob°e pracovat. Jestliºe v²echny hp vyjád°íme jako nor-
mální hp, lze rekurzi po£ítat pro jejich charakteristiky - st°ední hodnoty a rozptyly (kovarian£ní
matice). Dostáváme následující £íselnou rekurzi, která je dob°e známa jako Kalman·v �ltr

Filtrace:

yp = Axt|t−1 +But︸ ︷︷ ︸
p°edpov¥¤ výstupu

Rp = rv +ARt|t−1A
′︸ ︷︷ ︸

kovariance výstupu

Rr|t=Rt|t−1 −Rt|t−1A
′R−1
p ARt|t−1︸ ︷︷ ︸

p°epo£et kovariance stavu

K = Rt|tA
′r−1
y︸ ︷︷ ︸

Kalman·v gain

xt|t = xt|t−1 +K (yt − yp)︸ ︷︷ ︸
datová oprava stavu
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Predikce:

xt|t+1 = Mxt|t +Nut︸ ︷︷ ︸
p°edpov¥¤ stavu

Rt+1|t = rx +MRt|tM
′︸ ︷︷ ︸

p°epo£et kovariance stavu

Kalman·v �ltr je realizována v programu, který je uveden v £ásti Programy na stran¥ 132.

Pouºití tohoto programu budeme ilustrovat na p°íklad¥.

7.4.1 P°íklad [odhad stavu]

Uvaºujme stavový model

[
x1;t+1

x2;t+1

]
=

[
0.9 0.2
0 1

]
︸ ︷︷ ︸

M

[
x1;t

x2;t

]
+

[
−1.5

1

]
︸ ︷︷ ︸

N

ut + 0.6

[
1 0.3
0 1

]
︸ ︷︷ ︸

sx

[
w1;t

w2;t

]
,

yt = [0.3, 0.7]︸ ︷︷ ︸
A

[
x1;t

x2;t

]
+ 0.1︸︷︷︸

sy

et,

kde

wt a et jsou ²umy s nulovou st°ední hodnotou a konstantními kovarian£ními maticemi;

M, N, A jsou matice stavového modelu,

sx a sy jsou sm¥rodatné odchylky10 kovariancí ²umu.

• simulujte data z uvedeného stavového modelu,

• s pomocí Kalmanova �ltru odhadn¥te simulovaný stav na daném £asovém intervalu,

• simulovaný a odhadnutý stav porovnejte.

�e²ení p°íkladu je ud¥láno v programu, který je uveden v £ásti Programy, na stran¥ 132.

Výsledky p°íkladu jsou na Obrázku 7.1. Te£kovaná k°ivka je pr·b¥h simulovaného stavu, plná £ára je jeho
bodový odhad. Horní graf ukazuje první sloºku stavu, spodní druhou.

10Sm¥rodatná odchylka kovarian£ní matice C je de�nována tzv. L'DL rozkladem této matice, tj. jako horní
trojúhelníková matice L′ s jedni£kami na diagonále, pro kterou platí C = L′DL, kde D je diagonální matice
s nezápornými prvky na diagonále.
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Obrázek 7.1: Odhad stavu pomocí Kalmanova �ltru

Z graf· je patrné, ºe po£áte£ní odchylka odhadu od stavu zp·sobená nespráv-
nou hodnotou po£áte£ního odhadu rychle vymizí a odhady jsou v rámci p°í-
tomného ²umu velmi p°esné. Musíme mít ov²em na pam¥ti, ºe stavový model
má nastaveny správné parametry (parametry modelu se p°edpokládají známé).
/

7.4.2 Poznámka k p°íkladu

Kalman·v �ltr startuje s po£áte£ním stavem x1|0 a po£áte£ní kovariancí R1|0. Stav x·|· a kovariance
odhadu stavu R·|· se b¥hem výpo£t· p°epo£ítávají. Matice rx a ry jsou kovariance ²um· ze stavové a
výstupní rovnice modelu. (Pozor!!! Nejsou to kovariance stavu a výstupu, ale kovariance ²um·!!!). A£koli
Kalman·v �ltr pracuje se známým modelem, tyto kovariance v¥t²inou neznáme a musíme je nahradit
jejich odhadem. A práv¥ na správné nastavení t¥chto dvou kovariancí je dal²í b¥h Kalmanova �ltru velmi
citlivý. Kovarianci R1|0 lze nastavit jako diagonální s velkými £ísly na diagonále (asi tak 103). �ím jsou
tato £ísla v¥t²í, tím mén¥ d·v¥ry vkládáme do na²ich po£áte£ních odhad· stavu a tím rapidn¥ji se tyto
odhady na za£átku mohou m¥nit. Ov¥°te si tuto skute£nost sami v p°edloºeném p°íklad¥. /

Dal²í doporu£ené pokusy jsou:

• odhad z dat simulovaných bez a se ²umem (nastaví se pomocí sm¥rodatných odchylek rw a rv),

• odhad z jiné soustavy (zm¥na parametr· - matic M,N,A),

• start odhadu s r·znými po£áte£ními odhady stavu (volba x1|0).

8 �ízení se spojitým modelem

V této kapitole se stru£n¥ zmíníme o úloze optimálního °ízení s popisem soustavy ve form¥
regresního modelu. Jestliºe chceme hovo°it o optimálním °ízení, musíme nejprve de�novat krité-
rium optimality. Protoºe pracujeme s veli£inami ve form¥ náhodných proces·, je t°eba kritérium
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psát jako st°ední hodnotu podmín¥nou tím, co je nám v daném okamºiku k dispozici - apriorní
znalost, tedy kritérium má tvar

E

[
N∑
t=1

Jt| d (0)

]
,

kde Jt je tzv. penaliza£ní funkce, hodnotící °ízení v okamºiku t. Nej£ast¥ji se volí kvadratická
penaliza£ní funkce Jt = y2

t + ωu2
t , která °ídí výstup na nulu a £áste£n¥ pokutuje velké hodnoty

°ídící veli£iny.

Hodnoty tohoto kritéria na celém intervalu °ízení, tj. pro t = 1, 2, · · · , N, nám umoºní porovnávat
r·zné zp·soby °ízení. Optimální °ízení je takové, pro které je hodnota kritéria minimální.

Dynamické programování

Obecn¥ lze ukázat, ºe optimální °ídicí veli£iny lze po£ítat rekurzivn¥ odzadu (od konce intervalu
°ízení) aplikací následujících dvou krok·.

1. Výpo£et st°ední hodnoty

ϕt = E
[
Jt + ϕ∗t+1|ut, d (t− 1)

]
, (8.1)

kde Jt ozna£uje £ást kritéria J odpovídající £asu Jt = y2
t + ωu2

t .

2. Minimalizace
ϕ∗t = min

ut
{ϕt} , (8.2)

p°i£emº ut, pro které je dosaºeno minima, je optimálním °ízením v kroku t.

Rekurze startuje na konci intervalu °ízení, obecn¥ pro t = N s koncovou podmínkou ϕ∗N+1 = 0.

Postup syntézy °ízení ukáºeme v následujícím p°íklad¥.

P°íklad

Uvaºujeme následující zadání úlohy: Je dáno kvadratické kritérium optimality a model soustavy.

Kritérium

J = E

[
3∑
t=1

(
y2
t + ωu2

t

)
|d (0)

]
.

Model
yt = ayt−1 + but + et,

kde a, b jsou známé parametry modelu, et ∼ N (0, r) je ²um se známým rozptylem r je a y0 je
známá po£áte£ní podmínka.

Cílem je navrhnout °ídící strategii u1, u2, u3 tak, aby bylo dosaºeno minima kritéria J.

V tomto p°íklad¥, kdeN = 3, budeme postupn¥ provád¥t oba zmín¥né kroky. Pro t = 3 je ϕ∗4 = 0.
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V �as t = 3 :

ϕ3 = E
[
y2

3 + ωu2
3 + ϕ∗4|u3, d (2)

]
= E

[
(ay2 + bu3 + e3)

2
+ ωu2

3|u3, d (2)
]

=

= (ay2 + bu3)
2

+ r + ωu2
3 =

(
ω + b2

) [
u3 +

ab

ω + b2
y2

]2

+
ωa2

ω + b2
y2

2 + r,

kde poslední úprava byla dosaºena dopln¥ním na £tverec v prom¥nné u3 - viz ...

Minimalizace je velmi jednoduchá. Minima dosáhneme anulováním hranaté závorky (ta nem·ºe
být men²í neº nula a výraz za ní je na u3 nezávislý)

u3 = − ab

b2 + ω
y2 = U3y2,

kde U3 = − ab
b2+ω .

Zbytek po minimalizaci dostaneme, jestliºe za hranatou závorku dosadíme nulu

ϕ∗3 =
ωa2

ω + b2
y2

2 + r = S3y
2
2 + T3,

kde S3 = ωa2

ω+b2 , T3 = r.

V �as t = 2 :

ϕ2 = E
[
y2

2 + ωu2
2 + ϕ∗3|u2, d (1)

]
= E

[
y2

2 + ωu2
2 + S3y

2
2 + T3|u2, d (1)

]
=

(dosazeno za ϕ∗3)

= E
[
(1 + S3) y2

2 + ωu2
2 + T3|u2, d (1)

]
=

(spojeny £leny s y2
2)

= (1 + S3)
{

(ay1 + bu2)
2

+ r
}

+ ωu2
2 + T3 =

(st°edováno y2
2 → (ay1 + bu2)2 + r)

= (1 + S3)
(
a2y2

1 + 2aby1u2 + b2u2
2

)
+ (1 + S3) r + ωu2

2 + T3 =

(umocn¥no)

= (1 + S3) a2y2
1 + 2 (1 + S3) aby1u2 + (1 + S3) b2u2

2 + (1 + S3) r + ωu2
2 + T3 =

(roznásobeno)

=
{
ω + (1 + S3) b2

}
u2

2 + 2 (1 + S3) aby1u2 + (1 + S3) a2y2
1 + T3 + (1 + S3) r =

(upraveno na kvadratický troj£len v u2)

=
{
ω + (1 + S3) b2

} [
u2

2 + 2
(1 + S3) ab

ω + (1 + S3) b2
y1u2

]
+ (1 + S3) a2y2

1 + T3 + (1 + S3) r =
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(vytknut koe�cient
{
ω + (1 + S3) b2

}
)

=
{
ω + (1 + S3) b2

}[
u2

2 + 2
(1 + S3) ab

ω + (1 + S3) b2
y1u2 +

(
(1 + S3) ab

ω + (1 + S3) b2
y1

)2
]
−

− (1 + S3)
2
a2b2

ω + (1 + S3) b2
y2

1 + (1 + S3) a2y2
1 + T3 + (1 + S3) r =

(p°ipraveno na dopln¥ní na £tverec v u3)

=
{
ω + (1 + S3) b2

} [
u2

2 +
(1 + S3) ab

ω + (1 + S3) b2
y1

]2

−

ω (1 + S3) a2

ω + (1 + S3) b2
y2

1 + T3 + r = S2y
2
1 + T2

(dopln¥no na £tverec v u3)

Odtud plyne

u2 = − (1 + S3) ab

ω + (1 + S3) b2
y1 = U2y1,

kde U2 = − (1+S3)ab
ω+(1+S3)b2 , a

ϕ∗2 = S2y
2
1 + T2,

kde S2 = ω(1+S3)a2

ω+(1+S3)b2 , T2 = T3 + (1 + S3) r.

Zbývá dopo£ítat °ízení pro poslední £as t = 1. To jiº ale nemusíme odvozovat. Sta£í, kdyº
porovnáme výsledky z obou p°edchozích £as·. Zjistíme, ºe m·ºeme psát obecn¥ následující
algoritmus:

Algoritmus dynamického programování pro regresní model 1. °ádu

ut = − (1 + St+1) ab

ω + (1 + St+1) b2
yt−1, (8.3)

ϕ∗t = Sty
2
t−1 + Tt, (8.4)

kde

St =
ω (1 + St+1) a2

ω + (1 + St+1) b2
, Tt = Tt+1 + (1 + St+1) r. (8.5)

Rekurze postupuje proti £asu a startuje v £ase N (tady N = 3) s hodnotou SN+1 = 0, odkud
jiº vyjde TN+1 = 1.

Dokon£íme p°íklad podle odvozené rekurze

V �as t = 1 :

u1 = − (1 + S2) ab

ω + (1 + S2) b2
y0 = U1y0,
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ϕ∗1 = S1y
2
0 + T1,

kde

S1 =
ω (1 + S2) a2

ω + (1 + S2) b2
, T1 = T2 + (1 + S2) r

a S2, T2 byly vypo£teny v kroku t = 2.

Tím jsme vypo£ítali koe�cienty U3, U2, U1, ale °ízení jsme zatím nemohli realizovat, protoºe
jsme v £ase t = 0 a hodnoty výstupu y2 a y1 zatím neznáme. Kdyº jsme se dostali do £asu
t = 1, závisí °ízení na hodnot¥ y0, kterou uº známe. M·ºeme tedy za£ít s °ízením v reálném
£ase. Spo£teme °ízení u1 = U1y0 a aplikujeme je. V dal²í period¥ pro t = 2 zm¥°íme výstup y1

(jako odezvu na aplikované u1) a m·ºeme po£ítat u2 = U2y1, které op¥t aplikujme. Nakonec pro
t = 3 zm¥°íme y2, vypo£teme u3 = U3y2 a aplikujeme jej. Tím jsme splnili zadání a optimáln¥
°ídili na intervalu °ízení pro t = 1, 2, 3.

Výsledky, které jsme odvodili, jsou obecné a platí pro libovoln¥ dlouhý interval °ízení.

Ukázka programu na toto téma je v kapitole Programy, na str. 90.

9 �ízení s diskrétním modelem

Jak jsme jiº uvedli v Kapitole 3, obecný popis diskrétního dynamického systému dostaneme tak,

ºe kaºdé kon�guraci hodnot jeho datového vektoru dt =
[
yt, ψ

′

t

]′
p°i°adíme p°ímo pravd¥po-

dobnost, tj.
f (yt|ψt,Θ) = Θyt|ψt .

V této kapitole budeme demonstrovat algoritmus dynamického programování s diskrétním mo-
delem. Pro v¥t²í p°ehlednost provedeme výklad pro konkrétní jednoduchý p°íklad.

Je dán model
f (yt| [ut, yt−1] ,Θ) = Θyt|[ut,yt−1],

kde [ut, yt−1] = ψt a yt, ut ∈ {1, 2} , ∀t.

Kritérium pro °ízení budeme de�novat podobn¥ jako u modelu pro kaºdou kon�guraci datového
vektoru zvlá²´ jako nezáporné £íslo{

Jyt|[ut,yt−1] ≥ 0
}
yt,ut,yt−1∈{1,2}

.

Pro p°edstavu lze jak model, tak i kritérium zapsat ve form¥ tabulky:

Model

f (yt| [ut, yt−1] ,Θ)

ut, yt−1 yt = 1 yt = 2
1,1 Θ1|11 Θ2|11

1,2 Θ1|12 Θ2|12

2,1 Θ1|21 Θ2|21

2,2 Θ1|22 Θ2|22

,
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Kritérium

J

[ut, yt−1] yt = 1 yt = 2
1,1 J1|11 J2|11

1,2 J1|12 J2|12

2.1 J1|21 J2|21

2,2 J1|22 J2|22

.

Ur£ete optimální strategii °ízení u1, u2, u3, která minimalizuje zvolené kritérium °ízení.

Pro °e²ení pouºijeme algoritmus (8.1)− (8.2) odvozený v minulé kapitole.

Zvolíme model a kritérium v konkrétním tvaru

f (yt| [ut, yt−1] ,Θ)
ut, yt−1 yt = 1 yt = 2
1,1 0.7 0.3
1,2 0.2 0.8
2,1 0.9 0.1
2,2 0.4 0.6

J
ut, yt−1 yt = 1 yt = 2
1,1 0 1
1,2 1 0
2,1 1 2
2,2 2 1

,

kde je v kritériu vyjád°ena skute£nost, ºe nechceme zm¥ny ve výstupu a pro °ízení preferujeme
hodnotu 1. �ízení budeme op¥t po£ítat na horizontu N = 3.

Pro t = N = 3 je podle (8.1) nutné ud¥lat st°edování

ϕ3 (u3, y2) = E [J |u3, d (2)] =

2∑
y3=1

Jy3|u3y2Θy3|u3y2 = J1|u3y2Θ1|u3y2 + J2|u3y2Θ2|u3y2 =

u3, y2 ϕ3

1,1 0× 0.7 + 1× 0.3 = 0.3
= 1,2 1× 0.2 + 0× 0.8 = 0.2

2,1 1× 0.9 + 2× 0.1 = 1.1
2,2 2× 0.4 + 1× 0.6 = 1.4

a podle (8.2) minimalizace

ϕ∗3 = min
u3

ϕ3 =

{
0.3 pro y2 = 1 (p°i u3 = 1)

0.2 pro y2 = 2 (p°i u3 = 1)
.

S3 : Optimální °ízení je tedy u3 = 1, a to jak pro y2 = 1, tak i pro y2 = 2. Tím je optimalizace
v kroku 3 hotova a p°echázíme na krok 2.

Pro t = N − 1 = 2 pot°ebujeme zbytek ϕ∗3 ve form¥ tabulky. Regresní vektor v kroku 2 bude
[u2, y1], ϕ∗3 závisí jen na y2 (tj. bude pro v²echny kombinace hodnot regresního vektoru stejné),
takºe tabulka bude
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ϕ∗3
u2, y1 y2 = 1 y2 = 2
1,1 0.3 0.2
1,2 0.3 0.2
2,1 0.3 0.2
2,2 0.3 0.2

Prvním krokem je op¥t st°edování p°e y2

ϕ2 = E [J + ϕ∗3|u2, d (1)] =

2∑
y2=1

(
Jy2|u2y1 + ϕ∗3

)
Θy2|u2y1 =

=
(
J1|u2y1 + ϕ∗3

)
Θ1|u2y1 +

(
J2|u3y2 + ϕ∗3

)
Θ2|u2y1 =

u2, y1 ϕ2

1,1 0.8
= 1,2 0.7

2,1 1.6
2,2 1.9

S2 : y1 = 1 je v °ádku 1 a 3, v °ádku 1 je men²í hodnota kriteria → pro y1 = 1 volíme u2 = 1.
Pro y2 = 2 je minimum v °ádku 2, a tedy volíme také u2 = 1.

ϕ∗2 =

{
0.8 pro y2 = 1,

0.7 pro y2 = 2.

V £ase t = 1 je

ϕ∗2
u1, y0 y1 = 1 y21 = 2
1,1 0.8 0.7
1,2 0.8 0.7
2,1 0.8 0.7
2,2 0.8 0.7

a

u1, y0 ϕ1

1,1 1.8
= 1,2 1.7

2,1 2.6
2,2 2.9

S1 : odkud u1 = 1 jak pro y0 = 1 tak i pro y0 = 2.

Strategie °ízení je dána v bodech S1, S2, S3.

Protoºe y0 známe, m·ºeme ur£it u1, aplikovat, zm¥°it y1 a tak dále.
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10 P°ílohy

10.1 Dopln¥ní na £tverec

Pouºívá se pro minimalizaci kvadratického výrazu nebo pro integraci v konvoluci dvou normál-
ních rozd¥lení (tady má význam rozkladu normální sdruºené hp na podmín¥nou a marginální).

Skalární p°ípad

Pro skalární veli£iny x a y a konstanty a, b, c platí

ax2 + 2bxy + cy2 = a

[
x2 + 2x

b

a
y +

(
b

a
y

)2

−
(
b

a
y

)2
]

+ cy2 =

a

(
x+

b

a
y

)2

+ cy2 − b2

a
y2 = a

(
x+

b

a
y

)2

+
ac− b2

a
y2.

Vektorový p°ípad

Pro veli£iny x a y ve form¥ sloupcových vektor· a konstantní matice A, B, C odpovídajících
rozm¥r·, A a C symetrické, platí

x′Ax+2x′By+y′Cy = x′Ax+2x′AA−1By+
(
A−1By

)′
AA−1By−

(
A−1By

)′
AA−1By+y′Cy =

=
(
x+A−1By

)′
A
(
x+A−1By

)︸ ︷︷ ︸
kvadrát

+ y′
(
C −B′A−1B

)
y︸ ︷︷ ︸

zbytek

.

Poznámka

Ve vektorovém p°ípad¥ výrazu ax2 odpovídá x′Ax. V tomto smyslu se d¥jí i úpravy (konstanta - matice)
musí být uprost°ed.

Výrazy lze ov¥°it roznásobením konce a porovnáním se za£átkem.

10.2 P°irozené podmínky °ízení

P°irozené podmínky °ízení (Natural Conditions of Control, NCC) jsou podmínky nutné pro to,
aby bylo moºno konzistentn¥ provést odhadování s modelem, který v sob¥ obsahuje £ást s °ídící
veli£inou, tedy modelem popsaným hp jako nap°. f (yt|ut, d (t− 1) ,Θ) nebo f (xt+1|xt, ut), kde
ut je °ízení a Θ nebo xt jsou odhadované veli£iny. Tyto podmínky lze odvodit z p°edpokladu,
ºe ten kdo odhaduje, je také ten, kdo °ídí. P°itom odhad i °ízení je po£ítáno pouze z informace,
která je v £ase t obsaºena v minulých datech d (t− 1) . Odtud plyne, ºe jak odhad, tak i °ízení
v sob¥ neobsahují dal²í informaci neº tu, kterou nesou minulá data d (t− 1) . Proto nap°. pro
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odhad parametr· f (Θ|ut, d (t− 1)) platí, ºe ve²kerá dostupná informace o parametru Θ je jiº
obsaºena v v datech d (t− 1) a v °ízení ut jiº dal²í informace není. Proto je moºno jej z podmínky
vypustit

f (Θ|ut, d (t− 1)) = f (Θ|d (t− 1)) . (10.1)

Obrácený vztah lze odvodit obdobnou úvahou, nebo jej lze pomocí Bayesova vzorce odvodit z
(10.1)

f (ut|d (t− 1) ,Θ) = f (Θ|ut, d (t− 1))
f (ut|d (t− 1))

f (Θ|d (t− 1))︸ ︷︷ ︸
Bayes

=

= f (Θ|d (t− 1))
f (ut|d (t− 1))

f (Θ|d (t− 1))︸ ︷︷ ︸
podle (10.1)

= f (ut|d (t− 1)) .

Podobné úvahy lze místo o parametru vést i o odhadovaném stavu.

10.3 Bayes·v vzorec

10.3.1 Odvození Bayesova vzorce

Odvození je velice jednoduché. Uvaºujme t°i náhodné veli£iny A, B a C a sdruºenou hp pro
A, B podmín¥nou C.

f (A,B|C) =

{
f (A|B,C) f (B|C) z jedné strany, nebo
f (B|A,C) f (A|C) z druhé strany.

Porovnáním obou výraz· na pravé stran¥ dostaneme

f (A|B,C) f (B|C) = f (B|A,C) f (A|C) .

Z této rovnosti pak lze vyjád°it bu¤ f (A|B,C) nebo f (B|A,C) podle pot°eby, a tak získáme
Bayes·v vzorec

f (B|A,C) =
f (A|B,C) f (B|C)

f (A|C)
. (10.2)

Hlavní význam Bayesova vzorce je v tom, ºe p°epo£ítává apriorní hp f (B|C) z £itatele na pravé
stran¥ vzorce na aposteriorní hp f (B|A,C) na levé stran¥. Apriorní hp popisuje náhodnou
veli£inu B jen v závislosti na náhodné veli£in¥ C, zatímco aposteriorní hp vyuºívá informaci
také z náhodné veli£iny A, a to prost°ednictvím hp f (A|B,C) .

Hp ve jmenovateli pravé strany výrazu (10.2) nezávisí na B a je tedy jen normaliza£ní konstan-
tou, kterou lze získat integrací (sumací) £itatele

f (A|C) =

ˆ
B∗
f (A|B,C) f (B|C) dB,

coº, jak dob°e víme, odpovídá vzorci pro úplnou pravd¥podobnost.
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10.3.2 Aplikace Bayesova vzorce

Pro ú£ely odhadu neznámých parametr· modelu f (yt|ψt,Θ) zvolíme

• A je výstup soustavy yt,

• B jsou odhadované parametry Θ a

• C jsou stará data d (t− 1) (p°ípadn¥ s °ízením ut).

Dostáváme Bayes·v vzorec

f (Θ|d (t)) =
f (yt|ψt,Θ) f (Θ|d (t− 1))

f (yt|d (t− 1))

podle (4.1) s tím, ºe

� stará data d (t− 1) v modelu soustavy v podmínce lze nahradit regresním vektorem ψt,

� v p°ípad¥ °ízené soustavy, kdyº data jsou dt = {yt, ut}, je t°eba p°edpokládat p°irozené
podmínky °ízení (10.1), p°i kterých platí

f (Θ|ut, d (t− 1)) = f (Θ|d (t− 1)) ,

tedy Θ a ut jsou podmín¥n¥ nezávislé, jestliºe známe stará data d (t− 1) .

10.4 Multinomiální rozd¥lení

Multinomiální rozd¥lení popisuje diskrétní náhodnou veli£inu, tj. veli£inu, která m·ºe nabývat
jen kone£ného po£tu hodnot y ∈ {1, 2, · · · , nl} a jejíº jednotlivé hodnoty nastávají s pevnými
pravd¥podobnostmi. Speciálním p°ípadem tohoto rozd¥lení pro nl = 2, jehoº hodnoty jsou ale
v¥t²inou ozna£ovány 0 a 1, je rozd¥lení alternativní.

Hustotu pravd¥podobnosti multinomiálního rozd¥lení je moºno vyjád°it ve form¥ tabulky

y 1 2 · · · nl
f (y) p1 p2 · · · pnl

,

kde pi jsou pravd¥podobnosti, a tak platí pi ≥ 0, i = 1, 2, · · · , nl a
∑nl
i=1 pi = 1.

Jiné moºné vyjád°ení multinomiálního rozd¥lení je

f (y) = py, y = 1, 2, · · · , nl.

Model diskrétního systému je podmín¥ná hp, která pro kaºdou kon�guraci hodnot veli£in v
podmínce popisuje modelovanou veli£inu pomocí multinomiálního rozd¥lení

f (y|ψ,Θ) = Θy|ψ.

Tuto hp m·ºeme vyjád°it ve form¥ tabulky nap°. pro y ∈ {1, 2} a ψ = [u, v]
′, kde u, v ∈ {1, 2}
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f (y|u, v)

[u, v] y = 1 y = 2
1, 1 Θ1|11 Θ2|11

1, 2 Θ1|12 Θ2|12

2, 1 Θ1|21 Θ2|21

2, 2 Θ1|22 Θ2|22

,

kde Θi|jk jsou podmín¥né pravd¥podobnosti (proto je také jejich index rozd¥len svislítkem).
Proto musí platit nezápornost Θi|jk ≥ 0, ∀i, j, k a dále sou£et parametr· pro kaºdou kon�guraci
podmínky musí dát jedni£ku

∑2
i=1 Θi|jk = 1, ∀j, k.11 Pro ú£ely edhadu je výhodné formáln¥

tento model vyjád°it v tzv. sou£inovém tvaru

f (y|ψ,Θ) =
∏
i∈y∗

∏
ϕ∈ψ∗

Θ
δ(i|ϕ,y|ψ)
i|ϕ , (10.3)

kde i je index, ϕ je multiindex (vektorový index), y∗, ψ∗ ozna£ují mnoºiny hodnot (£ísel nebo
vektor·) p°íslu²ných veli£in a δ (i|ϕ, y|ψ) je Dirac·v impulz, tj. rovná se jedné pro i|ϕ = y|ψ a
jinak je nula. P°epis do sou£inového tvaru je skute£n¥ formální, protoºe cokoli na nulu je jedna
a po vynásobení z·stane jen Θy|ψ.

10.5 Dirichletovo rozd¥lení

Konjugovaným rozd¥lením12 k multinomiálnímu je rozd¥lení Dirichletovo

f (Θ|d (t)) =
1

B (νt)

∏
i∈y∗

∏
ϕ∈ψ∗

Θ
νi|ϕ;t

i|ϕ , (10.4)

kde

νt je statistika rozd¥lení se stejnou strukturou jako má parametr Θ - viz tabulka v odstavci
10.4 a dal²í zna£ení také odpovídá zna£ení zavedenému v tomto odstavci,

B (ν) je zobecn¥ná beta funkce

B (ν) =
∏
ϕ∈ψ∗

∏
i∈y∗ Γ

(
νi|ϕ

)
Γ
(∑

i∈y∗ νi|ϕ

) , (10.5)

kde Γ (·) je gama funkce de�novaná vztahem

Γ (x) =

ˆ ∞
0

tx−1 exp (−t) dt, (10.6)

pro kterou platí
Γ (x+ 1) = xΓ (x) , x ∈ R+. (10.7)

11Tento poºadavek je po úvaze op¥t z°ejmý. Jestliºe nastalo u = j a v = k, má y práv¥ dv¥ moºnosti: y = 1
nebo y = 2.

12Konjugované rozd¥lení je takové rozd¥lení apriorní hp parametr·, které s daným rozd¥lením, pouºitým pro
model soustavy, produkuje v Bayesov¥ vzorci aposteriorní rozd¥lení, které si zachovává stejný tvar. Tedy nedochází
k tomu, ºe se tvar aposteriorní hp v kaºdém £ase odhadování stává stále sloºit¥j²í, aº je nakonec aposteriorní hp
pro výpo£ty nepouºitelná.
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10.6 Normální rozd¥lení

Uvaºujme normální regresní model s regresní vektorem ψt, koe�cienty θ a rozptylem ²umu r,
kde zna£íme Θ = {θ, r} . Jeho rovnice je

yt = ψ
′

tθ + et, et ∼ N (0, r) .

Podmín¥ná hp tohoto modelu má tvar

f (yt|ψt,Θ) =
1√
2π
r−0.5 exp

{
− 1

2r

(
yt − ψ

′

tθ
)2
}
. (10.8)

St°ední hodnota modelu je
E [yt|ψt,Θ] = ψ

′

tθ,

rozptyl je
D [yt|ψt,Θ] = r.

Pro ú£ely odhadování je výhodné exponent modelu (10.8) je²t¥ upravit. Budeme postupovat
následovn¥:

• exponent rozd¥líme tak, abychom dostali sou£in dvou £len·, z nichº jeden bude obsahovat
jen data a druhý jen parametry

yt − ψ
′

tθ = − [−1 θ′]

[
yt
ψt

]
= − [yt ψt]

[
−1
θ

]
(minus je vytknuto formáln¥ a pod kvadrátem se ztratí).

• kvadrát napí²eme jako sou£in a dosadíme p°edchozí výrazy(
yt − ψ

′

tθ
)2

=
(
yt − ψ

′

tθ
)(

yt − ψ
′

tθ
)

=

= [−1 θ′]

[
yt
ψt

]
[yt ψt]

[
−1
θ

]
= [−1 θ′]Dt

[
−1
θ

]
,

kde Dt =

[
yt
ψt

]
[yt ψt] je tzv. datová matice.

Model (10.8) je s uvedenou úpravou moºno zapsat takto

f (yt|ψt,Θ) =
1√
2π
r−0.5 exp

{
− 1

2r
[−1 θ′]Dt

[
−1
θ

]}
. (10.9)

10.7 Inverzní Gauss-Wishartovo (GiW) rozd¥lení

Toto rozd¥lení vzniká jako rozd¥lení sou£inu normálních rozd¥lení (tj. jako rozd¥lení likelihoodu
pro normální model). Má tvar

f (Θ|d (t)) ∝ r−0.5κt exp

{
− 1

2r
[−1 θ′]Vt

[
−1
θ

]}
, (10.10)

kde κt a Vt jsou statistiky rozd¥lení (κt se n¥kdy nazývá po£ítadlo, protoºe uchovává po£et
dosud zpracovaných datových vektor· a matice Vt se nazývá roz²í°ená informa£ní matice).

Matice Vt je symetrická a pozitivn¥ de�nitní a £asto se rozkládá
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• na submatice

Vt =

[
Vy V

′

yψ

Vyψ Vψ

]
, (10.11)

kde Vy je £íslo, Vyψ je sloupcový vektor a Vψ je £tvercová matice stupn¥ o jeden men²í neº
je Vt,

• na faktory
Vt = L

′
DL, (10.12)

kde L je dolní trojúhelníková matice s jedni£kami na diagonále a D je diagonální matice s
nezápornými prvky na diagonále. Tento rozklad se nazývá LD-rozklad a pro symetrickou
pozitivn¥ de�nitní matici je jednozna£ný. Matice L a D se potom rozkládají na submatice

L =

[
1 0
Lyψ Lψ

]
, D =

[
Dy 0
0 Dψ

]
,

kde Lyψ je sloupcový vektor, Lψ dolní trojúhelníková matice s jedni£kami na diagonále,
Dy je nezáporné £íslo a Dψ je diagonální matice s nezápornými prvky na diagonále.

Uvedené rozklady se dále vyuºijí pro vyjád°ení pot°ebných charakteristik rozd¥lení.

10.8 Bodový odhad podle kvadratického kritéria

Nejprve ukáºeme obecn¥, ºe bodový odhad optimální podle kvadratického kritéria je roven pod-
mín¥né st°ední hodnot¥. Budeme odvozovat odhad Θ̂t parametru Θ s aposteriorní hp f (Θ|d (t)),
který je optimální podle kritéria

min
Θ̂t

E

[(
Θ− Θ̂t

)2

|d (t)

]
. (10.13)

Kritérium umocníme, aplikujeme st°ední hodnotu a doplníme na £tverec v prom¥nné Θ̂t. Do-
stáváme

min
Θ̂t

E
[
Θ2 − 2Θ̂tΘ + Θ̂2

t |d (t)
]

=

= min
Θ̂t

{
E
[
Θ2|d (t)

]
− 2Θ̂tE [Θ|d (t)] + Θ̂2

t

}
= ∗1∗

vyuºili jsme skute£nost, ºe Θ̂t je £íslo

∗1∗ = min
Θ̂t

{
E
[
Θ2|d (t)

]
− E [Θ|d (t)]

2
+ E [Θ|d (t)]

2 − 2Θ̂tE [Θ|d (t)] + Θ̂2
t

}
= ∗2∗

pouºili jsme výpo£etní vzorec pro rozptyl D [Θ] = E
[
Θ2
]
− E [Θ]

2

∗2∗ = min
Θ̂t

{
D [Θ|d (t)] +

(
Θ̂t − E [Θ|d (t)]

)2
}

= D [Θ|d (t)]

coº dá optimální odhad
Θ̂t = E [Θ|d (t)] .
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10.9 Bodové odhady parametr· spojitého modelu

Ukáºeme odvození MAP (Maximum Aposteriori Probability) bodového odhadu který maxima-
lizuje aposteriorní hp parametr·.

Hledáme tedy maximum aposteriorní hp (10.10)

f (Θ|d (t)) ∝ r−0.5κ exp

{
− 1

2r
[−1 θ′]V

[
−1
θ

]}
=

= r−0.5κ exp

{
− 1

2r
(Vy − 2θ′Vyψ + θ′Vψθ)

}
,

kde jsme vyuºili d¥lení matice V podle (10.11).

Nejd°íve budeme hledat maximum podle θ, tj. derivovat podle θ a hledat °e²ení pro derivaci
rovnu nule.13

∂f ({θ, r} |d (t) , r)

∂θ
∝ r−0.5κ exp

{
− 1

2r
[−1 θ′]V

[
−1
θ

]}(
−1

2r

)
(−2Vyψ + 2Vψθ) = 0.

Odtud pochází vztah
θ̂ = V −1

ψ Vyψ. (10.14)

Výsledek dosadíme do aposteriorní hp. V exponentu obdrºíme zbytek po minimalizaci Λ

Λ = Vy − 2θ̂′Vyψ + θ̂′Vψ θ̂ =

Vy − 2V
′

yψV
−1
ψ Vyψ + V

′

yψV
−1
ψ VψV

−1
ψ Vyψ,

a tedy
Λ = Vy − V

′

yψV
−1
ψ Vyψ. (10.15)

Aposteriorní hp s dosazeným bodovým odhadem (10.14) je

f (r|d (t)) ∝ r−0.5κ exp

{
− Λ

2r

}
.

Derivujeme a poloºíme rovno nule

−κ 1

2r
+ Λ

1

r2
= 0,

a tedy dostaneme

r̂ =
Λ

κ
. (10.16)

θ̂ a r̂ jsou bodové odhady, které tady hledáme.
13Derivujeme vektory podle vektor·. Správnost lze ov¥°it derivováním podle sloºek a zp¥tným sestavením do

vektorového tvaru.
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10.10 Bodové odhady parametr· diskrétního modelu

Bodové odhady parametru Θ multinomiálního rozd¥lení (10.4) dostaneme pouhou normalizací
statistiky νt tak, aby sou£ty jejích prvk· v °ádcích jejího maticového vyjád°ení (jako pro Θ v
odstavci (10.4)) byly rovny jedné, tj.

Θ̂y|ψ;t =
νy|ψ;t∑
i∈y∗ νi|ψ;t

, ∀y ∈ y∗ aψ ∈ ψ∗. (10.17)

Tento bodový odhad jsme ur£ili jako podmín¥nou st°ední hodnotu parametru s rozd¥lením podle
aposteriorní hp (10.4) - pro p°ehlednost vynecháme £asový index t

Θ̂y|ψ = E
[
Θy|ψ|d (t)

]
=

ˆ ∞
0

Θy|ψf (Θ|d (t)) dΘ =

=
1

B (ν)

ˆ ∞
0

Θy|ψ
∏
i∈y∗

∏
ϕ∈ψ∗

Θ
νi|ϕ
i|ϕ dΘ = ∗1∗,

kde jsme dosadili za aposteriorní hp z (10.4) a beta funkce B je dána v (10.5). Parametr Θy|ϕ;t

formáln¥ vyjád°íme v sou£inovém tvaru (10.3)

Θy|ψ =
∏
i∈y∗

∏
ϕ∈ψ∗

Θ
δ(i|ϕ,y|ψ)
i|ϕ

a dosadíme. Pokra£ujeme v úprav¥

∗1∗ =
1

B (νt)

ˆ ∞
0

∏
i∈y∗

∏
ϕ∈ψ∗

Θ
νi|ϕ+δ(i|ϕ,y|ψ)

i|ϕ dΘ =

=
1∏

ϕ∈ψ∗ B (νϕ)

∏
ϕ∈ψ∗

ˆ ∞
0

∏
i∈y∗

Θ
νi|ϕ+δ(i|ϕ,y|ψ)

i|ϕ dΘy|ψ = ∗2∗,

kde

B (νϕ) =
∏
i∈y∗ Γ(νi|ϕ)

Γ(
∑
i∈y∗ νi|ϕ)

podle (10.5)

jsme vyuºili p°edpoklad o nezávislosti parametr· mezi r·znými kon�guracemi regresního vek-
toru ψ, tj nezávislosti °ádk· v tabulkovém vyjád°ení parametru v odstavci 10.4.

Dále si uv¥domíme, ºe pro jednotlivé komponenty platí

ˆ ∞
0

∏
i∈y∗

Θ
νi|ϕ+δ(i|ϕ,y|ψ)

i|ϕ dΘy|ψ =

{
B (νϕ) pro δ = 0,

B (νψ + 1) pro δ = 1.

Potom se v²echny £leny s δ = 0 zkrátí se stejným £lenem ve funkci B a z·stane jen £len s δ = 1
a odpovídajícím normaliza£ním £lenem ve jmenovateli. Pokra£ujeme ve výpo£tu

∗2∗ =
B (νψ + δ (i, y))

B (νψ)
=

∏
i∈y∗ Γ(νi|ψ+δ(i,y))
Γ(

∑
i∈y∗ νi|ψ+1)∏
i∈y∗ Γ(νi|ψ)

Γ(
∑
i∈y∗ νi|ψ)

= ∗3 ∗ .
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Op¥t δ (i, y) je nula v²ude krom¥ p°ípadu, kdy y = i. V²echny ostatní £leny se zkrátí. Dostaneme

∗3∗ =

Γ(νy|ψ+1)
Γ(

∑
i∈y∗ νi|ψ+1)
Γ(νy|ψ)

Γ(
∑
i∈y∗ νi|ψ)

=

νy|ψ∑
i∈y∗ νi|ψ

Γ(νy|ψ)
Γ(

∑
i∈y∗ νi|ψ)

Γ(νy|ψ)
Γ(

∑
i∈y∗ νi|ψ)

=
νy|ψ∑
i∈y∗ νi|ψ

.

V první úprav¥ p°edchozího výrazu jsme vyuºili vlastnosti gama funkce (10.7). Tím jsme dokázali
vztah (10.17).

10.11 Logistická regrese

10.11.1 Derivace v¥rohodnostní funkce

Derivace logaritmu v¥rohodnostní funkce lnL s modelem (3.2) podle Θ je

∂

∂Θ
lnL (Θ) =

t∑
τ=1

[
yτψτ −

exp (zτ )

1 + exp (zτ )
ψτ

]
=

t∑
τ=1

(yτ − pτ )ψτ ,

kde podle (3.3) je zτ = ψτΘ a tedy dzτ/dΘ = ψτ . Dále jsme ozna£ili

pτ =
exp (zτ )

1 + exp (zτ )
= P (yt = 1|ψτ ,Θ) .

Druhá derivace lnL podle Θ je

∂2

∂Θ2
lnL (Θ) =

∂

∂Θ

t∑
τ=1

(yτ − pτ )ψτ =

t∑
τ=1

∂

∂Θ
pτψτ =

t∑
τ=1

pτ (1− pτ )ψ
′

τψτ ,

protoºe

∂

∂Θ
pτ =

∂

∂Θ

exp (zτ )

1 + exp (zτ )
=

exp (zτ )ψ
′

τ (1 + exp (zτ ))− exp (zτ ) exp (zτ )ψ
′

τ

(1 + exp (zτ ))
2 =

=
exp (zτ )ψ

′

τ

(1 + exp (zτ ))
2 =

(
exp (zτ )

1 + exp (zτ )

1

1 + exp (zτ )

)
ψ
′

τ = pτ (1− pτ )ψ
′

τ .

Pro hledání maxima logaritmu v¥rohodnostní funkce lnL je výhodné pouºít Newtonovu metou14

10.11.2 Newton·v algoritmus

Pomocí Newtonova algoritmu je moºné numericky hledat extrémy15 nelineárních funkcí. Ozna£me
takovou funkci g (x), kde x = [x1, x2 · · ·xn]

′. Dále ozna£me gradient této funkce

g′ (x) =


∂g
∂x1
∂g
∂x2

· · ·
∂g
∂xn


14Výhodné je to zejména pro to, ºe se nám poda°ilo analyticky spo£ítat jak první, tak i druhou derivaci

maximalizované funkce lnL.
15Pozor! Jde samoz°ejm¥ o lokální extrémy.

69



a Hessovu matici

g′′ (x) =


∂2g
∂x2

1

∂2g
∂x1∂x2

· · · ∂2g
∂x1∂xn

∂2g
∂x2∂x1

∂2g
∂x2

2
· · · ∂2g

∂x2∂xn

· · · · · · · · · · · ·
∂2g

∂xn∂x1

∂2g
∂xn∂x2

· · · ∂2g
∂x2
n

 .

Algoritmus za£íná hledáním extrému ve zvoleném bod¥ x(0) a v dal²ích bodech x(1), x(2), · · · se
hledá následujícím zp·sobem:

provedeme Taylor·v rozvoj funkce g v bod¥ x(i) a vezmeme jeho první t°i £leny

g (x)
.
= g

(
x(i)
)

+ g′
(
x(i)
)(

x− x(i)
)

+
1

2
g′′
(
x(i)
)(

x− x(i)
)2

.

Následující bod hledání x(i+1) poloºíme do maxima (minima) rozvoje - do bodu, kde je derivace
nulová:

g′
(
x(i)
)

+ g′′
(
x(i)
)(

x(i+1) − x(i)
)

= 0

Z toho plyne:

x(i+1) = x(i) −
g′
(
x(i)
)

g′′
(
x(i)
) .

Iterace provádíme tak dlouho, dokud dva po sob¥ následující body nejsou dostate£n¥ blízko.

10.12 Roz²í°ený Kalman·v �ltr

10.12.1 Konstrukce roz²í°eného KF

Máme nelineární stavový model

xt+1 = g (xt, ut) + wt,

yt = h (xt, ut) + vt.

Poslední bodový odhad stavu xt ozna£íme x̂t.

Linearizaci funkcí g a h z modelu provedeme rozvojem do Taylorovy °ady a zanedbáním £len·
druhého a vy²²ích °ád·. Dostaneme

g (xt, ut)
.
= g (x̂t, ut) + g′ (x̂t, ut) (xt − x̂t) =

= g′ (x̂t, ut)xt + [g (x̂t, ut)− g′ (x̂t, ut) x̂t] , (10.18)

h (xt, ut)
.
= h (x̂t, ut) + h′ (x̂t, ut) (xt − x̂t) =

= h′ (x̂t, ut)xt + [h (x̂t, ut)− h′ (x̂t, ut) x̂t] . (10.19)

Dosazením do modelu dostaneme jeho linearizovanou verzi

xt+1
.
= g′ (x̂t, ut)xt + [g (x̂t, ut)− g′ (x̂t, ut) x̂t] ,+wt,

yt
.
= h′ (x̂t, ut)xt + [h (x̂t, ut)− h′ (x̂t, ut) x̂t] + vt

a s ozna£ením

Qx = [g (x̂t, ut)− g′ (x̂t, ut) x̂t] , Qy = [h (x̂t, ut)− h′ (x̂t, ut) x̂t] ,
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dostaneme lineární tvar modelu

xt+1 = g′ (x̂t, ut)xt +Qx + wt, (10.20)

yt = h′ (x̂t, ut)xt +Qy + vt. (10.21)

Pro tento model jiº lze pouºít oby£ejný Kalman·v �ltr. Je ale pot°eba si uv¥domit, ºe bodový
odhad x̂t bude v kaºdé rovnici jiný. V daném kroku KF se nejprve provádí �ltrace, které odpovídá
druhá (výstupní) rovnice. Pro ni bude posledním odhadem xt|t−1, který pochází z minulého
kroku z predikce. Pro první (stavovou) rovnici bude posledním odhadem x̂t = xt|t, který jsme
obdrºeli v sou£asném kroku KF z �ltrace. Odtud je patrné, ºe proceduru realizující KF je pro
nelineární �ltraci t°eba rozd¥lit do dvou £ástí - do �ltrace a predikce - a ob¥ £ásti realizovat
samostatn¥. Po �ltraci, která kon£í uprost°ed algoritmu, je totiº t°eba p°epo£ítat funkce g′ a
Qx ze stavové rovnice pro poslední odhad stavu xt|t.

10.12.2 Realizace KF

Obecn¥ jsme konstatovali, ºe metoda roz²í°eného KF p°evede nelineární stavový model na line-
ární tak, ºe nelineární funkce na pravých stranách model· rozvine do nultého a prvního £lenu
Taylorova rozvoje. Výsledkem je linearizovaný tvar modelu (10.20) , (10.21) . Pro tento model
je jiº moºno pouºít proceduru standardního KF, ov²em pro model s konstantou. Ve skute£nosti
je ale moºno po£ítat takto:

1. St°ední hodnoty odhadu stavu a predikce výstupu je moºno po£ítat z p·vodního neroz²í-
°eného modelu. D·vod je tento: z rovnic (10.18) a (10.19) je vid¥t, ºe derivace g′ a h′ jsou

násobeny p°ír·stkem stavu
(
ξt − ξ̂t

)
, kde ξ̂t je bod, v n¥mº provádíme Taylor·v rozvoj,

coº je poslední bodový odhad stavu. Stejný bodový odhad je ale dosazen za ξt a pomocí
n¥ho se po£ítá p°í²tí bodový odhad v algoritmu KF. P°ír·stek tedy bude

(
ξ̂t − ξ̂t

)
= 0.

Proto se p°i výpo£tu st°ední hodnoty p·vodního (neroz²í°eného) stavu uplatní jen ab-
solutní £len rozvoje, coº je pravá strana p·vodního stavového modelu. �ást roz²í°eného
stavu, která obsahuje neznámé parametry, z·stává p°i výpo£tu st°ední hodnoty stejná.

2. Konstanta Qx nebo Qy se p°i výpo£tu kovariancí neuplatní. D·vod ukáºeme ve zjednodu-
²eném p°ípad¥ na výpo£tu rozptylu z náhodné veli£iny X plus konstanta a

D [X + a] = E
[
(X + a− E [X + a])

2
]

= E
[
(X + a− E [X]− a)

2
]

=

= E
[
(X − E [X])

2
]

= D [X] .

Rozptyl náhodné veli£iny X + a a náhodné veli£iny X je stejný. Podobn¥ to v obecném
p°ípad¥ platí i pro kovariance.

Realizace roz²í°eného KF je tedy následující:

1. Z minulého kroku máme �poslední� odhad stavu ξ̂t = ξt|t−1.

2. Vezmeme tu £ást odhadu, která odpovídá p·vodnímu stavu, a podle p·vodní výstupní
rovnice

yt = Axt

spo£teme predikci výstupu ŷt.
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3. Kovariance po£ítáme podle matic roz²í°ené výstupní rovnice

yt = Ãdξt

s vynechanou konstantou Qy.

4. P°epo£teme (�ltrace) ξt|t−1 → ξt|t
Pozn.: K vývoji odhadovaných parametr· dochází jen v této £ásti algoritmu.

5. Za poslední odhad stavu dosadíme ξ̂t = ξt|t.

6. Kovariance p°epo£teme s maticemi roz²í°eného stavového modelu bez konstanty

ξt+1 = M̃dξt.

7. P°epo£et (predikce) stavu provedeme podle p·vodní stavové rovnice

xt+1 = Mxt,

p°i£emº £ást stavu ξt odpovídající neznámým parametr·m z·stává nezm¥n¥na.

11 Programy

11.1 Diferenciální a Diferen£ní rovnice

11.1.1 Diferenciální rovnice

P°i modelování stejn¥ jako i v dal²ích úlohách se pohybujeme výhradn¥ v diskrétním £ase.
D·vodem k tomu je p°edev²ím pouºití po£íta£·, které realizují odvozené algoritmy p°irozen¥
v opakovaných £asových okamºicích s danou periodou. Nicmén¥ £as v reálném sv¥t¥ se tvá°í
spojit¥ a diskrétní £as vzniká um¥le - vzorkováním.

Spojité d¥je jsou modelovány diferenciálními rovnicemi. Nej£ast¥ji se snaºíme pro modelování
pouºít rovnice s konstantními koe�cienty. Pokud jde o popis ne°ízeného systému, nap°. odezvy na
po£áte£ní podmínku, pouºijeme homogenní rovnici. �ízení se objeví jako pravá strana rovnice.
�e²ení, odezva systému, je pak zaloºeno na °e²ení homogenní rovnice a lze pouºít nap°. metodu
variace konstanty. Základem je ale °e²ení homogenní rovnice, kterého si blíºe pov²imneme pro
rovnice 1. a 2. °ádu.

V prvé fázi se °e²í charakteristická rovnice a °e²ení diferenciální rovnice se odhadne ve vhodném
(exponenciálním) tvaru.

V druhé fázi se dopo£ítají volné koe�cienty tak, aby °e²ení vyhovovalo zadaným po£áte£ním
podmínkám. Pro druhý °ád diferenciální rovnice je charakteristická rovnice kvadratická a podle
typu jejího °e²ení dostáváme ur£itý typ °e²ení diferenciální rovnice.

Toto jsou v²echno známé v¥ci. Nicmén¥, pro více podrobností je moºno nahlédnout do kapitoly
11.9.

Analytické i numerické °e²ení a jejich porovnání je dáno v programech T01dif2p1.m, T02dif2p2.m
a T03dif2p3.m.
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c l c , c l e a r a l l
%% D i f f e r e n t i a l equat ion o f the 2nd order
%% and i t s s o l u t i o n ( two r e a l r oo t s )

a1=5; a0=6; % c o e f f i c i e n t s y ' '+ a1 . y'+a0 . y
y0=5; y1=5; % i n i t i a l va lue at t imes 0 and −1
nt=10; % number o f s t ep s
h=.001; % numerica l s tep

b1=2−a1∗h ; % numerica l r e a l i z a t i o n
b2=−1+a1∗h−a0∗h^2; % d e r i v a t i v e s r ep laced by d i f f e r e n c e s

% an a l y t i c a l s o l u t i o n ( f o r one mul t ip l e root )
t t=h : h : nt ; % dense time f o r numerics
z=15∗exp(−2∗ t t )−10∗exp(−3∗ t t ) ; % an a l y t i c a l r e sponse

% numerica l s o l u t i o n ( f o r one mul t ip l e root )
y=[y0 y1 ] ; % i n i t i a l c ond i t i on s
j =2; % counter o f vec to r items
f o r t=t t % loop o f numerica l computation

j=j +1;
y ( j )=b1∗y ( j−1)+b2∗y ( j −2); % numer i ca l ly d i s c r e t i z e d equat ion

end

% r e s u l t s
f i g u r e (1 )
p l o t ( tt , y ( 3 : end ) , tt , z )
l egend ( 'num. s o l . ' , ' anal . s o l . ' , 0 )

c l c , c l e a r a l l
%% D i f f e r e n t i a l equat ion o f the 2nd order
%% and i t s s o l u t i o n ( one mul t ip l e root )

a1=2; a0=1; % c o e f f i c i e n t s y ' '+ a1 . y'+a0 . y
y0=5; y1=5; % i n i t i a l va lue at t imes 0 and −1
nt=10; % number o f s t ep s
h=.001; % numerica l s tep

b1=2−a1∗h ; % numerica l r e a l i z a t i o n
b2=−1+a1∗h−a0∗h^2; % d e r i v a t i v e s r ep laced by d i f f e r e n c e s

% an a l y t i c a l s o l u t i o n ( f o r one mul t ip l e root )
t t=h : h : nt ; % dense time f o r numerics
z=(5+5∗ t t ) . ∗ exp(− t t ) ; % an a l y t i c a l r e sponse

% numerica l s o l u t i o n ( f o r one mul t ip l e root )
y=[y0 y1 ] ; % i n i t i a l c ond i t i on s
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j =2; % counter o f vec to r items
f o r t=t t % loop o f numerica l computation

j=j +1;
y ( j )=b1∗y ( j−1)+b2∗y ( j −2); % numer i ca l ly d i s c r e t i z e d equat ion

end

% r e s u l t s
f i g u r e (1 )
p l o t ( tt , y ( 3 : end ) , tt , z )
l egend ( 'num. s o l . ' , ' anal . s o l . ' , 0 )

c l c , c l e a r a l l
%% D i f f e r e n t i a l equat ion o f the 2nd order
%% and i t s s o l u t i o n ( two complex roo t s )

a1=4; a0=13; % c o e f f i c i e n t s y ' '+ a1 . y'+a0 . y
y0=5; y1=5; % i n i t i a l va lue at t imes 0 and −1
nt=10; % number o f s t ep s
h=.001; % numerica l s tep

b1=2−a1∗h ; % numerica l r e a l i z a t i o n
b2=−1+a1∗h−a0∗h^2; % d e r i v a t i v e s r ep laced by d i f f e r e n c e s

% an a l y t i c a l s o l u t i o n ( f o r one mul t ip l e root )
t t=h : h : nt ; % dense time f o r numerics
z=exp(−2∗ t t ) .∗ ( 5∗ cos (3∗ t t )+10/3∗ s i n (3∗ t t ) ) ; % an a l y t i c a l r e sponse

% numerica l s o l u t i o n ( f o r one mul t ip l e root )
y=[y0 y1 ] ; % i n i t i a l c ond i t i on s
j =2; % counter o f vec to r items
f o r t=t t % loop o f numerica l computation

j=j +1;
y ( j )=b1∗y ( j−1)+b2∗y ( j −2); % numer i ca l ly d i s c r e t i z e d equat ion

end

% r e s u l t s
f i g u r e (1 )
p l o t ( tt , y ( 3 : end ) , tt , z )
l egend ( 'num. s o l . ' , ' anal . s o l . ' , 0 )

11.1.2 Diferen£ní rovnice

Stejn¥ jako u diferenciálních rovnic tak i tady si v²imneme homogenních diferen£ních rovnic 1.
a 2. °ádu. Pro n¥ op¥t odhadneme °e²ení obecné rovnice a dopo£ítáme volné parametry podle
po£áte£ních podmínek. Pro konkrétní °e²ení je moºno nahlédnout do kapitoly 11.9.
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Analytické i numerické °e²ení a jejich porovnání je dáno v programech T04dfc2p1.m T05dfc2p2.m
a T06dfc2p3.m.

c l c , c l e a r a l l
%% Di f f e r e n c e equat ion o f the 2nd order
%% and i t s s o l u t i o n ( two r e a l r oo t s )

lam1=.2; lam2=.3; % so l u t i o n to the c h a r a c t e r i s t i c equat ion
y0=5; y1=5; % i n i t i a l va lue at t imes 0 and −1
nt=10; % number o f s t ep s

a1=−(lam1+lam2 ) ; % c o e f f i c i e n t s o f the d f ce equat ion
a0=lam1∗ lam2 ; % y( t+2)+a1 . y ( t+1)+a0 . y ( t )

% ANALYTICAL SOLUTION (FOR TWO DIFFERENT ROOTS)
tau=1:nt ; % d i s c r e t e time f o r s imu la t i on
oo=ones ( s i z e ( tau ) ) ;
c1=(y1−lam2∗y0 )/ ( lam1−lam2 ) ;
c2=(y1−lam1∗y0 )/ ( lam2−lam1 ) ;
z=c1 ∗( lam1∗oo ) .^ tau+c2 ∗( lam2∗oo ) .^ tau ; % an a l y t i c a l r e sponse

% NUMERICAL (RECURSIVE) SOLUTION
y=[y0 y1 ] ; % i n i t i a l c ond i t i on s
f o r t=1: nt % loop o f numerica l computation
y ( t+2)=−a1∗y ( t+1)−a0∗y ( t ) ; % numer i ca l ly d i s c r e t i z e d equat ion

end

% RESULTS
s=2:nt+1;
f i g u r e (1 )
p l o t ( s , y ( s ) , s , z , ' o ' )
l egend ( 'num. s o l . ' , ' anal . s o l . ' , 0 )

c l c , c l e a r a l l
%% Di f f e r e n c e equat ion o f the 2nd order
%% and i t s s o l u t i o n ( two r e a l r oo t s )

lam1=.2; lam2=.2; % so l u t i o n to the c h a r a c t e r i s t i c equat ion
y0=5; y1=5; % i n i t i a l va lue at t imes 0 and −1
nt=10; % number o f s t ep s

a1=−(lam1+lam2 ) ; % c o e f f i c i e n t s o f the d f ce equat ion
a0=lam1∗ lam2 ; % y( t+2)+a1 . y ( t+1)+a0 . y ( t )

% ANALYTICAL SOLUTION (FOR TWO DIFFERENT ROOTS)
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tau=1:nt ; % d i s c r e t e time f o r s imu la t i on
oo=ones ( s i z e ( tau ) ) ;
c1=y0 ;
c2=y1/lam1−y0 ;
z=c1 ∗( lam1∗oo ) .^ tau+c2∗ tau . ∗ ( lam2∗oo ) .^ tau ; % an a l y t i c a l r e sponse

% NUMERICAL (RECURSIVE) SOLUTION
y=[y0 y1 ] ; % i n i t i a l c ond i t i on s
f o r t=1: nt % loop o f numerica l computation
y ( t+2)=−a1∗y ( t+1)−a0∗y ( t ) ; % numer i ca l ly d i s c r e t i z e d equat ion

end

% RESULTS
s=2:nt+1;
f i g u r e (1 )
p l o t ( s , y ( s ) , s , z , ' o ' )
l egend ( 'num. s o l . ' , ' anal . s o l . ' , 0 )

c l c , c l e a r a l l
%% Di f f e r e n c e equat ion o f the 2nd order
%% and i t s s o l u t i o n ( two r e a l r oo t s )

s e t t i n g =1; % type 1 = se t c o e f f i c i e n t s , 2 = s e t r oo t s o f char . eq .

i f s e t t i n g==2
% s e t t i n g o f the c o e f f i c i e n t s o f d fc equat ion
a1=−.4; a0=.29; % c o e f f i c i e n t s o f the d f ce equat ion
i f a1^2−4∗a0>=0, % check i f r oo t s are complex

d i sp ( 'The roo t s are not complex ' )
r e turn

end
re=−a1 /2 ; im=sq r t (−a1^2+4∗a0 ) / 2 ; % r e a l and imaginar par t s o f the roo t s
lam1=−re−im∗ i ; lam2=−re+im∗ i ; % s o l u t i o n to the c h a r a c t e r i s t i c equat ion

e l s e
% s e t t i n g o f r oo t s o f d fc equat ion
re=−.2; im=.5;
lam1=−re−im∗ i ; lam2=−re+im∗ i ; % s o l u t i o n to the c h a r a c t e r i s t i c equat ion
a1=−(lam1+lam2 ) ; % c o e f f i c i e n t s o f the d f ce equat ion
a0=lam1∗ lam2 ; % y( t+2)+a1 . y ( t+1)+a0 . y ( t )

end

y0=5; y1=5; % i n i t i a l va lue at t imes 0 and −1
nt=10; % number o f s t ep s

r=sq r t ( re^2+im^2) ; % rad iu s o f the root
th=atan ( im/ re ) ; % ang le o f the root
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% ANALYTICAL SOLUTION (FOR TWO DIFFERENT ROOTS)
tau=1:nt ; % d i s c r e t e time f o r s imu la t i on
oo=ones ( s i z e ( tau ) ) ;
c1=y0 ; % constant
c2=(y1/r−y0∗ cos ( th ) )/ s i n ( th ) ; % constant
A=(r ∗ ones (1 , nt ) ) . ^ tau ; % constant
z=A. ∗ ( c1∗ cos ( th∗ tau)+c2∗ s i n ( th∗ tau ) ) ; % an a l y t i c a l r e sponse

% NUMERICAL (RECURSIVE) SOLUTION
y=[y0 y1 ] ; % i n i t i a l c ond i t i on s
f o r t=1: nt % loop o f numerica l computation
y ( t+2)=−a1∗y ( t+1)−a0∗y ( t ) ; % numer i ca l ly d i s c r e t i z e d equat ion

end

% RESULTS
s=2:nt+1;
f i g u r e (1 )
p l o t ( s , y ( s ) , s , z , ' o ' )
l egend ( 'num. s o l . ' , ' anal . s o l . ' , 0 )

11.1.3 Diskretizace

Diferen£ní rovnice dávají °e²ení ve tvaru diskrétní funkce (posloupnosti £ísel indexovaných dis-
krétním £asem). Tato diskrétní veli£ina je tvo°ena vzorky spojité odezvy, generované p°íslu²nou
diferenciální rovnicí. Tedy na diferen£ní rovnici lze pohlíºet jako na diskretizaci diferenciální
rovnice ve smyslu shody odezev v okamºicích vzorkování. Otázka zní: jak dostaneme diferen£ní
rovnici která je diskretizací dané diferenciální rovnice. Odpov¥¤ pro homogenní rovnice s kon-
stantními koe�cienty lze nalézt v kapitole 11.9.

Poznámka:

Pro diskretizaci te také samoz°ejm¥ moºno pouºít Laplaceovu a Z-transformaci, stejn¥ jako pro
nalezení °e²ení t¥chto rovnic.
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11.2 Simulace

11.2.1 T11simCont2

Simulace regresního modelu druhého °ádu

Teorie

Simulace je úloha, p°i které z modelu se zadanými parametry generujeme data. Vyuºití simulace
je v podstat¥ dvojí

• generování dat pro jiné experimenty,

• jednokroková predikce výstupu.

Predikci lze vyuºít nap°. pro vyhodnocení odhadu, kdy p·vodní data ze kterých jsme provád¥li
odhad srovnáme s daty predikovanými ze stejného modelu, který jsme pouºili pro simulaci, ale
s dosazenými bodovými odhady parametr·.

Predikci lze provést snadno tak, ºe model s odhadnutými parametry pouºijeme jako p°i simulaci,
ale s nulovým ²umem (bez ²umu). Druhá alternativa pro predikci je pouºít model i se ²umem s
s odhadnutou sm¥rodatnou odchylkou.

První postup odpovídá teorii - predikce je podmín¥ná st°ední hodnota, druhá varianta krom¥
st°ední hodnoty ukazuje i neur£itost predikce.

Program

· · · je £itelný.

P°epína£ ui volí typ vstupního signálu ut. Moºno dopsat i sv·j vlastní vstupní signál.

V £asové smy£ce se generuje výstup yt. Simuluje se regresní model druhého °ádu s absolutním
£lenem.

Na konci programu se uloºí data datT11 pro vyuºití v dal²ích úlohách.

Doporu£ené pokusy

1. Zvolte svoje parametry a, b, k a s a ov¥°te jejich význam.

2. Zkuste r·zné typy vstupu - parametr ui.

3. Zkuste zadat parametry modelu tak, aby výstupem byla sinusovka a dále tlumená sinu-
sovka.
Návod: Nastavte regresní model tak, aby p°edstavoval diferen£ní rovnici popisující sinu-
sovku nebo tlumenou sinusovku.
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c l c , c l e a r a l l
%% Simulat ion o f the second order r e g r e s s i o n model
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

% PARAMETERS OF THE SIMULATION
nd=100; % length o f data
iu=1; % type o f c on t r o l ( s e e below )
a=[ .4 . 2 ] ; % parameters at yt
b=[1 . 2 − . 5 ] ; % parameters at ut
k=0; % constant (model abso lu t e term )
s =.1 ; % no i s e var i ance

yt=ze ro s (1 , nd ) ;
yt (1)=1; yt (2)=3; % i n i t i a l c ond i t i on s f o r output
% s e l e c t i o n o f the type o f c on t r o l
switch iu

case 1 , ut=randn (1 , nd ) ;
case 2 , ut=ones (1 , nd ) ;
case 3 , ut=ze ro s (1 , nd ) ;
case 4 , ut=[ ones (1 , f i x (nd /2)) −1∗ones (1 , nd−f i x (nd / 2 ) ) ] ;
o the rw i se
% wr i t e your own con t r o l

end

% TIME LOOP OF THE SIMULATION
f o r t=3:nd
% r e g r e s s i o n model
yt ( t)=a∗yt ( t−1:−1: t−2)'+b∗ut ( t :−1: t−2)'+k+s ∗ randn ;

end

save datT11 yt ut

% RESULTS OF THE SIMULATION
f i g u r e (1 )
subplot (211) , p l o t ( 1 : nd , ut ) , t i t l e ( ' Control ' )
subplot (212) , p l o t ( 1 : nd , yt ) , t i t l e ( ' Output ' )

11.2.2 T12simDisc

Simulace diskrétního modelu

Teorie

Diskrétní model má v²echny veli£iny s kone£ným po£tem hodnot. Tyto veli£iny £asto vyja-
d°ují ur£ité okolnosti p°i kterých sledujeme modelovanou veli£inu. M·ºe to být �denní doba� s
hodnotami 1=den, 2=jitro,ve£er, 3=noc. N¥které veli£iny mohou být také diskretizovány, nap°.
�rychlost� s hodnotami 1=normální, 2=velká.

Diskrétní model f (yt|yt−1, ut) je zadán parametrem ve form¥ tabulky, nap°.
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ut, yt−1 yt = 1 yt = 2
1, 1 0.2 0.8
1, 2 0.6 0.4
2, 1 0.1 0.9
2, 2 0.3 0.7

.

�ísle v °ádcích tabulky jsou pravd¥podobnosti - kaºdý °ádek má sou£et jedna. Nap°., kdyº
zvolím ut = 2 a bylo yt−1 = 1 je pravd¥podobnost, ºe yt = 1 rovna 0.1 a pro yt = 2 je to
dopln¥k, tedy 1-0.1=0.9, protoºe uº nic jiného nem·ºe nastat.

Tak nap°íklad parametr

ut, yt−1 yt = 1 yt = 2
1, 1 0 1
1, 2 1 0
2, 1 0 1
2, 2 1 0

vyjad°uje deterministický systém, který bez ohledu na °ízení bude stále na výstupu st°ídat
hodnoty 1 a 2.

Program

· · · pouºívá n¥které programovací triky:

• P°íkaz r=rand(1,nd)<.3 generuje vektor r nul a jedni£ek. Tam, kde je rand<.3 bude 1
jinak bude 0. Nula je tedy s pravd¥podobností 0.7 a 1 s pravd¥podobností 0.3 (podle délek
interval· .3-1 a 0-.3).

2− r p°evádí 0 na 2 a 1 na 1; tedy P (1) = 0.3 a P (2) = 0.7.

• P°íkaz i=2*(u-1)+y generuje £íslo °ádku v tabulce parametru - 1, 1 → 1, 1, 2 → 2,
2, 1→ 3, 2, 2→ 4.

�ízení ut se generuje tak, ºe P (ut = 1) = 0.3 a P (ut = 2) = 0.7.

Simulace se provádí v £asové smy£ce, a to tak, ºe podle hodnot ut(t) a yt (t− 1) se ur£í po°adí
°ádku v tabulce parametru a podle pravd¥podobností v tomto °ádku se generuje hodnota yt (t) .

Na konci programu se uloºí data datT12 pro vyuºití v dal²ích úlohách.

Doporu£ené pokusy

1. Za£n¥te simulovat data s maximální neur£itostí (jak ve výstupu tak i ve vlivu vstupu na
výstup).

2. Ubírejte neur£itost na výstupu. Pak p°ejd¥te na systém deterministický.

3. Formulujte n¥jakou funkci modelu a pak ji realizujte volbou parametru.
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c l c , c l e a r a l l
%% Simulat ion o f d i s c r e t e model
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−
% (mult inomial model − c on t r o l l e d co in with memmory)
% f ( yt ( t ) | ut ( t ) , yt ( t−1) ) , yt , ut=1,2

% PARAMETERS OF THE SIMULATION
% model parameter
%yt ( t )=1 =2 ut ( t ) yt ( t−1)
th= [ . 2 . 8 % 1 1

. 6 . 4 % 1 2

. 9 . 1 % 2 1

. 3 . 7 ] ; % 2 2
% E. g . i f ut ( t )=2 and yt ( t−1)=1 then P( yt ( t )=1)=.9 e tc .

nd=200; % number o f s t ep s
yt=ze ro s (1 , nd ) ; % de c l a r a t i on
ut=2−(rand (1 , nd ) <.3) ; % con t r o l v a r i ab l e P( ut=1)=.3 , P( ut=2)=.7
yt (1)=1; % i n i t i a l cond i t i on f o r output

% TIME LOOP OF THE SIMULATION
f o r t=2:nd

i =2∗(ut ( t )−1)+yt ( t−1); % row in the model parameter
yt ( t )=2−(rand<th ( i , 1 ) ) ; % genera t i on o f the output

end

save datT12 yt ut

% RESULTS OF THE SIMULATION
f i g u r e (1 )
subplot (211) , p l o t ( 1 : nd , ut , ' g : . ' )
t i t l e ( ' Input ' )
ax i s ( [ 0 nd+1 . 9 2 . 1 ] )
subplot (212) , p l o t ( 1 : nd , yt , ' b : . ' )
t i t l e ( ' Output ' )
ax i s ( [ 0 nd+1 . 9 2 . 1 ] )

11.2.3 T13simLogReg

Simulace logistického modelu

Teorie

Logistický model pouºijeme pro popis diskrétního výstupu, který závisí jak na diskrétních tak
i na spojitých veli£inách. Základním trikem logistického modelu je, ºe regresí nemodelujeme
hodnoty výstupu, ale pravd¥podobnosti t¥chto hodnot. Pro jednoduchost uvaºujeme jen hodnoty
0 a 1.
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Model má tvar
log

pt
1− pt

= ψ
′

tΘ + et,

kde pt = P (yt = 1|ψt,Θ) , 1 − pt = P (yt = 0|ψt,Θ) a ψ
′

tΘ je lineární regrese s regresním
vektorem ψt = [1, ψ1, ψ2, · · · , ψn]

′
a parametrem Θ = [Θ0,Θ1,Θ2, · · · ,Θn] .

Funkce logit(p) = log (p/ (1− p)) : p → logit (p) je transformací intervalu (0, 1) na celou
reálnou osu.

Model funguje takto: regrese ψ
′

tΘ+et má reálnou hodnotu. Ta se transformuje funkcí (logit)
−1 na

hodnotu z intervalu (0, 1) , coº je pravd¥podobnost P (yt = 1| · · · ). Je-li ψ′tΘ velké, je P (yt = 1| · · · )
velká a bude yt = 1. A naopak.

Program

· · · je £itelný. Pouºívá se funkce logit_inv, která realizuje inverzi zmín¥ného vzorce, která je

logit_inv=exp {z}/(1 + exp (z))

Na konci programu se uloºí data datT13 pro vyuºití v dal²ích úlohách.

Doporu£ené pokusy

1. Zkuste zvolit své nezávisle prom¥nné x1 a x2 a parametry th - v n¥kterých p°ípadech
m·ºeme dostat stále stejné yt. Co to znamená?

2. Jak dosáhneme zm¥ny neur£itosti v modelu?16

c l c , c l e a r a l l , c l o s e a l l
%% Simulat ion o f d i s c r e t e output depending on mixed va r i a b l e s
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

% PARAMETERS OF THE SIMULATION
nd=100; % number o f data
th=[1 . 5 −2] ' ; % reg . c o e f f i c i e n t s ( with const . at beg . )
sd =.1; % no i s e std .

% SIMULATION
yt=ze ro s (1 , nd ) ;
xt=ze ro s (3 , nd ) ;
% time loop
f o r t=1:nd

x1=rand+1; % cont inuous input
x2=rand >.4; % d i s c r e t e input
xt ( : , t )=[1 x1 x2 ] ' ; % r e g r e s s i o n vec to r ( with 1 at the beg . )
z = xt ( : , t ) '∗ th +sd∗ randn ; % output o f the r e g r e s s i o n
py ( t)= log i t_ inv ( z ) ; % trans fo rmat ion to p r obab i l i t y
yt ( t)=round (py ( t ) ) ; % output in addmis s ib l e va lue s (more probab . )

16Malý rozptyl ²umu + velké hodnoty parametr· = malá neur£itost, a naopak.
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end

save datT13 yt xt

% RESULTS OF THE SIMULATION
f i g u r e (1 )
subplot (311) , p l o t ( 1 : nd , yt , ' r . ' )
ax i s ( [ 0 nd+1 −.1 1 . 1 ] )
t i t l e ( ' Output ' )
subplot (312) , p l o t ( 1 : nd , xt ( 2 , : ) , ' . ' )
t i t l e ( ' Continuous input ' )
subplot (313) , p l o t ( 1 : nd , xt ( 3 , : ) , ' . ' )
t i t l e ( ' D i s c r e t e input ' )

11.2.4 T14simState

Simulace se stavovým modelem

Teorie

Stavový model popisuje veli£inu, kterou nem·ºeme p°ímo m¥°it, a o které se dozvídáme jen
prost°ednictvím m¥°eného vstupu a výstupu. Model má dv¥ rovnice. První popisuje dynamický
vývoj stavu, druhá ukazuje, jak se stav projeví ve výstupu

xt+1 = Mxt +Nut + wt,

yt = Axt +But + vt.

Simulace za£íná z po£áte£ní hodnoty x1. V kaºdém kroku spo£te budoucí stav xt+1 a také výstup
yt, který spolu s vstupem ut nese informaci o stavu xt.

Program

· · · je velice jednoduchý.

Na konci programu se uloºí data datT14 pro vyuºití v dal²ích úlohách.

Doporu£ené pokusy

1. Zkuste zvolit své parametry a po£áte£ní podmínku.

2. Sledujte odezvy modelu bez ²umu.

3. Kdy bude systém stabilní?17

17Je stabilní, kdyº v²echna vlastní £ísla maticeM , tj. ko°eny rovnice det(M−λI) = 0, jsou v absolutní hodnot¥
men²í neº 1.
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c l c , c l e a r a l l
%% Simulat ion with a 2−dimens iona l s ta te−space model
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

% PARAMETERS OF THE SIMULATION
nd=100; % number o f data

% model parameterers x ( t+1)=Mx( t)+Nu( t ) , y ( t)=Ax( t)+Bu( t )
M=[.6 −.3

. 2 . 1 ] ;
N=[3 − . 1 ] ' ;
A=[ .1 2 ] ;
B=1;
Rw=eye ( 2 ) ;
Rv=.1;

xt=ze ro s (2 , nd ) ;
ut=rand (1 , nd ) ;
yt=ze ro s (1 , nd ) ;
x=ze ro s ( 2 , 1 ) ; % i n i t i a l c ond i t i on s f o r s t a t e

% TIME LOOP OF SIMULATION
f o r t=2:nd
x=M∗x+N∗ut ( t)+ sq r t (Rw)∗ randn ( 2 , 1 ) ;
yt ( t)=A∗x+B∗ut ( t)+ sq r t (Rv)∗ randn ;
xt ( : , t )=x ;

end

save datT14 xt yt ut M N A B

% RESULTS OF SIMULATION
f i g u r e (1 )
subplot (211) , p l o t ( xt ' )
t i t l e ( ' State va r i ab l e s ' )
subplot (212) , p l o t ( 1 : nd , ut , 1 : nd , yt )
legend ( ' input ' , ' output ' , 0 )

11.3 Odhad

11.3.1 T21estCont2

Odhad parametr· regresního modelu 2. °ádu

Teorie

Regresní model má rovnici
yt = ψ

′

tθ + et,

kde ψt = [yt−1, yt−2, ut, ut−1, ut−2, 1]
′ a θ = [a1, a2, b0, b1, b2, k].
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Algoritmus odhadu:

V0 po£áte£ní statistika,

y0 po£áte£ní podmínka,

t = 1

1. Ψ =
[
yt ψ

′

t

]′
roz²í°ený regresní vektor

2. Vt+1 = Vt + ΨΨ′ p°epo£et informa£ní matice

3. t = t+ 1, je-li t ≤ nd jdi na 1.

V → Vy, Vyψ, Vψ. th = inv (Vψ)Vyψ, r = (Vy − Vyψth) /nd

Program

· · · sleduje uvedený algoritmus.

Po£áte£ní informa£ní matice je V=zeros(7)+1e-8*eye(7). To je nulová matice s nepatrnou dia-
gonálou, kterou p°idáváme proto, aby matice neztratila vlastnost pozitivní de�nitnosti.

Touto maticí vyjad°ujeme úplnou po£áte£ní neznalost. Pokud bychom cht¥li tuto zadat s více
informací, m·ºeme postupovat takto. Generujeme po£áte£ní data - tj, pro n¥kolik náhodn¥
zvolených regresních vektor· dosadíme do modelu a spo£teme p°íslu²né výstupy. Tato data po-
uºijeme pro konstrukci po£áte£ní informa£ní matice podle stejného algoritmu, jako p°i vlastním
odhadování. Tuto po£áte£ní simulaci m·ºeme provést ru£n¥.

Simulovaná data se otev°ou z disku p°íkazem load datT11. Tato data byla vytvo°ena a uloºena
programem T11simCont2.m

Doporu£ené pokusy

1. Simulujte a pouºijte k odhadu data s r·zným mnoºstvím neur£itosti. V²imn¥te si p°esnosti
odhadu.

2. Prove¤te odhad s r·zn¥ velikým vybuzením systému (velikost ²umu a °ídící veli£iny)

3. Odhadujte pro r·zné typy °ízení (skok, sinusovka, skoky, ²um). Porovnejte p°esnost od-
hadu.

4. Zkuste odhadovat s r·zn¥ velkou po£áte£ní informací.18

c l c , c l e a r a l l
%% Estimation o f 2nd order r e g r e s s i o n model ( uses T11)
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

load datT11 yt ut
nd=length ( yt ) ;

18�ím více po£áte£ních dat se pouºije, tím je informace siln¥j²í. Po£áte£ní data se mohou i opakovat.
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V=ze ro s (7)+1e−8∗eye ( 7 ) ;
th=ze ro s (6 , nd ) ;
r=ze ro s (1 , nd ) ;
f o r t=3:nd

p s i =[yt ( t :−1: t−2) ut ( t :−1: t−2) 1 ] ;
V=V+psi '∗ p s i ;
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; Vp=V( 2 : end , 2 : end ) ;
th ( : , t )=inv (Vp)∗Vyp ;
r ( t )=(Vy−Vyp'∗ inv (Vp)∗Vyp)/ t ;

end

s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 5 0 0 60 600 600 ] )
f o r i =1:6

subplot (6 , 1 , i ) , p l o t ( th ( i , : ) )
i f i ==1, t i t l e ( ' Regres s ion c o e f f i c i e n t s ' ) , end

end
s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 5 0 60 400 200 ] )
p l o t ( r )
t i t l e ( ' Noise var iance ' )

11.3.2 T22estDisc

Odhad parametr· diskrétního modelu

Teorie

Uvaºujeme diskrétní model ve form¥ tabulky

ut, yt−1 yt = 1 yt = 2
1, 1 Θ1|11 Θ2|11

1, 2 Θ1|12 Θ2|12

2, 1 Θ1|21 Θ2|21

2, 2 Θ1|22 Θ2|22

Jedná se o model typu �°ízená koruna s pam¥tí�. M·ºeme si p°edstavit, ºe máme korunu, kterou
házíme, a ºe to, co padne, závisí jednak na tom, jak si minci poloºíme p°i házení na dla¬ (°ízení)
a také na tom, co padlo v p°edchozím pokusu - t°eba ºe na stranu, která minule padla dol·, se
n¥co p°ilepilo a minci rozváºilo. Pravd¥podobnost toho, co padne, tedy je

f (yt|ut, yt−1) .

To znamená: jestliºe znám ut = i a yt−1 = j, bude pravd¥podobnost yt = 1 rovna Θ1|ij a
pravd¥podobnost yt = 2 bude Θ2|ij (podle tabulky).

Z toho plyne, ºe na model lze pohlíºet jako na 4 koruny, kaºdá je zadána svým regresním
vektorem [ut, yt−1] a má své parametry - p°íslu²ný °ádek tabulky. Odtud také plyne, ºe sou£et
£ísel v kaºdém °ádku tabulky musí bít roven jedné.

Odhad provádíme podle algoritmu:
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ν0 po£áte£ní statistika (matice 4x2) nulová nebo s po£áte£ními hodnotami,

zvolíme po£áte£ní podmínku y0,

t = 1

1. máme ut a yt−1

2. zm¥°íme yt

3. ur£íme prvek statistiky s indexem yt|ut, yt−1 a p°i£teme k n¥mu jedni£ku

4. t = t+ 1, jestliºe t ≤ nd, jdi na 1.

Bodové odhady parametru dostaneme tak, ºe kaºdý °ádek tabulky se statistikou d¥líme sou£tem
jejích prvk· (tabulku normalizujeme).

Program

· · · je velmi jednoduchý a sleduje uvedený algoritmus. Pouºívá se výpo£et po°adí °ádku v tabulce
podle hodnot regresního vektoru [ut, yt−1]

i = 2 ∗ (ut(t)− 1) + yt(t− 1),

který p°i°azuje 1, 1→ 1, 1, 2→ 2, 2, 1→ 3 a 2, 2→ 4.

Simulovaná data se otev°ou z disku p°íkazem load datT12. Tato data byla vytvo°ena a uloºena
programem T12simDisc.m

Doporu£ené pokusy

1. Simulujte a pouºijte k odhadu data s r·zným mnoºstvím neur£itosti. V²imn¥te si p°esnosti
odhadu.

2. Prove¤te odhad s r·zn¥ velikým vybuzením systému (velikost ²umu a °ídící veli£iny)

3. Zkuste odhadovat s r·zn¥ velkou po£áte£ní informací.19

c l c , c l e a r a l l
%% Estimation o f d i s c r e t e model ( uses T12)
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−

load datT12 yt ut
nd=length ( yt ) ;

V=ze ro s ( 4 , 2 ) ;
th=ze ro s (4 , nd ) ;
f o r t=2:nd

i =2∗(ut ( t )−1)+yt ( t−1);
j=yt ( t ) ;
V( i , j )=V( i , j )+1;

19�ím více po£áte£ních dat se pouºije, tím je informace siln¥j²í. Po£áte£ní data se mohou i opakovat.
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thp=V. / ( sum(V, 2 )∗ ones ( 1 , 2 ) ) ;
th ( : , t )=thp ( : , 1 ) ;

end

s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 5 0 0 60 600 600 ] )
f o r i =1:4

subplot (4 , 1 , i ) , p l o t ( th ( i , : ) )
ax i s ( [ 0 nd −.1 1 . 1 ] )
i f i ==1, t i t l e ( 'Model c o e f f i c i e n t s ' ) , end

end

11.3.3 T23LogRegM

Odhad parametr· logistické regrese

Teorie

Odhad logistické regrese je sloºit¥j²í, protoºe vyºaduje numerickou maximalizaci v¥rohodnostní
funkce. Není aº tak velký problém napsat vzorec pro v¥rohodnostní funkci pro nam¥°ená data
(pr·b¥ºný p°epo£et statistik jako v p°ípad¥ regresního a diskrétního modelu tady není moºný).
Dokonce lze i analyticky spo£ítat gradient a Hessián v¥rohodnostní funkce coº umoºní pouºít
jednoduchou Newtonovu metodu optimalizace. I program pro Newtonovu metodu je jednoduchý,
ale dohromady je toho zkrátka dost. Proto pouºijeme existujících funkcí Matlabu, které úlohu
odhadu logistické regrese °e²í.

Jsou to funkce:

• [p,dev,stats] = mnr�t(xt,yt); která po£ítá odhad regresních koe�cient· p

� p je odhad regresních koe�cient·

� xt a yt jsou data ve sloupcích (£as b¥ºí po °ádcích); xt je bez jedni£ky na za£átku.

� zbytek: help mnr�t

• py = mnrval(p,xt); která po£ítá pravd¥podobnosti hodnot výstup· p°i zadaných paramet-
rech p a regresních vektorech xt

� py jsou pravd¥podobnosti hodnot výstupu

� p jsou odhadnuté parametry

� xt jsou regresní vektory (bez jedni£ky na za£átku)

� dal²í: help mnrval

Program

· · · je v podstat¥ tvo°en voláním zmín¥ných procedur.

Simulovaná data se otev°ou z disku p°íkazem load datT13. Tato data byla vytvo°ena a uloºena
programem T13simLogReg.m
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Doporu£ené pokusy

1. Odhadujte p°i r·zné neur£itosti dat.20 Porovnejte výsledky podle chyby p°edpov¥di.

2. Simulujte £ist¥ diskrétní data a odhadn¥te je (i) pomocí diskrétního modelu (ii) pomocí
logistické regrese. Jaký je v tom významový rozdíl?21

c l c , c l e a r a l l , c l e a r f un c t i on s
rand ( ' seed ' , 1 2345 ) , randn ( ' seed ' , 1 359 )
%% Log i s t i c r e g r e s s i o n and i t s v e r i f i c a t i o n ( uses T13)
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

load datT13 yt xt
nd=length ( yt ) ; % length o f data

% ESTIMATION
xt=xt ( 2 : 3 , : ) ' ; % r e g r e s s i o n vec to r s ( without 1)
yt=yt '+1; % output (must s t a r t from 1)
[ p , dev , s t a t s ] = mnrf i t ( xt , yt );% s o l u t i o n to l o g i s t i c r e g r e s s i o

% PREDICTION
py=mnrval (p , xt ) ; yp=py ( : , 2 ) ; % s o l u t i o n to l o g i s t i c p r ed i c t i on

% RESULTS
f i g u r e ( 1 ) , p l o t ( 1 : nd , yt , ' bo ' , 1 : nd , yp , ' rx ' , 1 : nd , round (yp ) , ' g+ ')
legend ( ' output ' , ' prob . predic ' , ' rounded pred ' , 0 )
t i t l e ( ' L o g i s t i c r e g r e s s i on ' )
ax i s ( [ 0 nd+1 −.1 1 . 1 ] )

11.4 P°edpov¥¤

11.4.1 T31preCont2

P°edpov¥¤ s regresním modelem 2. °ádu

Teorie

Úkolem je p°edpovídat výstup soustavy np krok· dop°edu na základ¥ odhadnutého regresního
modelu 2. °ádu, tj.

yt = a1yt−1 + a2yt−2 + b0ut + b1ut−1 + b2ut−2 + k + et

Konstruujeme bodový odhad výstupu s modelem s dosazenými bodovými odhady parametr·.
Prakticky to znamená, ºe dosazujeme do modelu s odhadnutými hodnotami parametr· a bez

20O neur£itosti p°i simulaci se mluvilo u simulace. Neur£itost odhadu je vyjád°ena velikostí odhadnutých
regresních koe�cient·. �ím jsou hodnoty koe�cient· v¥t²í, tím mén¥ neur£itosti bylo v datech.

21Diskrétní model odhaduje pravd¥podobnosti v²ech stav· systému (stav· ve smyslu r·zných kon�gurací roz-
²í°eného regresního vektoru). Logistická regrese d¥lá nejd°íve ur£itý druh klasi�kace a pak odhaduje na t°ídách
této klasi�kace. Logistická regrese nevede na tak velké dimenze jako diskrétní model. Pozn. V²e je dosti voln¥

°e£eno.
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²umu a po£ítáme výstup. Pokud máme data (na za£átku p°edpov¥dí) dosazujeme tato data.
Kde (pozd¥ji) data chybí, dosazujeme bodové p°edpov¥di z minulých krok·.

Program

· · · je trochu sloºit¥j²í, protoºe spojuje t°i úlohy - simulaci, odhad a p°edpov¥¤.

Simulace a akumulace informace pro odhad se provádí v prvém cyklu. Po jeho skon£ení se
po£ítají bodové odhady parametr·.

Dal²í cyklus po£ítá np-krokovou p°edpov¥¤ výstupu. Vn¥j²í cyklus b¥ºí v £ase. Pro kaºdé t se

• sestaví vektor dat yi, která jsou v tomto £ase k dispozici (tedy do £asu t− 1),

• na základ¥ t¥chto dat se provede p°edpov¥¤ ŷt a za°adí se do vektoru yi,

• dále se p°edpovídá pro £asy i = t + 1, t + 2, · · · , t + mp − 1; p°itom se pouºívají data /
p°edpov¥di z vektoru yi.

Na záv¥r programu se srovnávají p°edpov¥di se skute£nými daty.

Doporu£ené pokusy

1. M¥¬te neur£itost simulovaných dat a porovnejte p°esnost p°edpov¥di.

2. Srovnejte výsledky p°edpov¥di na 1, 3, 5 a 10 krok·.

3. Ov¥°ení p°edpov¥di na stejných datech, která byla pouºita pro odhad není úpln¥ fér.
Upravte program tak, aby se odhadovalo a p°edpovídalo na r·zných mnoºinách dat.

4. Zkuste upravit program tak, aby se pr·b¥ºn¥ odhadovalo i p°edpovídalo. Ve stávající verzi
programu se nejd°íve odhaduje a kone£né výsledky odhadu se pouºijí pro p°edpov¥¤.

c l c , c l e a r a l l
%% Pred i c t i on with 2nd order r e g r e s s i o n model
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

%% zajímavé kt = s i n ( 0 : p i /2) a s i n ( 0 : p i /4)

nd=200; % number o f data ( both est im . and pred i c . )
np=13; % number o f s t ep s p fo r p r ed i c t i on

a=[ .4 . 2 ] ; % parameters at yt
b=.1∗ [1 . 2 − . 5 ] ; % parameters at ut
k=0; % constant (model abso lu t e term )
i f 1 % se t 0 f o r kt not used
kt=2∗ s i n ( p i ∗ ( 1 : nd)/nd ) ; % time varying model constant :D
e l s e kt=ze ro s (1 , nd ) ; end
s =.01; % no i s e var iance
ths=[a b k ] ' ; % parameters in one vec to r
p s i=@( t , y , u) [ y ( t−1:−1: t−2) u( t :−1: t−2) 1 ] ; % r e g r e s s i o n vec to r

% ( imp l i c i t f unc t i on )
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yt=ze ro s (1 , nd ) ;
ut=randn (1 , nd ) ;

% SIMULATION + ESTIMATION
V=1e−8∗eye ( 7 ) ; % i n i t i a l s t a t i s t i c s f o r e s t imat i on
f o r t=3:nd ,

yt ( t)=ps i ( t , yt , ut )∗ ths+kt ( t)+s ∗ randn ; % s imu la t i on ( uses imp l i c i t func . )
Ps i=[yt ( t ) p s i ( t , yt , ut ) ] ' ; % extended r e g r e s s i o n vec tor
V=V+Psi ∗Psi ' ; % update o f s t a t i s t i c s

end
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; Vp=V( 2 : end , 2 : end ) ; % pa r t i t i o n i n g o f s t a t i s t i c s
th=inv (Vp)∗Vyp ; % point e s t imate s o f reg . c o e f .
r=(Vy−Vyp'∗ inv (Vp)∗Vyp)/nd ; % no i s e var i ance
d i sp ( ' Estimated parameters ' )
th , r

% MULTI−STEP PREDICTION
f o r t =3:(nd−np+1)

y i=yt ( 1 : t−1); % o lde r data ( at time t )
f o r j =0:(np−1)

y i ( t+j )=ps i ( t+j , yi , ut )∗ th ; % p r ed i c t i on on i n t e r v a l 1 : np
end
yp ( t+np−1)=y i ( t+np−1); % works on p r ed i c t i o n s ( not data )

end

% RESULTS
f i g u r e (1 )
p l o t ( 1 : nd , yt , 1 : nd , yp , ' r : . ' , ' markers ize ' , 5 )
legend ( ' output ' , ' p r ed i c t i on ' , 0 )

% Remark 1
% I t i s p o s s i b l e to t r a n s f e r t h i s m− f i l e to
% current e s t imat i on . I t i s nece s sa ry to s t o r e cur rent
% es t imate s and to use them l a t e r .

% Remark 2
% The t r oub l e s with p r ed i c t i on can be demonstrated
% us ing i n t t e n s i t i e s with da i l y cour s e s as p r ed i c t ed data

11.4.2 T32preDisc

P°edpov¥¤ s diskrétním modelem

Teorie

Budeme p°edpovídat výstup soustavy np krok· dop°edu na základ¥ odhadnutého diskrétního
modelu ve form¥ tabulky
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yt−1 yt = 1 yt = 2

1 Θ̂1|1 Θ̂2|1
2 Θ̂1|2 Θ̂2|2

kde za neznámý parametr Θ dosadíme jeho bodový odhad Θ̂, který získáme p°edem odhadem z
dat.

Budeme uvaºovat ne°ízený model (bez ut) a prvního °ádu. V tomto p°ípad¥ lze pouºít b¥ºnou
maticovou symboliku a celý algoritmus vícekrokové p°edpov¥di je velice jednoduchý. np-krokovou
p°edpov¥¤ dostaneme tak, ºe po£áte£ní podmínku (yt−1) násobíme np-tou mocninou matice,
která se rovná transponované tabulce p°edstavující parametr modelu.

Program

· · · op¥t obsahuje n¥kolik úloh:

První cyklus generuje data a ihned také p°epo£ítává odhadovou statistiku. Po ukon£ení cyklu
se ze statistiky po£ítají bodové odhady parametru. Pro simulace se pouºívá p°edpis

yt(t)=(rand<th(yt(t-1),1))+1;

ve kterém se podle hodnoty minulého výstupu yt−1 vybere °ádek tabulky parametru a p°íkazem
rand<p se vyrobí 1 pro rand < p a 0 pro rand ≥ p. Protoºe interval (0, p) má délku p, bude
P (0) = p a P (1) = 1 − p. P°i£tená jedni£ka p°evede 0,1 → 1,2. P°epo£et statistiky se provádí
tak, ºe k prvku statistiky s indexem yt|yt−1 se p°i£te jedni£ka.

Druhý cyklus provádí v kaºdém £ase t p°edpov¥¤ np krok· dop°edu. Po£áte£ní podmínka je
f (yt−1) pravd¥podobnostní funkce pro yt−1. Pro yt−1 = 1 je f (yt−2) = [1, 0]

′ (tedy P (1) = 1 a
P (2) = 0), pro yt−1 = 2 je f (yt−2) = [0, 1]

′
. Pato po£áte£ní podmínka se násobí maticí Θnp a

dostaneme pravd¥podobnostní funkci f (yt+np−1|yt−1) . Bodový odhad ur£íme jako tu hodnotu
výstupu, která má v¥t²í pravd¥podobnost.

Na záv¥r programu se srovnávají p°edpov¥di se skute£nými daty.

Doporu£ené pokusy

1. M¥¬te neur£itost simulovaných dat a porovnejte p°esnost p°edpov¥di.

2. Srovnejte výsledky p°edpov¥di na 1, 3, 5 a 10 krok·.

3. Upravte program tak, aby se odhadovalo a p°edpovídalo na r·zných mnoºinách dat.

4. Zkuste upravit program tak, aby se pr·b¥ºn¥ odhadovalo i p°edpovídalo.

c l c , c l e a r a l l
%% Pred i c t i on with d i s c r e t e model

% TASK PARAMETERS
nd=100; % number o f data
np=1; % length o f p r ed i c t i on
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% np=1 means p r ed i c t i o n t−1 −> t
% model parameter
%yt ( t )=1 =2 yt ( t−1)
th= [ . 2 . 8 % 1

. 6 . 4 ] ; % 2

% SIMULATION + ESTIMATION
yt=ze ro s (1 , nd ) ;
yt (1)=2; % i n i t i a l output
V=1e−8∗eye ( 2 ) ; % i n i t i a l s t a t i s t i c s
% loop f o r s imu la t i on
f o r t=2:nd

yt ( t )=(rand<th ( yt ( t −1) ,1))+1; % output gene ra t i on
V( yt ( t−1) , yt ( t ))=V( yt ( t−1) , yt ( t ))+1; % s t a t i s t i c s recomputation

end
th=V. / ( sum(V, 2 )∗ ones ( 1 , 2 ) ) ; % point e s t imate s o f model parameter

% PREDICTION
yp=ones (1 , nd ) ;
f o r t=2:nd−np

i f yt ( t−1)==1, y0=[1 0 ] ' ; % prob . o f output at time t
e l s e y0=[0 1 ] ' ; end
py=th^np∗y0 ; % prob . o f p r ed i c t ed output
[ xxx yp ( t+np)]=max(py ) ; % point e s t imate o f output

end

% RESULTS
f i g u r e (1 )
p l o t ( 1 : nd , yt , ' x ' , 1 : nd , yp , ' ro ' )
t i t l e ( ' P r ed i c t i on with d i s c r e t e model ' )
l egend ( ' output ' , ' p r ed i c t i on ' , 0 )
ax i s ( [ 0 nd+1 . 9 2 . 1 ] )

11.4.3 T34statEstKF

Odhad stavu (Kalman·v �ltr)

Teorie

Odhad stavu je úloha, p°i které odhadujeme nem¥°enou veli£inu xt z m¥°ených dat - vstupu ut
a výstupu yt. Lineární stavový model je

xt+1 = Mxt +Nut + wt

yt = Axt +But + vt

kde stav xt je sloupcový vektor, yt, ut uvaºujeme skalární, M, N, A, B jsou matice známých
parametr· odpovídajících rozm¥r·. �umy wt a vt uvaºujeme jako normální s nulovou st°ední
hodnotou a kovarian£ní maticí (rozptylem) Rw a Rv. Odhad se provádí jako rekurze pro st°ední
hodnoty a kovarian£ní matice rozd¥lení.
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Odhad stavu probíhá ve dvou stupních:

• zm¥°í se nová data a provede se p°epo£et minulého odhadu stavu podle chyby predikce, tj.
podle rozdílu mezi p°edpov¥zeným výstupem z modelu a výstupem nam¥°eným - �ltrace

• �ltrovaný odhad stavu se p°edpovídá do budoucího £asu (uº bez nov¥ m¥°ené informace)
podle modelu - predikce.

Tak dochází k p°epo£t·m
x̂t|t−1 → x̂t|t → x̂t+1|t

kde st°í²ka zna£í odhad, první index ozna£uje £as kam odhad pat°í, druhý index ozna£uje £as,
do kterého byla zahrnuta m¥°ená data.

Program

· · · obsahuje vlastn¥ jen volání procedury Kalman, která provádí vlastní rekurzivní odhad stavu

• [x,Rx,yp(t)]=Kalman(x,yt(t),ut(t),M,N,A,B,Rw,Rv,Rx); popis procedury Kalman je ve vlast-
ním programu.

� x je stav (je to vstup - výstupní veli£ina, dochází k p°epo£tu)

� Rx je kovarian£ní matice odhadu stavu (rovn¥º se p°epo£ítá)

� yp je predikce výstupu

� yt, ut jsou data

� M,N,A,B jsou matice stavového modelu

� Rw je kovarian£ní matice ²umu wt
� Rv je rozptyl ²umu vt

Kovarian£ní matice je t°eba na za£átku odhadu zadat.

Matici Rx zadáme jako diagonální, s dosti velkými £ísly na diagonále. Tato matice vyjad°uje
na²i ned·v¥ru k po£áte£nímu odhadu stavu. �ím jsou £ísla na diagonále v¥t²í, tím je v¥t²í na²e
ned·v¥ra.

Matice Rw a £íslo Rv zadáváme podle apriorní znalosti dat. Z modelu je

wt = xt+1 −Mxt −Nut a vt = yt −Axt −But.

Odtud se snaºíme získat odhady Rw a Rv. Na jejich dobrém odhadu dosti závisí celý proces
odhadu stavu. Toto místo je £asto pro odhad kritické.

Na záv¥r programu se srovnává odhad stavu se stavem simulovaným.
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Doporu£ené pokusy

1. Testujte závislost pr·b¥ºného odhadu stavu na volb¥ jeho po£áte£ní hodnoty.

2. Testujte kvalitu odhadu stavu v závislosti na volb¥ Rx.

3. Testujte kvalitu odhadu stavu v závislosti na volb¥ Rw a Rv.

c l c , c l e a r a l l
%% State e s t imat i on (Kalman f i l t e r ) − uses T14
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

load datT14 xt yt ut M N A B
nd=length ( yt ) ; % number o f data

% TASK PARAMETERS
Rw=1∗eye ( 2 ) ; % s t a t e no i s e covar iance
Rv=.1; % output no i s e vovar iance
Rx=1000∗ eye ( 2 ) ; % est imated s t a t e covar iance

% ESTIMATION
yp=ze ro s (1 , nd ) ;
xp=ze ro s (2 , nd ) ;
x=ze ro s ( 2 , 1 ) ; % i n i t i a l s t a t e
% loop f o r s t a t e e s t imat i on
f o r t=2:nd

[ x ,Rx , yp ( t )]=Kalman(x , yt ( t ) , ut ( t ) ,M,N,A,B,Rw,Rv ,Rx ) ;
xp ( : , t )=x ;

end

% RESULTS
f i g u r e (1 )
subplot (311) , p l o t ( 1 : nd , xt ( 1 , : ) , 1 : nd , xp ( 1 , : ) )
t i t l e ( ' F i r s t s t a t e entry ' )
l egend ( ' s ta te ' , ' est imate ' , 0 )
subplot (312) , p l o t ( 1 : nd , xt ( 2 , : ) , 1 : nd , xp ( 2 , : ) )
t i t l e ( ' Second s t a t e entry ' )
l egend ( ' s ta te ' , ' est imate ' , 0 )
subplot (313) , p l o t ( 1 : nd , yt ( 1 , : ) , 1 : nd , yp ( 1 , : ) )
t i t l e ( ' Output ' )
l egend ( ' output ' , ' est imate ' , 0 )
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11.5 Klasi�kace

11.5.1 T41classMix

Odhad modelu sm¥si komponent, klasi�kace

Teorie

P°edpokládáme, ºe data jsou generována z kone£ného po£tu r·zných zdroj·, z nichº kaºdý má
sv·j samostatný model - komponentu. Výsledný model (model sm¥si komponent) je konvexní
kombinací t¥chto komponent22. P°i odhadu sm¥sového modelu se ur£ují parametry komponent
a jejich váhy. Pro odhad parametr· komponent je t°eba pr·b¥ºn¥ odhadovat tzv. ukazovátko.
To je náhodný proces, který v kaºdém £ase ukazuje na komponentu, která je práv¥ aktivní, tj. k
níº pat°í generovaná data. Toto ukazovátko t°ídí p°icházející data do jednotlivých komponent,
tj. provádí klasi�kaci dat. Predikce ze sm¥sového modelu a klasi�kace dat jsou dv¥ nejd·leºit¥j²í
úlohy, které lze s modelem sm¥si realizovat.

Odhad modelu sm¥si komponent je po teoretické stránce dosti sloºitá úloha, která vyºaduje
aproximaci. Tento model nedává rekurzivní odhad s reprodukujícím se Bayesovým vzorcem.
Abychom tuto úlohu pokud moºno zjednodu²ili, p°ijmeme následující p°edpoklady:

1. Uvaºujeme aproximaci, která v·bec dovolí úlohu realizovat. Ta spo£ívá v tom, ºe ukazo-
vátko ve tvaru Kroneckerovy delta funkce (δ (c, ct) = 1 pro c = ct a jinak je nula - tedy
jedni£kou ukazuje na práv¥ akticní komponentu ct) nahradíme jeho st°ední hodnotou, tj.

δ (c, ct) → E [δ (c, ct) |d (t)] =

nc∑
c=1

δ (c, ct) f (ct|d (t)) =

= [P (ct = 1|d (t)) , P (ct = 2|d (t)) , · · · , P (ct = nc|d (t))]
′
.

Tedy p°ipou²tíme, ºe neexistuje jen jedna aktivní komponenta, ale aktivitu p°ebírají
v²echny komponenty, kaºdá se svou aktuální pravd¥podobností P (ct = c|d (t)) , c = 1, 2, · · · , nc.

2. Komponenty budeme p°edpokládat statické - tj., v datovém prostoru mají pevné st°edy
(centra) a data se kumulují (klastrují) kolem nich. V dvourozm¥rném p°íkladu je datový
prostor rovina a klastry jsou shluky dat kolem pevných bod·.

3. Pro výpo£et datové p°edpov¥di, podle které se ur£ují pravd¥podobnosti aktivity jednotli-
vých komponent, pouºijeme jako odhad parametr· komponenty místo aposteriorní hp (jak
nakazuje bayesovství) jen jejich bodové odhady. Pravd¥podobnosti aktuality komponent
pak získáme tak, ºe zm¥°ený datový vzorek dosadíme do v²ech komponent s dosazenými
bodovými odhady parametr· a získaný vektor hodnot znormalizujeme na sou£et jedna.
Tento postup je názorný, jednoduchý a chyba, které se dopustíme tím, ºe nepouºijeme
celou aposteriorní hp není velká.

Postup odhadu je pak následující:

Ur£íme po£et komponent a jejich po£áte£ní umíst¥ní (st°ední hodnoty komponent) a ²í°ku (ko-
varian£ní matice komponent). Ur£íme po£áte£ní odhad pravd¥podobností se kterými jsou kom-
ponenty aktivovány - to je α.

22Konvexní kombinace má za váhy pravd¥podobnosti. Ty jsou nezáporné a v sou£tu dají jedni£ku.

96



1. Zm¥°íme nová data.

2. Ur£íme datové p°edpov¥di pro v²echny komponenty.

3. Ur£íme pravd¥podobnosti komponent α (normalizace statistiky)

4. Z datových predikcí a pravd¥podobností komponent ur£íme aktuální váhy komponent wt.

5. Aktualizujeme statistiky parametr· (data váºíme pomocí wt)

6. Aktualizujeme statistiku pro odhad α (op¥t s vahami wt)

7. Konec? ne - jdeme na 1.

Program

· · · má n¥kolik £ástí.

Nejd°íve se simulují data. Podle zadaných pravd¥podobností se vybere aktivní komponenta a z
ní se generují data.

V dal²í £ásti programu se provádí odhad, kombinovaný s klasi�kací tak, jak jsme uvedli v mi-
nulém odstavci. Nejprve probíhá inicializace odhadu (po£áte£ní statistiky). Volbou parametru
ini lze vybrat jednu z p°edvolených variant. První je trochu nefér, protoºe staví na skute£ných
centrech komponent, druhá se opírá jen o po£áte£ní data. Význam dobrého po£áte£ního odhadu
center je velmi d·leºitý.

Dále se realizuje vý²e popsaný algoritmus. Funkce Gauss2 po£ítá hodnotu gaussovského dvou-
rozm¥rného modelu po dosazení dat. Vzhledem k numerice, funkce po£ítá logaritmus hodnot
jednotlivých komponent. Vektor t¥chto hodnot se pak p°edb¥ºn¥ normuje aby maximální hod-
nota byla nula. Pak se prvky vektoru �exponencializují� a znovu se provádí normalizace na
jednotkový sou£et. P°edb¥ºná normalizace p°evede hodnoty na �rozumná� £ísla, ze kterých je
moºno po£ítat exponenciálu.

Funkce v2th2 po£ítá bodové odhady parametr· komponent.

Na konci se prezentují výsledky:

• Graf 1 ukazuje vývoj odhadu regresních koe�cient· - krouºky jsou skute£né polohy center,
body vyzna£ují postupné up°es¬ování odhad·.

• Graf 2 zobrazuje

� pr·b¥h vah wt b¥hem odhadu - pravd¥podobnosti p°eskakují z jedné komponenty na
druhou,

� aktuální pravd¥podobnosti aktivity komponent (ze sou£asných dat),

� pravd¥podobnosti aktivity jednotlivých komponent (z minulých dat),

• Graf 3 ukazuje simulované datové klastry, pouºité pro odhad.
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Doporu£ené pokusy

1. Testujte schopnosti klasi�kace pro r·zné datové vzorky (r·zné tvary klastr· a jejich vzá-
jemné vzdálenosti).

2. Testujte, jak daleko od skute£ných center komponent mohou leºet po£áte£ní centra tak,
aby odhad je²t¥ prob¥hl úsp¥²n¥.

3. Simulujte negaussovské klastry a zhodno´te výsledky klasi�kace.

4. Pokuste se navrhnout nový, lep²í zp·sob inicializace odhadového algoritmu.

c l c , c l e a r a l l , c l o s e a l l
%% Mixture model e s t imat i on and c l a s s i f i c a t i o n
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

nd=2200; % number o f data f o r e s t imat i on
n i =10; % number o f data f o r i n i t i a l i z a t i o n
i n i =1; % type o f i n i t i a l i z a t i o n ( s ee row 32)
sca=3; % s c a t t e r i n g o f the data cent r e

sd =.4;
f i =.995; % f o r g e t t i n g ( o f o l d e r data in e s t imat i on )
m={[−1 −1] ' [ 2 −2] ' [ 1 3 ] ' } ; % s imulated c en t r e s
S={sd ∗ [ 1 1 ; 0 1 ] sd ∗ [ 2 −1;0 1 ] sd ∗ [ 1 1 ; 0 3 ] } ; % s imulated s t . d ev i a t i on s
a l =[ .3 . 5 . 2 ] ; % s imulated comp . weights

% SIMULATION
c=ze ro s (1 , nd ) ;
yt=ze ro s (2 , nd ) ;
f o r t =1:(nd+ni )

c ( t)=sum( rand>cumsum( a l ))+1; % s e l e c t i o n o f component
yt ( : , t )=m{c ( t )}+S{c ( t )}∗ randn ( 2 , 1 ) ; % output gene ra t i on

end
y i=yt ( : , ( nd+1):nd+ni ) ; % data f o r i n i t i a l i z a t i o n
mi=mean( yi ' ) ' ; % cemter o f i n i t i a l data

% ESTIATION
% i n i t i a l i z a t i o n
f c=ze ro s ( 3 , 1 ) ;
Lp=ze ro s ( 3 , 1 ) ;
nu=ones ( 3 , 1 ) ;
V={1e−8∗eye (3 ) 1e−8∗eye (3 ) 1e−8∗eye ( 3 ) } ; % i n i t i a l component s t a t i s t i c s
f o r t=1: n i % i n i t i a l c en t r e s and corre spond ing s t a t i s t i c s

f o r i =1:3 ;
switch i n i

case 1 , cent=m{ i } ; % r e a l component c en t r e s
case 2 , cent=mi ; % cent r e o f i n i t i a l data

end
d=[ cent ; 1 ]+ [ sca ∗ randn ( 2 , 1 ) ; 0 ] ; % i n i t i a l reg . vetor
V{ i}= f i ∗V{ i}+d∗d ' ; % accumulation o f i n i t i a l s t a t i s t i c s
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end
end
f o r i =1:3

[ tp cp]=v2th2 (V{ i } , n i ) ; % i n i t i a l s t a t . −> i n i t i a l parameters
theta { i }=tp ' ; % i n i t i a l r e g r e s s i o n c o e f f i c i e n t s
covar { i }=cp /100 ; % i n i t i a l c ova r i ance s ( b e t t e r s l im )

end
% approximative e s t imat i on
f o r t=1:nd

f o r i =1:3
[ xxx Lp( i )]=Gauss2 ( yt ( : , t ) , theta { i } , covar { i } ) ; % weights from
% components ( from numerica l reasons , logar i thm are computed )

end
Lpn=Lp−max(Lp ) ; % norma l i za t i on to rea sonab l e va lue s
p=exp (Lpn ) ; % tak ing exponen t i a l s from logar i thms
i f sum( abs (p))<1e−8
p=ones ( 3 , 1 ) ; % i f a l l p are zero , take uniform

end
wp=p .∗ nu ; % weight w i s p ropo r t i ona l to f ( y | c )∗ f ( c )
w=wp/sum(wp ) ; % norma l i za t i on to sum=1
% update o f s t a t i s t i c s f o r the po in t e r
nu=nu+w;
% update o f s t a t i s t i c s f o r the components
f o r i =1:3
d=[yt ( : , t ) ; 1 ] ;
V{ i }=V{ i}+w( i )∗d∗d ' ; % update
[ theta { i } covar { i }]=v2th2 (V{ i } , t ) ; % point e s t imate s

end
% s t o r i n g cur rent r e s u l t s
fmt ( : , t )=p/sum(p ) ; % f (y | c )
f c t ( : , t )=nu/sum(nu ) ; % f ( c )
wt ( : , t )=w; % weight w
fy t ( t )=[1 2 3 ]∗w; % output p r ed i c t i on
th1 ( : , t )=theta {1} ; % 1 s t component cent r e
th2 ( : , t )=theta {2} ; % 2nd component cent r e
th3 ( : , t )=theta {3} ; % 3rd component cent r e

end

% evo lu t i on o f the component c en t r e s
s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 6 0 0 60 600 600 ] )
hold on
p lo t ( th1 ( 1 , : ) , th1 ( 2 , : ) , ' r . : ' )
p l o t ( th2 ( 1 , : ) , th2 ( 2 , : ) , ' b . : ' )
p l o t ( th3 ( 1 , : ) , th3 ( 2 , : ) , ' g . : ' )
p l o t (m{1}(1) ,m{1}(2 ) , ' ro ' , ' markers ize ' , 1 2 , ' l inewidth ' , 3 )
p l o t (m{2}(1) ,m{2}(2 ) , ' bo ' , ' markers ize ' , 1 2 , ' l inewidth ' , 3 )
p l o t (m{3}(1) ,m{3}(2 ) , ' go ' , ' markers ize ' , 1 2 , ' l inewidth ' , 3 )
hold o f f
t i t l e ( ' Evolut ion o f component cent re s ' )
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ax i s ([−2 4 −4 4 ] )

% p r o b a b i l i t i e s in time
s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 8 0 60 500 600 ] )
s=.8∗nd : nd ;
s=1:nd ;
subplot (311) , p l o t ( s , wt ( : , s ) ' , ' . : ' )
t i t l e ( ' Weights wt=f (mt)∗ f ( c t ) ' )
ax i s ( [ min ( s )−1 max( s )+1 −.1 1 . 1 ] )
subplot (312) , p l o t ( s , f y t ( s ) ' , ' . ' )
t i t l e ( ' P robab i l i t y f ( yt ) ' )
ax i s ( [ min ( s )−1 max( s )+1 1 .1 3 . 1 ] )
subplot (313) , p l o t ( s , f c t ( : , s ) ' )
t i t l e ( ' P robab i l i t y f ( alpha ) ' )
ax i s ( [ min ( s )−1 max( s )+1 −.1 1 . 1 ] )
l egend ( 'C1 ' , ' C2 ' , ' C3 ' , 0 )

% data c l u s t e r s
s e t ( f i g u r e ( 3 ) , ' po s i t i on ' , [ 1 0 3 0 350 300 300 ] )
p l o t ( yt ( 1 , 1 : nd ) , yt ( 2 , 1 : nd ) , ' . ' )
t i t l e ( ' Data ' )

11.6 �ízení

11.6.1 T51ctrlCont

�ízení se spojitým modelem

Teorie

Dynamické programování je pom¥rn¥ sloºitá záleºitost. Proto budeme uvaºovat jen model prv-
ního °ádu a nejjednodu²²í kvadratické kriterium s penaliza£ní funkcí y2

t + λu2
t . Jedná se v pod-

stat¥ o postupnou minimalizaci kriteria na celém intervalu °ízení. Abychom dostali kauzální
regulátor, musíme minimalizaci provád¥t od konce intervalu proti sm¥ru £asu. V kaºdém kroku
provedeme nejd°íve st°edování p°es neznámý výstup a výsledek, který je funkcí ut a minulých
dat, pak minimalizujeme podle ut. Tím dostaneme p°edpis pro optimální °ízení. Jsme ale n¥kde
uvnit° intervalu °ízení a tak nemáme k dispozici veli£iny, které se mají do °ídícího p°edpisu
dosadit. Musím proto jen schovávat p°edpisy °ízení, aº dojdeme na za£átek intervalu. Tady uº
data máme a m·ºeme za£ít vlastní °ízení (aplikaci °ídícího zákona). Jsme v £ase t. Do °ízení
dosadíme data(t− 1) a dostaneme ut. To aplikujeme a zm¥°íme yt. Tím máme data(t) spo£teme
ut+1 aplikujeme a zm¥°íme yt+1. A tak dále aº na konec horizontu.

Program

· · · nejd°íve provede simulaci s nulovým °ízením. Tím dostaneme ne°ízený výstup pro porovnání
s °ízeným.
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Dále se provádí výpo£et °ídícího zákona, který je zde reprezentován koe�cientem St. Výpo£et
b¥ºí proti sm¥ru £asu.

Nakonec se provádí stejná simulace, jako na za£átku, ale s optimálním °ízením, podle spo£teného
°ídícího p°edpisu. �ízení má tvar

ut = −Styt−1

Jeho tvar je dán tvarem pouºitého modelu (tedy modelu 1. °ádu yt = a1yt−1 + b0ut + et).

Podle pouºitého kriteria °ídíme výstup na nulu. P°itom nechceme p°íli² velké °ídící zásahy, proto
je trochu penalizován i vstup. Penalizace vstupu by ale nem¥la p°íli² kazit vlastní °ízení.

Výsledný graf ukazuje ne°ízený výstup, k n¥mu pro srovnání °ízený výstup a také °ízení, které
bylo pouºito.

Doporu£ené pokusy

1. Zkuste °ízení s r·znou velikostí penalizace °ídící veli£iny. Ur£ete nalézt nejlep²í hodnotu
penalizace, která dá rozumnou °ídící veli£inu a p°itom p°íli² nepokazí vlastní °ízení.

2. Zkuste m¥nit simulovanou soustavu a sledujte výsledky °ízení.

3. Zkuste °ídit nestabilní soustavu - nap°. s koe�cientem a1 = 1.1.

c l c , c l e a r a l l
%% Dynamic programming f o r the f i r s t order r g r e s s i o n model
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

a1=.8 ; b0=1; % r e g r e s s i o n c o e f f i c i e n t s
se =.01; % model no i s e standard dev i a t i on
y0=5; % i n i t i a l c ond i t i on f o r output
l a =.1 ; % pena l i z a t i o n o f c on t r o l v a r i ab l e
nd=30; % length o f c on t r o l hor i zon

% SIMULATION
y=ze ro s (1 , nd ) ; y(1)=y0 ;
f o r t=2:nd
u( t )=0; % no con t r o l
y ( t)=a1∗y ( t−1)+b0∗u( t)+se ∗ randn ; % outputput without con to ro l

end

% CONTROL OPTIMIZATION
R=0; % i n i t i a l cond i t i on f o r Bellman func t i on
f o r t=nd:−1:2 % runs aga in s t the time
L=la /(1+R) ;
S{ t}=a1∗b0/(b0^2+L ) ; % c o e f f i c i e n t at u
R=L∗a1^2/(b0^2+L ) ; % p a r t i a l reminder

end

% CONTROL APPLICATION
yr=ze ro s (1 , nd ) ; yr (1)=y0 ; % i n i t i a l cond i t i on f o r output
ur=ze ro s (1 , nd ) ;
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f o r t=2:nd
ur ( t)=−S{ t }∗ yr ( t−1); % optimal c on t r o l
yr ( t)=a1∗yr ( t−1)+b0∗ur ( t)+se ∗ randn ; % output with opt . c on t r o l

end

% RESULTS
f i g u r e ( 1 ) , p l o t ( 1 : nd , y , ' b . : ' , 1 : nd , yr , ' r . : ' , 1 : nd , ur , ' g . : ' )
t i t l e ( ' Control to zero − dynamic programming , 1 s t order model ' )
l egend ( ' y − without cont ro l ' , ' yr − with cont ro l ' , ' ur − cont ro l ' , 0 )

11.6.2 T52ctrlDisc

�ízení s diskrétním modelem

Teorie

Pro konstrukci °ízení s diskrétním modelem platí obecn¥ stejná Bellmanova rovnice jako pro
spojitý p°ípad. Je to

ϕt = E
[
ω + ϕ∗t+1|ut, d (t− 1)

]
(11.1)

ϕ∗t = min
ut

ϕt, (11.2)

Po£ítá se od konce intervalu °ízení, tedy od £asu t = N , s po£áte£ní podmínkou ϕ∗N+1 = 0. V
diskrétním p°ípad¥ se ale po£ítá s tabulkami

[ut, yt−1] yt = 1 yt = 2
1, 1 x x
1, 2 x x
2, 1 x x
2, 2 x x

,

kde místo x stojí: penalizace, parametry modelu nebo prvky Bellmanovy funkce.

Penalizace: tvo°í tabulku, jejíº prvky penalizují jednotlivé stavy yt|ut, yt−1.

Model: je zadán tabulkou parametr·.

Bellmanova funkce ϕ : závisí jen na yt−1 - bude to °ádkový vektor s dv¥ma prvky.

Sou£et ve st°ední hodnot¥ (11.1): matice penalizací + matice 4x2 jejíº °ádky tvo°í ϕ∗t+1, které
závisí jen na yt (rozmyslet).

Program

· · · za£íná zadáním tabulky parametr· modelu a obdobné tabulky s penalizacemi.

V prvém cyklu programu se provádí optimalizace. První krok je st°edování v (11.1). Matici pe-
nalizací násobíme tabulkou modelu (prvek po prvku) a ve výsledku se£teme sloupce. Dostaneme
jeden sloupec, který máme minimalizovat p°es ut. Struktura sloupce je
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[ut, yt−1] E [·|·]
1, 1 a
1, 2 b
2, 1 c
2, 2 d

Jestliºe hodnota minulého výstupu je yt−1 = 1 pak volíme mezi prvky a a c. Prvek a zvolíme
výb¥rem ut = 1, prvek c volbou ut = 2. Pro p°ípad, ºe yt = 2 rozhodujeme podobn¥ mezi prvky
b a d. Volíme podle toho, který z dvojice prvk· a, c nebo b, d je men²í. Protoºe ale v okamºiku
této optimalizace nevíme, jaké bude yt−1, musíme si jen zapamatovat ob¥ volby - to je ten °ídící
zákon, podle kterého budeme pozd¥ji volit °ízení. Tento °ídící zákon schováváme v prom¥nné
us.

V dal²ím cyklu se pak jiº jen dosazuje do schovaného °ídícího zákona us a vypo£tené °ízení se
aplikuje.

Jako výsledek se zobrazují hodnoty vstupu a výstupu.

Doporu£ené pokusy

1. Zkuste volit r·zné modely pro simulaci. Jestliºe jsou prvky blízké 0 a 1, je model skoro
deterministický (m¥l by dob°e poslouchat °ízení). Hodnoty blízké 0.5 de�nují model s
velkým obsahem neur£itosti.

2. Volte r·zná kriteria °ízení (rozhodn¥te se, jaké cíle chcete sledovat, realizujte je pomocí
penalizací a pak sledujte, jak se cíle plní)23. Cíle kombinujte s r·zným zadáním po£áte£ní
hodnoty výstupu.

c l c , c l e a r a l l
%% Control with d i s c t r e t e dynamic model
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
% fp = omega + f s ( pena l ty funct ion , o ld c r i t e r i o n )
% f = E[ fp | d( t ) ] − expec ta t i on over y ( t+1)
% f s = min f => u( t+1) − optimal u

% VARIABLES TO BE SET
nh=30; % length o f c on t r o l i n t e r v a l
y0=1; % i n i t i a l c ond i t i on f o r output

% y 1 2 u y1 = c r i t e r i o n
om=[1 2 % 1 1

2 3 % 1 2
2 3 % 2 1
3 4 ] ; % 2 2

% y 1 2 u y1 = system model
th =[ .3 . 7 % 1 1

. 1 . 9 % 1 2

. 4 . 6 % 2 1

23Cíle mohou být nap°.: a´ je výstup stejný jako vstup nebo a´ se výstup pokud moºno nem¥ní.
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. 2 . 8 ] ; % 2 2

% computed v a r i a b l e s and i n i t i a l i z a t i o n s
% us=ze ro s (nh , 2 ) ;
f s=ze ro s ( 1 , 2 ) ;

% CONTROL LAW COMPUTATION
f o r t=nh:−1:1

fp=om+ones (4 ,1 )∗ f s ; % penal ty + reminder from l a s t s tep
% expec ta t i on
f=sum( ( fp .∗ th ) ' ) ' ; % expec ta t i on over y
% minimizat ion
i f f (1)< f ( 3 ) , % f o r y ( t−1)=1
us ( t ,1 )=1 ; f s (1)= f ( 1 ) ; % optimal cont ro l , minimum of c r i t e r i o n

e l s e
us ( t , 1 )=2 ; f s (1)= f ( 3 ) ; % optimal cont ro l , minimum of c r i t e r i o n

end
i f f (2)< f ( 4 ) , % f o r y ( t−1)=2
us ( t ,2 )=1 ; f s (2)= f ( 2 ) ; % optimal cont ro l , minimum of c r i t e r i o n

e l s e
us ( t , 2 )=2 ; f s (2)= f ( 4 ) ; % optimal cont ro l , minimum of c r i t e r i o n

end
end
J=f s ( y0 ) ; % f i n a l va lue o f c r i t e r i o n

% CONTROL APPLICATION
y(1)=y0 ;
f o r t=1:nh
u( t+1)=us ( t , y ( t ) ) ; % optimal c on t r o l
y ( t+1)=dsim (u( t +1) ,y ( t ) , th ) ; % s imu la t i on

end

% RESULTS
f i g u r e (3 )
p l o t ( 1 : nh+1,y , ' ro ' , 1 : nh+1,u , ' g+ ')
legend ( ' output ' , ' input ' , 0 )
ax i s ( [ . 8 nh+.2 , . 8 2 . 2 ] )
t i t l e ( ' Optimal c on t r o l with d i s c r e t e model ' )

f p r i n t f ( ' Minimal va lue o f the c r i t e r i o n : %g\n ' , J )

11.7 Sloºit¥j²í úlohy

11.7.1 T81adaptC1

Adaptivní °ízení s regresním modelem 1. °ádu

• metoda ustupujícího horizontu: V kaºdém kroku t je provedena syntéza °ízení na celém
horizontu t+nh, t+nh− 1, · · · , t+ 1 s parametry, odhadnutými k £asovému okamºiku t.
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Z navrºeného °ízení se realizuje jen jeden krok pro £as t. Nová data se p°idají do datového
vzorku a opakuje se odhad parametr·.

• bodové odhady parametr·: Optimálním výsledkem odhadu je aposteriorní hp. Ta by
m¥la být pouºita v syntéze °ízení. V tomto p°íklad¥ se, pro jednoduchost, po£ítají bodové
odhady parametr· (tj. jejich st°ední hodnota) a ty jsou dále pouºity pro syntézu na celém
intervalu °ízení.

Teorie

Pro °ízení je pouºito dynamické programování. P°i n¥m se po£ítá optimální °ízení s kvadratickým
kriteriem na celém intervalu budoucích vstup· a výstup·. Optimalizace za£íná na konci intervalu
a postupuje dop°edu s tím, ºe v kaºdém kroku se po£ítá st°ední hodnota p°íslu²né £ásti kriteria
a její minimalizací se získá p°edpis pro °ízení (výpo£et optimálního vstupu). Protoºe jsme v
budoucích £asových okamºicích, nelze °ízení zatím realizovat, protoºe budoucí data jejichº je
°ízení funkcí zatím neznáme. Jak dojdeme do £asu t + 1 dostaneme p°edpis pro ut+1, které je
funkcí dat v £asu t a p°ípadn¥ star²ích. Ty uº známe a °ízení m·ºeme realizovat. Tím získáme
data v £ase t+ 1 a m·ºeme realizovat dal²í °ízení. A tak dále.

Metoda ustupujícího horizontu kombinuje °ízení s odhadem. Z napo£ítaného °ízení na £asovém
intervalu realizuje jen jeden, aktuální krok, a po zm¥°ených nových datech aktualizuje odhady
parametr·.

Pro simulaci i jako model soustavy je zvolen regresní model 1. °ádu bez konstanty, tj.

yt = a1yt−1 + b0ut + et,

s normálním ²umem.

Program

· · · má následující strukturu:

• nejprve se zadají parametry úlohy a provede se inicializace veli£in,

• potom následuje smy£ka diskrétního £asu ve které se periodicky opakují následující úlohy

� simulace, kdy se aplikuje °ízení a m¥°í se hodnoty nového výstupu,

� odhad parametr·, kdy se p°epo£te statistika a po£ítají se bodové odhady

� optimalizace °ízení na °ídícím horizontu, kdy po£ítá p°edpis pro °ízení na horizontu,

� aplikace °ízení, kdy se pouºije poslední p°edpis pro výpo£et °ídící veli£iny.

Pomocí p°epína£e estim je moºno zvolit bu¤ °ízení se známými parametry nebo adaptivní
°ízení, kdy se parametry modelu pouºité v optimalizaci °ízení pr·b¥ºn¥ odhadují.

Jako výsledek se zobrazují dva grafy. První graf zobrazuje °ízený výstup soustavy - °ídí se na
nulu a druhý graf ukazuje vývoj odhadu parametr· modelu - horní obrázek ukazuje parametr a1

u výstupní veli£iny (rovná £ára je jeho skute£ná hodnota) a dolní obrázek totéº pro b0, koe�cient
u vstupu.
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Doporu£ené pokusy

1. Pro p°edvolenou soustavu i pro dal²í soustavy s jinými parametry porovnejte adaptivní
°ízení a °ízení se známými parametry.

2. Porovnejte kvalitu °ízení (jak adaptivního tak i s pevnými parametry) pro r·zn¥ dlouhý
horizont °ízení.
Poznámka: Vývoj °ídícího zákona na horizontu je moºno sledovat tak, ºe zastavíte program
(my²í klik na £írku p°ed £íslem p°íslu²ného °ádku programu) a zobrazíte prom¥nnou S.
�ísla by v okamºiku pouºití (tj. na konci) m¥la být ustálená.

3. Pokuste se upravit program tak, aby pouºíval tzv. iterace rozloºené v £ase, tj. aby vývoj
prom¥nné S (tj. Bellmanovy funkce) nepo£ítal vºdy znovu z nulové hodnoty, ale z hodnoty,
se kterou kon£il v minulém kroku. Délka horizontu se pak m·ºe zvolit mnohem krat²í.

c l c , c l e a r a l l , c l o s e a l l
%% Adaptive c on t r o l ( r e c e ed ing hor i zon with
%% point e s t imate s o f parameters )

nd=10; % length o f the adapt ive c on t r o l
nh=3; % length o f c on t r o l hor i zon
est im=1; % es t imat ion 1=yes , 2=no ( t rue par . are used )

a1=.99; b0=.5; s =.1 ; % system parameters
l a =.1 ; % pena l i z a t i o n o f c on t r o l
y (1)=5; u(2)=1; % i n i t i a l c ond i t i on s f o r output and input
V=eye (3)∗1 e−8; % i n i t i a l s t a t i s t i c s
f o r t=2:nd
% SIMULATION
y( t)=a1∗y ( t−1)+b0∗u( t)+s ∗ randn ;

% ESTIMATION
ps i =[y ( t ) y ( t−1) u( t ) ] ' ;
V=V+ps i ∗ps i ' ;
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; Vp=V( 2 : end , 2 : end ) ;
th ( : , t )=inv (Vp)∗Vyp ;
r ( t )=(Vy−Vyp'∗ inv (Vp)∗Vyp)/ t ;
i f est im==1
a1E=th (1 , t ) ; b0E=th (2 , t ) ;

e l s e
a1E=a1 ; b0E=b0 ;

end

% CONTROL OPTIMIZATION
R=0; % i n i t i a l c ond i t i on f o r Bellman func t i on
f o r i=nh:−1:1 % runs aga in s t the time
L=la /(1+R) ;
S{ i }=a1E∗b0E/(b0E^2+L ) ; % c o e f f i c i e n t at u
R=L∗a1E^2/(b0E^2+L ) ; % p a r t i a l reminder

end
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% CONTROL APPLICATION
u( t+1)=−S{1}∗y ( t ) ; % optimal c on t r o l

end

% RESULTS
s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 1 0 0 100 500 500 ] )
p l o t ( 1 : nd , y , 1 : nd , u ( 1 : nd ) )
t i t l e ( ' Contro l l ed output and con t r o l va r i ab l e ' )
l egend ( ' output ' , ' input ' , 0 )

s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 7 0 0 100 500 500 ] )
subplot (211) , p l o t ( 1 : nd , th ( 1 , : ) , [ 1 nd ] , [ a1 a1 ] , ' r ' )
t i t l e ( ' C o e f f i c i e n t at output ' )
ax i s ( [ 1 nd −2 2 ] )
l egend ( ' est imated ' , ' true ' , 0 )
subplot (212) , p l o t ( 1 : nd , th ( 2 , : ) , [ 1 nd ] , [ b0 b0 ] , ' r ' )
t i t l e ( ' C o e f f i c i e n t at input ' )
ax i s ( [ 1 nd −1 1 ] )
l egend ( ' est imated ' , ' true ' , 0 )

11.7.2 T82adaptC2

Adaptivní °ízení s regresním modelem 2. °ádu

• metoda ustupujícího horizontu: V kaºdém kroku t je provedena syntéza °ízení na celém
horizontu t+nh, t+nh− 1, · · · , t+ 1 s parametry, odhadnutými k £asovému okamºiku t.
Z navrºeného °ízení se realizuje jen jeden krok pro £as t. Nová data se p°idají do datového
vzorku a opakuje se odhad parametr·.

• bodové odhady parametr·: Optimálním výsledkem odhadu je aposteriorní hp. Ta by
m¥la být pouºita v syntéze °ízení. V tomto p°íklad¥ se, pro jednoduchost, po£ítají bodové
odhady parametr· (tj. jejich st°ední hodnota) a ty jsou dále pouºity pro syntézu °ízení.

• °ízení na ºádanou hodnotu (setpoint): �ízení minimalizující kriterium
∑
y2
t °ídí tak,

aby výstup byl pokud moºno nulový. Jestliºe pouºijeme kriterium
∑

(yt − wt)2
, °ídíme

tak, aby yt − wt bylo co nejblíºe nule, a tedy aby bylo yt = wt. Pr·b¥h wt se nazývá
ºádaná hodnota pro výstup (setpoint) a ten budeme uvaºovat jako pr·b¥ºn¥ známý, tedy
v kaºdém okamºiku t známe w (t) .
Poznámka: V programu bude formáln¥ zadán na celém intervalu °ízení, ale my po£ítáme
s tím, jako by dop°edu nebyl znám.

• regresní model jako stavový model: V rekurzivních výpo£tech, jako je nap°. výpo£et
Bellmanovy funkce v dynamickém programování, je výhodné pracovat s regresním mode-
lem ve stavovém tvaru. P°evod regresního modelu na stavový tvar je uveden v odstavci
2.4.

Teorie

Pro °ízení je pouºito dynamické programování. P°i n¥m se po£ítá optimální °ízení s kvadratickým
kriteriem na celém intervalu budoucích vstup· a výstup·. Optimalizace za£íná na konci intervalu
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a postupuje dop°edu s tím, ºe v kaºdém kroku se po£ítá st°ední hodnota p°íslu²né £ásti kriteria
a její minimalizací se získá p°edpis pro °ízení (výpo£et optimálního vstupu). Protoºe jsme v
budoucích £asových okamºicích, nelze °ízení zatím realizovat, protoºe budoucí data jejichº je
°ízení funkcí zatím neznáme. Jak dojdeme do £asu t + 1 dostaneme p°edpis pro ut+1, které je
funkcí dat v £asu t a p°ípadn¥ star²ích. Ty uº známe a °ízení m·ºeme realizovat. Tím získáme
data v £ase t+ 1 a m·ºeme realizovat dal²í °ízení. A tak dále.

Metoda ustupujícího horizontu kombinuje °ízení s odhadem. Z napo£ítaného °ízení na £asovém
intervalu realizuje jen jeden, aktuální krok, a po zm¥°ených nových datech aktualizuje odhady
parametr·.

Pro simulaci i jako model soustavy je zvolen regresní model 2. °ádu s konstantou, tj.

yt = a1yt−1 + a2xt−2 + b0ut + b1ut−1 + b2ut−2 + k + et,

s normálním ²umem.

Kriterium je ve tvaru ∑
(yt − wt)2

+ λu2
t .

Program

· · · má následující strukturu:

• nejprve se zadají parametry úlohy a inicializace veli£in,

• dále se objevuje volba dvou p°edem p°ipravených setpoint· (skoky a sinusový pr·b¥h),

• potom následuje smy£ka diskrétního £asu ve které se periodicky opakují následující úlohy

� simulace, kdy se aplikuje °ízení a m¥°í se hodnoty nového výstupu,

� odhad parametr·, kdy se p°epo£te statistika a po£ítají se bodové odhady; zde je
rovn¥º uvedena volba zda se dále pouºijí odhadnuté parametry nebo se parametry
simulované soustavy povaºují za známé,

� optimalizace °ízení na °ídícím horizontu, kdy po£ítá p°edpis pro °ízení na horizontu,
se opírá o stavový model, který vznikne p°evodem z regresního,

� aplikace °ízení, kdy se pouºije poslední p°edpis pro výpo£et °ídící veli£iny.

V úvodu programu se objevují dva p°epína£e:

• Pomocí p°epína£e estim je moºno zvolit bu¤ °ízení se známými parametry nebo adaptivní
°ízení, kdy se parametry modelu pouºité v optimalizaci °ízení pr·b¥ºn¥ odhadují.

• P°epína£ setp volí jeden ze zadaných setpoint·.

Jako výsledek se zobrazují dva grafy. První graf zobrazuje °ízený výstup soustavy - °ídí se na
nulu a druhý graf ukazuje vývoj odhadu parametr· modelu - horní obrázek ukazuje parametr a1

u výstupní veli£iny (rovná £ára je jeho skute£ná hodnota) a dolní obrázek totéº pro b0, koe�cient
u vstupu.
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Doporu£ené pokusy

1. Pro p°edvolenou soustavu i pro dal²í soustavy s jinými parametry porovnejte adaptivní
°ízení a °ízení se známými parametry.

2. Porovnejte kvalitu °ízení (jak adaptivního tak i s pevnými parametry) pro r·zn¥ dlouhý
horizont °ízení.
Poznámka: Vývoj °ídícího zákona na horizontu je moºno sledovat tak, ºe zastavíte program
(my²í klik na £írku p°ed £íslem p°íslu²ného °ádku programu) a zobrazíte prom¥nnou S.
�ísla by v okamºiku pouºití (tj. na konci) m¥la být ustálená. Protoºe S je bu¬ka, musíte
pro její výpis pouºít p°íkaz S {:} .

3. Pokuste se upravit program tak, aby pouºíval tzv. iterace rozloºené v £ase, tj. aby vývoj
prom¥nné S (tj. Bellmanovy funkce) nepo£ítal vºdy znovu z nulové hodnoty, ale z hodnoty,
se kterou kon£il v minulém kroku. Délka horizontu se pak m·ºe zvolit mnohem krat²í.

c l c , c l e a r a l l , c l o s e a l l
%% Adaptive c on t r o l ( r e c e ed ing hor i zon with po int e s t imate s o f parameters )
%% 2nd order r e g r e s s i o n model with constant , c on t r o l to g iven s e tpo i n t w

nd=100; % length o f the adapt ive c on t r o l
nh=15; % length o f c on t r o l hor i zon
est im=1; % es t imat ion 1=yes , 2=no ( t rue par . are used )
se tp=1; % type o f s e tpo i n t 1=step , 2=s i n e

a1=.6 ; a2=−.2; b0=.5; b1=−.3; b2=.1; k=1; s =.1 ; % system parameters
l a =.001; % pena l i z a t i o n o f c on t r o l
y (1)=5; y (2)=5; u (2)=1; u (2:3)= rand ( 1 , 2 ) ; % i n i t i a l c ond i t i on s f o r output and input
n2=f i x (nd /2 ) ; ndh=nd+nh ;
switch setp % se tpo i n t gene ra t i on

case 1 , w=[ z e ro s (1 , n2 ) ones (1 , nd−n2 ) z e ro s (1 , nh ) ] ;
case 2 , w=s in (2∗ pi ∗ ( 1 : ndh)/ndh ) ;

end
r f =[a1 a2 b0 b1 b2 k ] ; % r e f e r e n c e s to sim . parameters
V=eye (7)∗1 e−8; % i n i t i a l s t a t i s t i c s
R=0; % i n i t i a l cond i t i on f o r Bellman func t i on
f o r t=3:nd
% SIMULATION
y( t)=a1∗y ( t−1)+a2∗y ( t−2)+b0∗u( t)+b1∗u( t−1)+b2∗u( t−2)+k+s ∗ randn ;

% ESTIMATION
ps i =[y ( t :−1: t−2) u( t :−1: t−2) 1 ] ' ; % reg . vec to r
V=V+ps i ∗ps i ' ; % updt o f s t a t .
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; Vp=V( 2 : end , 2 : end ) ; % part . o f s t a t .
th ( : , t )=inv (Vp)∗Vyp ; % reg . c o e f f .
r ( t )=(Vy−Vyp'∗ inv (Vp)∗Vyp)/ t ; % no i s e var iance
i f est im==1 % adapt ive c on t r o l ?
a1=th (1 , t ) ; a2=th (2 , t ) ; b0=th (3 , t ) ;
b1=th (4 , t ) ; b2=th (5 , t ) ; k=th (6 , t ) ;

end
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% CONTROL OPTIMIZATION
R=ze ro s ( 5 ) ; Om=R; Om(1 ,1)=1; % i n i t . f o r dyn . programing
B=[b0 1 0 0 0 ] ' ;
A=ze ro s ( 5 ) ; A(1 , : )= [ a1 b1 a2 b2 k ] ; A(3 ,1)=1; A(4 ,2)=1; A(5 ,5)=1;
f o r i=nh:−1:1
A(1 ,5)=k−w( t+i −1); % s e tpo i n t and const . go toge the r
T=R+Om;
S{ i}=B'∗T∗A/(B'∗T∗B+la ) ;
R=A' ∗ (T−T∗B∗B'∗T/(B'∗T∗B+la ) )∗A;

end
% CONTROL APPLICATION
x1=[y ( t−1) u( t−1) y ( t−2) u( t−2) 1 ] ' ; % s t a t e
u( t+1)=−S{1}∗x1 ; % con t r o l v a r i ab l e

end

% RESULTS
s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 1 0 0 100 500 500 ] )
p l o t ( 1 : nd , y , 1 : nd , u ( 1 : nd ) , [ 1 nd ] , [ 0 0 ] , ' c−−')
t i t l e ( ' Contro l l ed output and con t r o l va r i ab l e ' )
l egend ( ' output ' , ' input ' , 0 )

s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 7 0 0 100 500 500 ] )
subplot (421) , p l o t ( 1 : nd , th ( 1 , : ) , [ 1 nd ] , r f (1 )∗ ones ( 1 , 2 ) , ' c−−')
t i t l e ( ' C o e f f i c i e n t a1 ' )
ax i s ( [ 1 nd −2 2 ] )

subplot (422) , p l o t ( 1 : nd , th ( 2 , : ) , [ 1 nd ] , r f (2 )∗ ones ( 1 , 2 ) , ' c−−')
t i t l e ( ' C o e f f i c i e n t a2 ' )
ax i s ( [ 1 nd −2 2 ] )

subplot (423) , p l o t ( 1 : nd , th ( 3 , : ) , [ 1 nd ] , r f (3 )∗ ones ( 1 , 2 ) , ' c−−')
t i t l e ( ' C o e f f i c i e n t b0 ' )
ax i s ( [ 1 nd −2 2 ] )

subplot (424) , p l o t ( 1 : nd , th ( 4 , : ) , [ 1 nd ] , r f (4 )∗ ones ( 1 , 2 ) , ' c−−')
t i t l e ( ' C o e f f i c i e n t b1 ' )
ax i s ( [ 1 nd −2 2 ] )

subplot (425) , p l o t ( 1 : nd , th ( 5 , : ) , [ 1 nd ] , r f (5 )∗ ones ( 1 , 2 ) , ' c−−')
t i t l e ( ' C o e f f i c i e n t b2 ' )
ax i s ( [ 1 nd −2 2 ] )

subplot (426) , p l o t ( 1 : nd , th ( 6 , : ) , [ 1 nd ] , r f (6 )∗ ones ( 1 , 2 ) , ' c−−')
t i t l e ( ' C o e f f i c i e n t k ' )
ax i s ( [ 1 nd −2 2 ] )

subplot (427) , p l o t ( 1 : nd , r , [ 1 nd ] , r f (1 )∗ ones ( 7 , 2 ) , ' c−−')
t i t l e ( ' C o e f f i c i e n t r ' )
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ax i s ( [ 1 nd −2 2 ] )

% subplot (428) , p l o t ( 1 : nd , th ( 2 , : ) , [ 1 nd ] , [ a1 a1 ] , ' r ' )
% t i t l e ( ' C o e f f i c i e n t b0 ' )
% ax i s ( [ 1 nd −2 2 ] )

11.7.3 T83adaptD

Adaptivní °ízení s diskrétním modelem 1. °ádu

• metoda ustupujícího horizontu: V kaºdém kroku t je provedena syntéza °ízení na celém
horizontu t+nh, t+nh− 1, · · · , t+ 1 s parametry, odhadnutými k £asovému okamºiku t.
Z navrºeného °ízení se realizuje jen jeden krok pro £as t. Nová data se p°idají do datového
vzorku a opakuje se odhad parametr·.

• bodové odhady parametr·: Optimálním výsledkem odhadu je aposteriorní hp. Ta by
m¥la být pouºita v syntéze °ízení. V tomto p°íklad¥ se, pro jednoduchost, po£ítají bodové
odhady parametr· (tj. jejich st°ední hodnota) a ty jsou dále pouºity pro syntézu °ízení.

Teorie

Pro °ízení je pouºito dynamické programování. P°i n¥m se po£ítá optimální °ízení s kriteriem da-
ným penaliza£ní tabulkou na celém intervalu budoucích vstup· a výstup·. Optimalizace za£íná
na konci intervalu a postupuje dop°edu s tím, ºe v kaºdém kroku se po£ítá st°ední hodnota p°í-
slu²né £ásti kriteria a její minimalizací se získá p°edpis pro °ízení (výpo£et optimálního vstupu).
Protoºe jsme v budoucích £asových okamºicích, nelze °ízení zatím realizovat, protoºe budoucí
data jejichº je °ízení funkcí zatím neznáme. Jak dojdeme do £asu t + 1 dostaneme p°edpis pro
ut+1, které je funkcí dat v £asu t a p°ípadn¥ star²ích. Ty uº známe a °ízení m·ºeme realizovat.
Tím získáme data v £ase t+ 1 a m·ºeme realizovat dal²í °ízení. A tak dále.

Metoda ustupujícího horizontu kombinuje °ízení s odhadem. Z napo£ítaného °ízení na £asovém
intervalu realizuje jen jeden, aktuální krok, a po zm¥°ených nových datech aktualizuje odhady
parametr·.

Pro simulaci i jako model soustavy je zvolen regresní model 1. °ádu

f (yt|ut, yt−1) ,

kde y i u nabývají hodnot z mnoºiny {1, 2} . Model je zadán tabulkou.

Program

· · · má následující strukturu:

• nejprve se zadají parametry úlohy a volí se typ vstupní veli£iny - optimální s a bez znalosti
skute£ných parametr· a dal²í pevné pr·b¥hy,

• dále se zadávají parametry pro simulaci a penaliza£ní funkce pro °ízení - obojí má formu
tabulky,
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• potom následují inicializace a smy£ka diskrétního £asu ve které se periodicky opakují ná-
sledující úlohy

� optimalizace °ízení na °ídícím horizontu, kdy se po£ítá p°edpis pro °ízení na celém
horizontu; tady se také po£ítá st°ední hodnota výstupu - v diskrétním p°ípad¥ je po-
stup následující: prvek po prvku se vynásobí tabulka penalizací + zbytek z minulého
kroku tabulkou modelu a výsledné dva sloupce se se£tou,

� aplikace °ízení, kdy se pouºije poslední p°edpis pro výpo£et °ídící veli£iny; zde je
také v¥tvení podle kterého se pouºije nebo nepouºije vypo£tená hodnota optimálního
°ízení,

� simulace, kdy se aplikuje °ízení a m¥°í se hodnoty nového výstupu,

� nakonec se provede odhad parametr·, kdy se p°epo£te statistika a po£ítají se bodové
odhady.

Poznámka: V²imn¥te si, ºe £asová smy£ka probíhá trochu jinak neº tomu bylo d°íve. Není to
tím, ºe se jedná o diskrétní model. Smy£ku m·ºeme za£ít kdykoli, ale podle toho musíme dodat
apriorní veli£iny.

V úvodu programu je p°epína£ control, který volí typ °ídící veli£iny.

Jako výsledek se zobrazují dva grafy. První graf zobrazuje °ízený výstup soustavy - °ídí se na
nulu a druhý graf ukazuje vývoj odhadu parametr· modelu - horní obrázek ukazuje parametr a1

u výstupní veli£iny (rovná £ára je jeho skute£ná hodnota) a dolní obrázek totéº pro b0, koe�cient
u vstupu.

Doporu£ené pokusy

1. Pro p°edvolenou soustavu i pro dal²í soustavy s jinými parametry porovnejte adaptivní
°ízení a °ízení se známými parametry. Pokuste se soustavu i penaliza£ní funkci zvolit podle
n¥jakého pravidla - nap°. soustava nerada m¥ní výstupní hodnoty a °ídit se má tak, jak
výstup tak i °ízení m¥ly malé hodnoty (tedy ne 2). Sledujte, do jaké míry °ízení poslouchá
to, co jste po n¥m cht¥li.
Poznámka: Pokud neposlouchá, zkontrolujte zda je zadání takové, ºe v·bec lze va²e pokyny
poslechnout.

2. Porovnejte kvalitu °ízení (jak adaptivního tak i s pevnými parametry) pro r·zn¥ dlouhý
horizont °ízení.
Poznámka: Vývoj °ídícího zákona na horizontu je moºno sledovat tak, ºe zastavíte program
(my²í klik na £írku p°ed £íslem p°íslu²ného °ádku programu) a zobrazíte prom¥nnou us.
�ísla by v okamºiku pouºití (tj. na konci) m¥la být ustálená.

c l c , c l e a r a l l , c l o s e a l l
rand ( ' seed ' , 979153 )
%% Adaptive c on t r o l with d i s c r e t e model
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

nd=200; % length o f c on t r o l i n t e r v a l
nh=10; % con t r o l hot i zon
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c on t r o l =5; % type o f c on t r o l :
% 0=optimal with known parameters ,
% 1=adapt ive optimal ,
% 2=no contro l , 3=step response ,
% 4=s i n e input , 5=random

% model parameter
%yt ( t ) =1 =2 ut ( t ) yt ( t−1)
thS=[ .71 .29 % 1 1

.48 .52 % 1 2

.55 .45 % 2 1

.27 . 7 3 ] ; % 2 2
thS=[thS ( : , 1 ) 1−thS ( : , 1 ) ] ;
% pena l i z a t i o n
%yt ( t ) =1 =2 ut ( t ) yt ( t−1)
om= [ . 0 1 % 1 1

. 1 1 % 1 2

. 1 1 .2 % 2 1

. 3 1 . 5 ] ; % 2 2

J=0; % i n i t i a l va lue o f c r i t e r i o n
y (1)=1; % i n i t i a l va lue o f output (y=1 or y=2)
V=.1∗ ones ( 4 , 2 ) ; % i n i t i a l va lue o f s t a t i s t i c s
p=V( : , 1 ) . / sum(V, 2 ) ;
thE=[p 1−p ] ; % i n i t i a l va lue s o f parameters

% time loop
thEt = [ ] ;
f o r t=2:nd

f s=ze ro s ( 1 , 2 ) ; % i n i t i a l c ond i t i o f o r Bellman func t i on

% CONTROL LAW COMPUTATION
f o r i=nh:−1:1 % backwards loop f o r opt imiza t i on

i f c on t r o l==0, thC=thS ; % parameters f o r c on t r o l
e l s e thC=thE ; end
fp=om+ones (4 ,1 )∗ f s ; % pena l ty + reminder from l a s t s tep
% expec ta t i on
f=sum( ( fp .∗ thC ) ' ) ' ; % expec ta t i on over y
% minimizat ion
i f f (1)< f ( 3 ) , % f o r y ( t−1)=1
us ( i , 1 )=1 ; f s (1)= f ( 1 ) ; % optimal cont ro l , minimum of c r i t e r i o n

e l s e
us ( i , 1 )=2 ; f s (1)= f ( 3 ) ; % optimal cont ro l , minimum of c r i t e r i o n

end
i f f (2)< f ( 4 ) , % f o r y ( t−1)=2
us ( i , 2 )=1 ; f s (2)= f ( 2 ) ; % optimal cont ro l , minimum of c r i t e r i o n

e l s e
us ( i , 2 )=2 ; f s (2)= f ( 4 ) ; % optimal cont ro l , minimum of c r i t e r i o n

end
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end

% CONTROL APPLICATION ( s imu la t i on )
switch con t r o l

case 0 , u ( t)=us (1 , y ( t −1)) ; % optimal cont . with known pars
case 1 , u ( t)=us (1 , y ( t −1)) ; % adapt ive optimal c on t r o l
case 2 , u ( t )=1; % no con t r o l u=0
case 3 , u( t )=2; % response to s tep
case 4 , u( t)= f l o o r ( . 9 9∗ s i n (4∗ pi ∗ t /nd ))+2; % stepwi s e input
case 5 , u( t)= f i x ( rand <.5)+1; % response to random input

end
% only one step o f the des igned con t r o l i s app l i ed
i =2∗(u( t )−1)+y( t−1); % row index in parameter t ab l e
y ( t)=2− f i x ( rand<thS ( i , 1 ) ) ; % genera t i on o f output ( s imu la t i on )
J=J+om( i , y ( t ) )∗ thC( i , y ( t ) ) ; % c r i t e r i o n update

% ESTIMATION
V( i , y ( t ))=V( i , y ( t ))+1; % updte o f s t a t i s t i c s
p=V( : , 1 ) . / sum(V, 2 ) ; % point e s t . o f P(y=1)
thE=[p 1−p ] ; % est imate o f model parameter
thEt=[thEt thE ( : , 1 ) ] ;

end

% RESULTS
% f i n a l va lue o f c r i t e r i o n ( expec ta t i on )
d i sp ( ' ' ) ;
d i sp ( 'The f i n a l va lue o f c r i t e r i o n i s ' )
J
% p lo t o f c on t r o l and c on t r o l l e d output
s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 1 0 0 100 500 500 ] )
s=( f i x (4∗nd/5)+1):nd ;
p l o t ( s , y ( s ) , ' rx : ' , s , u ( s ) , ' o : ' )
t i t l e ( ' Adaptive c on t r o l with a d i s c r e t e model ' )
ax i s ( [ min ( s )−1 max( s )+1 . 9 2 . 1 ] )
l egend ( ' output ' , ' input ' , 0 )
% p lo t o f est imated parameters
s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 7 0 0 100 500 500 ] )
hold on
p lo t ( thEt ' )
p l o t ( [ 1 nd ] , [ thS ( : , 1 ) thS ( : , 1 ) ] )
t i t l e ( ' Evolut ion o f est imated parameters and t h e i r t rue values ' )

11.7.4 T84estS1S2

Odhadování s odli²nou strukturou modelu

• odli²ná struktura modelu pro simulaci a odhad: Jestliºe data simulujeme pomocí re-
gresního modelu a jestliºe pro odhad pouºijeme stejnou strukturu modelu (tj. stejný po£et
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zpoºd¥ných veli£in a u obou konstantu bu¤ ano nebo ne), pak lze parametry simulovaného
a odhadovaného modelu porovnávat a p°i dostate£ném vybuzení vstupní veli£inou (a simu-
lovaným ²umem) by odhady m¥ly konvergovat k simulovaným hodnotám. Jestliºe ale není
shoda struktury simulovaného a odhadovaného modelu nebo dokonce jestliºe pracujeme
s reálnými daty, pak dochází k jisté aproximaci reálného (simulovaného) modelu pomocí
modelu odhadovaného a odhadnuté parametry není s £ím porovnat. Kontrolu úsp¥²ného
odhadu lze provést nap°íklad jedno (nebo i více) krokovou p°edpov¥dí výstupu a porov-
náním se skute£ným výstupem.

Teorie

Odhad provádíme podle Bayesova vzorce. S postupn¥ m¥°enými daty p°epo£ítáváme statistiku a
ur£ujeme bodové odhady. Jednokrokovou p°edpov¥¤ po£ítanou dosazením do modelu s pr·b¥ºn¥
po£ítanými bodovými odhady porovnáváme se simulovaným výstupem.

Program

· · · má následující strukturu:

• zadání parametr· úlohy v£etn¥ r·zných druh· vstupní veli£iny,

• de�nice regresního vektoru pomocí anonymní funkce
psi=@(y,u,t) [y(t-1:-1:t-3) u(t:-1:t-3) 1]';

kterou je dále moºno volat p°kazem psi(y,u,t), kde y a u jsou vektory výstupu a
vstupu a t je okamºitý £as,
stejn¥ je pak dále de�nován regresní vektor Psi pouºitý v odhadu (simulace i odhad
mají obecn¥ odli²nou strukturu) - zde je moºno volit bu¤ shodu struktury nebo odli²né
struktury,

• v £asové smy£ce se opakují úlohy: simulace - odhad - p°edpov¥¤.

V úvodu programu je p°epína£e

• input, který volí typ vstupní veli£iny a

• struc, kterým je moºno zvolit shodu nebo neshodu struktury.

Jako výsledek se zobrazují dva grafy. První graf zobrazuje výstup soustavy a jeho p°edpov¥¤ a
druhý graf ukazuje vývoj odhadu parametr· modelu a jejich skute£né hodnoty.

Doporu£ené pokusy

1. Pro p°edvolenou nebo i jinou soustavu porovnejte p°edpov¥¤ p°i shod¥ a neshod¥ struktury
model·.

2. V jednotlivých p°ípadech pouºívejte r·zné vstupní signály a r·znou velikost ²umu v simu-
laci. Ud¥lejte záv¥ry.
Poznámka: Dostate£né buzení soustavy je p°i identi�kaci velmi d·leºité. Ty mody soustavy,
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které se neobjeví nemohou být odhadnuty. Nap°. konstantu modelu prakticky nelze odhad-
nout, jestliºe vstupem je jen jeden skok.
Velký ²um v simulaci pomáhá soustavu budit, na druhou stranu ale vná²í so soustavy velké
chyby, coº se projeví i v odhadu.

c l c , c l e a r a l l , c l o s e a l l
%% Estimation with d i f f e r e n t model s t r u c tu r e
%% in s imu la t i on and es t imat i on .

nd=100; % number o f data
input=3; % type o f input : 1=randn , 2=s ine , 3=step
s t ruc =2; % model s t r u c tu r e f o r e s t imat ion

% 1= f u l l s t ruc ture , 2=1 s t order , no const .
% s imulated reg . c o e f f i c i e n t s
a1=.6 ; a2=−.2; a3=.06; % at output
b0=.5; b1=−.3; b2=.1; b3=−.2; % at input
k=1; s =.1 ; % constant , no i s e std .
y (1:3)= ze ro s ( 1 , 3 ) ; % i n i t i a l c ond i t i on s f o r output
switch input % c i i c e o f input

case 1 , u=randn (1 , nd ) ;
case 2 , u=s i n (2∗ pi ∗ s i n ( ( 1 : nd)/nd ) ) ;
case 3 , u=ones (1 , nd ) ;

end
ths=[a1 a2 a3 b0 b1 b2 b3 k ] ' ; % s imulated parameters
% r e g r e s s i o n vec to r f o r s imu la t i on
p s i=@(y , u , t ) [ y ( t−1:−1: t−3) u( t :−1: t−3) 1 ] ' ;
% r e g r e s s i o n vec to r f o r e s t imat i on
switch s t ruc

case 1 , Ps i=@(y , u , t ) p s i (y , u , t ) ; % the same as in s imu la t i on
case 2 , Ps i=@(y , u , t ) [ y ( t−1);u ( t ) ] ; % de f i n e your own reg . vec .

end % here : f i r s t order , no constant
nps i=length ( Psi (y , u , 4 ) ) ;
V=eye ( nps i +1)∗1e−8; % i n i t i a l s t a t i s t i c s

% time loop
f o r t=4:nd
% SIMULATION
ps=ps i (y , u , t ) ; % r e g r e s s i o n vec to r
y ( t)=ps '∗ ths+s ∗ randn ; % s imulator

% ESTIMATION
Ps=[y ( t ) ; Ps i (y , u , t ) ] ; % extended r e g r e s s i o n vec to r
V=V+Ps∗Ps ' ; % updt o f s t a t .
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; % pa r t i t i o n i n g o f s t a t .
Vp=V( 2 : end , 2 : end ) ;
th ( : , t )=inv (Vp)∗Vyp ; % es t imate s o f reg . c o e f .
r ( t )=(Vy−Vyp'∗ inv (Vp)∗Vyp)/ t ; % est imate o f no i s e var i ance

% PREDICTION
yp( t)=Psi (y , u , t ) '∗ th ( : , t ) ; % p r ed i c t o r
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end

% RESULTS
s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 1 0 0 100 500 500 ] )
p l o t ( 1 : nd , y , 1 : nd , yp )
t i t l e ( ' Output and i t s p r ed i c t i on ' )
l egend ( ' output ' , ' p r ed i c t i on ' , 0 )

s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 7 0 0 100 500 500 ] )
p l o t ( th ' )
t i t l e ( ' Evolut ion o f parameter po int es t imates ' )

11.7.5 T85estStrR

Odhadování struktury modelu s reálnými daty

• struktura modelu pro odhad: Strukturou modelu nazýváme (i) výb¥r veli£in, které
v modelu vystupují, (ii) po£et jejich zpoºd¥ných vzork·, které ovliv¬ují modelovanou
veli£inu v daném £ase a (iii) p°ítomnost £i nep°ítomnost absolutního £lenu. Pro simulovaná
data je optimální shoda struktury v simulaci a odhadu (np°. ve smyslu dobré p°edpov¥di
výstupu). Pro reálná data hledáme strukturu, která tato data nejlépe vystihne. P°íli² malá
struktura nedokáºe vystihnout v²echny módy chování systému, p°íli² velká struktura m·ºe
vná²et závislosti mezi veli£inami v regresním vektoru a vede na sloºit¥j²í výpo£ty, které
zabírají více výpo£etního £asu a vedou k v¥t²ím numerickým chybám.

Teorie

Pro odhad struktury pouºijeme velmi jednoduchou metodu, zaloºenou na posouzení vlivu veli£in
z regresního modelu na modelovanou veli£inu. Odhad struktury za£neme s n¥jakou maximální
strukturou (t°eba 10 °ád s konstantou) a tuto strukturu redukujeme.

Pro objektivní posouzení vlivu je t°eba veli£iny z regresního vektoru nejprve normovat tak, aby
mely nulovou st°ední hodnotu a jednotkový rozptyl. Uvaºujme regresní model

yt = θ0 + θ1ψ1;t + θ2ψ2;t + · · ·+ θnψn;t + et,

kde ψi;t jsou veli£iny, jejichº vliv na yt zkoumáme.

Tyto veli£iny normujeme na základ¥ apriori zm¥°eného datového vzorku ψ (tI) , kde tI je velikost
vzorku takto

vi;t =
ψi;t −mi

si
,

kde mi = 1
tI

∑tI
i=1 ψi;t je pr·m¥r veli£iny ψi z apriorního vzorku dat a si je její sm¥rodatná

odchylka. Po tomto normování model p°ejde do tvaru

yt = ϑ0 + ϑ1v1;t + ϑ2v2;t + · · ·+ ϑn;tvn;t + et,

kde ϑi jsou nové regresní koe�cienty které získáme odhadem z normovaných dat.

Z modelu je vid¥t, ºe hodnota yt je tvo°ena sou£tem p°ísp¥vk· od jednotlivých veli£in vi;t.
Protoºe veli£iny jsou normované, jejich vliv na yt je dám velikostí p°íslu²ného koe�cientu ϑi.
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Malé koe�cienty °íkají, ºe veli£ina nemá na yt ºádný vliv a proto je vhodné ji z regresního
vektoru vypustit.

Pro automatické vypou²t¥ní veli£in lze pouºít následující postup: Normované veli£iny (s p°edpo-
kládaným normálním rozd¥lením) mají rozsah ±3. Zjistíme (z apriorních dat) jaká je sm¥rodatná
odchylka výstupu sy. Konstanta modelu pokryje st°ední hodnotu yt a zbytek výstupu má rozsah
±sy. Budeme poºadovat, aby veli£iny, které pokryjí mén¥ neº 1% rozsahu yt byly vypu²t¥ny.
Potom pro hranici vypu²t¥ní platí

0.01sy = ϑi3, → ϑi
.
= 0.003sy.

Tedy, veli£iny jejichº koe�cienty jsou men²í neº 0.003 z regresního vektoru vypustíme.

Hladinu h (tady 1%) m·ºeme uvaºovat obecn¥ a zkou²et ji m¥nit tak dlouho, aº dostaneme
�rozumný� po£et veli£in. Potom platí: jestliºe

ϑi <
hsy
3

tak veli£inu vi;t je t°eba vypustit.

Pokud pro odhad normujeme i výstup yt, je jeho rozsah také ±3 a pravidlo pro odmítnutí veli£iny
je ϑi < h. Tento zp·sob je také pouºit v programu.

Program

· · · pracuje s reálnými daty - intenzity dopravy v Legerov¥ ulici v Praze. Tato data se na za£átku
programu loadují a £ást z nich slouºí jako apriorní data, dal²í £ást pro ov¥°ení pomocí p°edpov¥di.

Dále jsou zadány parametry úlohy a inicializují se n¥které veli£iny. Parametrem ord se volí
po£áte£ní °ád modelu,který je dále redukován.

V dal²í £ásti programu se provádí normování dat a po£áte£ní odhad z apriorních dat. Na základ¥
tohoto odhadu se ur£uje struktura modelu.

Navrºená struktura modelu se dále pouºije pro p°edpov¥¤ výstupu soustavy - tato p°edpov¥¤
je úlohou, pro kterou jsme odhad struktury d¥lali a která má zárove¬ ov¥°it, ºe i po redukci
jsme dostali model, který je dále dob°e vyuºitelný.

Jako výsledek se zobrazují dva grafy. První graf zobrazuje výstup soustavy a jeho p°edpov¥¤
a druhý sloupkový graf ukazuje hodnoty p·vodních a redukovaných parametr·. Mod°e jsou
zobrazeny p·vodní koe�cienty, hn¥d¥ redukované. Tam, kde hn¥dý sloupek chybí, byl parametr
a tedy také odpovídající veli£ina zru²eny.

Programovací triky:

• jth=�nd(abs(thi)>h); dá vektor index· vektoru thi pro jejichº prvky platí ºe jejich abso-
lutní hodnota je v¥t²í neº h.

Doporu£ené pokusy

1. Zkuste m¥nit délku apriorních dat a po£áte£ní °ád modelu. Sledujte kvalitu p°edpov¥di
jako kriterium kvality p°edpov¥di a tím i redukovaného modelu.
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2. M¥¬te hladinu h pro výb¥r platných regresních koe�cient·. Sledujte velikost zm¥n v redukci
parametr· p°i konstantní zm¥n¥ hladiny h.

3. Zkuste v programu zm¥nit úlohu p°edpov¥di na n¥jakou jinou, která by vyuºívala reduko-
vaný model a tak ov¥°ila jeho platnost.
P°ípadn¥ zkuste existující jednokrokovou p°edpov¥¤ s bodovými parametry modelu roz²í-
°it na vícekrokovou.

4. Ti, kdo se cítí pokro£ilí, mohou zkusit doplnit p°edpov¥¤ ne s bodovými odhady parame-
tr·, ale s celou aposteriorní hp. Budu jim drºet palce :) .

c l c , c l e a r a l l , c l e a r funct i ons , c l o s e a l l
randn ( ' seed ' , 9 7 5 3 1 ) ;
%% Model s t r u c tu r e e s t imat i on ( with r e a l data sample )

load data95 data

n i =200; % number o f i n i t i a l data
nd=1000; % number o f data f o r e s t imat i on
h=.1; % l e v e l f o r r e j e c t i o n va r i ab l e from reg . vec .
ord=15; % i n i t i a l model order f o r s t r . est im .

% 1= f u l l s t ruc ture , 2=1 s t order , no const .

% i n i t i a l r e g r e s s i o n vec to r f o r s t r . e s t .
nPsi=ord+2; % l eng tho f extended reg . vec .
V=eye ( nPsi )∗1 e−8; % i n i t i a l s t a t i s t i c s

y i=data ( 1 , 1 : ( ord+ni ) ) ; % i n i t i a l data
y i=normOn( y i ) ; % norma l i za t i on o f data

% INITIAL ESTIMATION
iPs =[1 : ord 0 ] ;
f o r t=ord+1: ord+ni
Ps=[ y i ( t :−1: t−ord ) 1 ] ' ;
V=V+Ps∗Ps ' ;

end
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; % pa r t i t i o n i n g o f s t a t .
Vp=V( 2 : end , 2 : end ) ;
t h i=inv (Vp)∗Vyp ; % reg . c o e f f .
r i =(Vy−Vyp'∗ inv (Vp)∗Vyp)/ n i ; % no i s e var i ance

j th=f i nd ( abs ( th i )>h ) ; % po in t e r to important reg . c o e f f i c i e n t s
yst=f i nd ( jth >0); % de laye s o f y in reg . vec .
i f isempty ( f i nd ( j th==0)) % constant ( yes or not )

kst = [ ] ; e l s e kst =1;
end

% time loop f o r e s t i a t i o n and p r ed i c t i on
y=data (1 , l ength ( y i )+1: end ) ; % data
V=eye ( l ength ( j th )+1)∗1e−8; % i n i t i a l s t a t i s t i c s
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f o r t=ord+1: ord+nd % measured data f o l l ow s the i n i t i a l one
% ESTIMATION
pse=[y ( t−yst ) kst ] ' ; % r e g r e s s i o n vec to r
Ps=[y ( t ) pse ' ] ' ; % extended r e g r e s s i o n vec to r
V=V+Ps∗Ps ' ; % updt o f s t a t s t a t i s t i c s
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; % pa r t i t i o n i n g o f s t a t a t i s t i c s
Vp=V( 2 : end , 2 : end ) ;
th ( : , t )=inv (Vp)∗Vyp ; % point e s t imate s o f reg . c o e f .
r ( t )=(Vy−Vyp'∗ inv (Vp)∗Vyp)/ t ; % point e s t imate o f no i s e var iance

% PREDICTION
yp( t)=pse '∗ th ( : , t ) ;

end

% RESULTS
% output and i t s p r ed i c t i o n
s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 1 0 0 100 500 500 ] )
s=1:nd ;
p l o t ( s , y ( s ) , s , yp ( s ) )
t i t l e ( ' Esimation with optimal model s t ruc ture ' )
l egend ( ' output ' , ' p r ed i c t i on ' , 0 )

% i n i t i a l and reduced reg . c o e f f i c i e n t s
thr=th i ( j th ) ;
thp=ze ro s (1 , nPsi −1);
thp ( j th )=thr ;
s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 7 0 0 100 500 500 ] )
bar ( [ t h i thp ' ] )
t i t l e ( ' Parameter r educt i on − s e l e c t e d items are double ' )

% p r i n t s
d i sp ( ' ' )
d i sp ( ' Result o f parameter reduct ion ' )
d i sp('−−−−−−−−−−−−−−−−−−−−−−−−−−−−− ' )
f p r i n t f ( ' output y , de layed by ' ) , d i sp ( yst ' )
i f isempty ( kst ) , d i sp ( ' constant , no ' )
e l s e d i sp ( ' constant , yes ' ) ,
end
d i sp ( ' ' )
d i sp ( ' F ina l e s t imate s o f reg . c o e f . ' )
Theta=th ( : , end ) '
d i sp ( ' ' )
d i sp ( ' P r ed i c i t i o n std ' )
s=1:nd ;
e r r=(y ( s)−yp ( s ) ) ;
Ep=sq r t ( e r r ∗ err ' / nd)
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11.7.6 T86estStrS

Odhadování struktury modelu se simulovanými daty

Tato úloha zcela odpovídá úloze T85estStrR (Odhad struktury s reálnými daty) Rozdíl mezi
t¥mito úlohami je v tom, ºe o generování dat se musíme sami postarat. Výhodou ale je, ºe víme, k
jaké struktu°e bychom se m¥li dopracovat nebo m·ºeme zjistit, jak moc je moºno námi zadanou
strukturu modelu pro simulaci �podrobit kompresi� aniº bychom ztratili p°íli² informace.

Teorie

Je stejná jako pro úlohu T85estStrR. Zde se zmíníme pouze o odli²nostech v programu.

Program

· · · vychází z programu T85estStrR.m pouze de dod¥lána simulace dat.

Na za£átku programu je moºno zvolit: °ád maximálního modelu ord a typ vstupního signálu
(náhodný, sinusový a skokový). Dále jsou zde b¥ºné parametry úlohy a inicializace.

Následuje generování apriorních dat a jejich normalizace.

Potom p°ichází cyklus napo£ítávání statistiky pro apriorní odhad, za cyklem je výpo£et bodo-
vých odhad·.

Bodové odhady se dále vyuºijí pro odhad struktury modelu, zcela stejn¥, jako v úloze s reálnými
daty.

Dal²í £asová smy£ka je v¥nována následné úloze, pro kterou jsme strukturu modelu odhadovali.
Tak jako v úloze s reálnými daty se jedná o jednokrokovou p°edpov¥¤ výstupu.

Zobrazení výsledk· je také stejné - porovnání výstupu s jeho p°edpov¥dí a zobrazení p·vodních
a redukovaných parametr·.

Programovací triky:

• v simulaci se pouºívá anonimní funkce de�novaná
psi=@(y,u,t) [y(t-1:-1:t-2) u(t:-1:t-2) 1]'; která se volá p°íkazem
ps=psi(y,u,t)

• jth=�nd(abs(thi)>h); dá vektor index· vektoru thi pro jejichº prvky platí ºe jejich abso-
lutní hodnota je v¥t²í neº h.

Doporu£ené pokusy

1. Zkuste m¥nit délku apriorních dat a parametry simulované soustavy, v£etn¥ °ádu mo-
delu. Sledujte kvalitu p°edpov¥di jako kriterium kvality p°edpov¥di a tím i redukovaného
modelu.

2. Pro zvolenou soustavu a velký °ád maximálního modelu (nap°. 10) m¥¬te hladinu h pro vý-
b¥r platných regresních koe�cient·. Sledujte podobnost modelu s odhadnutou strukturou
a modelu pouºitého v simulaci.
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3. Zkuste v programu zm¥nit úlohu p°edpov¥di na n¥jakou jinou, která by vyuºívala reduko-
vaný model a tak ov¥°ila jeho platnost.
P°ípadn¥ zkuste existující jednokrokovou p°edpov¥¤ s bodovými parametry modelu roz²í-
°it na vícekrokovou.

4. Ti, kdo se cítí pokro£ilí, mohou zkusit doplnit p°edpov¥¤ ne s bodovými odhady parame-
tr·, ale s celou aposteriorní hp. Budu jim taky drºet palce :) .

c l c , c l e a r a l l , c l e a r funct i ons , c l o s e a l l
randn ( ' seed ' , 9 7 5 3 1 ) ;
%% Model s t r u c tu r e e s t imat i on ( with s imulated data )

n i =20; % number i f i n i t i a l data
nd=100; % number o f data f o r e s t imat i on
h=.1; % l e v e l f o r r e j e c t i o n va r i ab l e from reg . vec .
ord=5; % i n i t i a l model order f o r s t r . est im .
input=1; % type o f input : 1=randn , 2=s ine , 3=step

% simulated reg . c o e f f i c i e n t s (2nd order + const . )
a1=.6 ; a2=−.2; % co e f s at output
b0=.5; b1=−.3; b2=.1; % co e f s at input
k=1; s =.1 ; % constant , no i s e std .
switch input % s e l e c t i o n o f input

case 1 , u=randn (1 , nd+ord ) ;
case 2 , u=s i n (2∗ pi ∗ s i n ( ( 1 : nd+ord )/ ( nd+ord ) ) ) ;
case 3 , u=ones (1 , nd+ord ) ;

end
y=ze ro s (1 , nd+ord ) ; % i n i t i a l c ond i t i on s f o r output
ths=[a1 a2 b0 b1 b2 k ] ' ; % s imulated parameters
% r e g r e s s i o n vec to r f o r s imu la t i on ( anonymous func t i on )
p s i=@(y , u , t ) [ y ( t−1:−1: t−2) u( t :−1: t−2) 1 ] ' ;
% i n i t i a l r e g r e s s i o n vec to r f o r s t r . e s t .
nPsi=2∗( ord+1)+1; % length o f extended reg . vect .
V=eye ( nPsi )∗1 e−8; % i n i t i a l in fo rmat ion matrix

% INITIAL DATA
ui=randn (1 , ord+ni ) ; % input d e f i n i t i o n ( system ex c i t a t i o n )
y i ( 1 : ord)=randn (1 , ord ) ; % i n i t i a l cond i t i on f o r i n i t i a l data
% i n i t i a l s imu la t i on
f o r t=ord+1: ord+ni

ps=ps i ( yi , ui , t ) ; % r e g r e s s i o n vec to r
y i ( t)=ps '∗ ths+s ∗ randn ; % s imulator

end

% normal i za t i on o f data
y i=normOn( y i ) ; % norma l i za t i on od data to
u i=normOn( u i ) ; % mean=0 and std=1

% INITIAL ESTIMATION
f o r t=ord+1: ord+ni
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Ps=[ y i ( t :−1: t−ord ) u i ( t :−1: t−ord ) 1 ] ' ; % extended reg . vec .
V=V+Ps∗Ps ' ; % update o f s t a t i s t i c s

end
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; % pa r t i t i o n i n g o f s t a t .
Vp=V( 2 : end , 2 : end ) ;
t h i=inv (Vp)∗Vyp ; % reg . c o e f f .
r i =(Vy−Vyp'∗ inv (Vp)∗Vyp)/ n i ; % no i s e var i ance
% STRUCTURE ESTIMATION
iPs =[1 : ord ( 0 : ord )+50 0 ] ; % de lays o data in reg . vec . (u s h i f t e d by 50)
j th=f i nd ( abs ( th i )>.h ) ; % indexes o f important reg . c o e f .
jPs=iPs ( j th ) ; % s e l e c t e d de lays o f v a r i a b l e s (>50 are u)
jy=f i nd ( jPs<50 & jPs >0); ys t=jPs ( jy ) ; % yst=de lays o f y
ju=f i nd ( jPs >=50); ust=jPs ( ju )−50; % ust=de lays o f u
i f isempty ( f i nd ( jPs==0)) , ks t = [ ] ; % constant yes /no
e l s e kst =1; end

% time loop f o r dynamic e s t imat ion
V=eye ( l ength ( j th )+1)∗1e−8; % i n i t i a l s t a t i s t i c s
f o r t=ord+1: ord+nd
% SIMULATION
pss=ps i (y , u , t ) ; % pss=gev . vec . f o r s imu la t i on
y ( t)=pss '∗ ths+s ∗ randn ; % s imulator

% ESTIMATION
pse=[y ( t−yst ) u( t−ust ) kst ] ' ; % reg . vec . f o r e s t imat ion
Ps=[y ( t ) pse ' ] ' ; % extended reg . vec .
V=V+Ps∗Ps ' ; % updt o f s t a t a t i s t i c s
Vy=V( 1 , 1 ) ; Vyp=V( 2 : end , 1 ) ; % pa r t i t i o n i n g o f s t a t .
Vp=V( 2 : end , 2 : end ) ;
th ( : , t )=inv (Vp)∗Vyp ; % reg . c o e f f .
r ( t )=(Vy−Vyp'∗ inv (Vp)∗Vyp)/ t ; % no i s e var i ance

% PREDICTION
yp( t)=pse '∗ th ( : , t ) ; % p r ed i c t o r

end

% RESULTS
% plo t o f output and i t s p r ed i c t i on
s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 1 0 0 100 500 500 ] )
s=1:nd ;
p l o t ( s , y ( s ) , s , yp ( s ) )
t i t l e ( ' Esimation with optimal model s t ruc ture ' )
l egend ( ' output ' , ' p r ed i c t i on ' , 0 )

% a l l and s e l e c t e d reg . c e o e f f i c i e n t s
thr=th i ( j th ) ;
thp=ze ro s (1 , nPsi −1);
thp ( j th )=thr ;
s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 7 0 0 100 500 500 ] )
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bar ( [ t h i thp ' ] )
t i t l e ( ' Parameter r educt i on − s e l e c t e d items are double ' )

% p r i n t s
d i sp ( ' ' )
d i sp ( ' Result o f parameter reduct ion ' )
d i sp('−−−−−−−−−−−−−−−−−−−−−−−−−−−−− ' )
f p r i n t f ( ' output y , de layed by ' ) , d i sp ( yst )
f p r i n t f ( ' input u , de layed by ' ) , d i sp ( ust )
i f isempty ( kst ) , d i sp ( ' constant , no ' )
e l s e d i sp ( ' constant , yes ' ) ,
end

d i sp ( ' ' )
d i sp ( ' F ina l e s t imate s o f reg . c o e f . ' )
Theta=th ( : , end ) '
d i sp ( ' ' )
d i sp ( ' P r ed i c i t i o n std ' )
s=1:nd ;
e r r=(y ( s)−yp ( s ) ) ;
Ep=sq r t ( e r r ∗ err ' / nd)

11.7.7 T87estDiLo

P°edpov¥¤ s diskrétním a logistickým modelem

Teorie

Oba modely, jak diskrétní tak i logistický pracují s diskrétní modelovanou veli£inou. P°itom u
diskrétního modelu je t°eba, aby i veli£iny v regresním vektoru byly diskrétní, u logistického
modelu se v regresním vektoru p°ipou²t¥jí i spojité veli£iny. Nicmén¥, i v logistickém modelu
mohou být také v²echny veli£iny diskrétní. Rozdíl mezi diskrétním a logistickým modelem je
potom ten, ºe diskrétní model vyhodnocuje pravd¥podobnosti v²ech moºných stav· systému
(tj. kombinací hodnot v²ech veli£in), zatímco logistický model mezi stavy vytvo°í ur£itou d¥lící
k°ivku a tím je rozd¥lí na dv¥ podmnoºiny. Jedné p°i°adí yt = 1 a druhé yt = 2. Jde tedy o
ur£itý druh klastrování a klasi�kace.

V tomto p°íklad¥ provedeme ob¥ zmín¥né úlohy a výsledky porovnáme.

Program

· · · má následující £ásti:

Na za£átku se zadává po£et dat a generují se diskrétní data.

V první £ásti programu se provádí odhad diskrétního modelu a po uºití v²ech dat se po£ítají
bodové odhady. Funkce sum(V,2) s£ítá prvky matice V po °ádcích. Výsledkem je tedy sloupcový
vektor.

Bodové odhady se pak pouºijí pro výpo£et jednokrokové p°edpov¥di výstupu.
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Zobrazení výsledk· je také stejné - porovnání výstupu s jeho p°edpov¥dí a zobrazení p·vodních
a redukovaných parametr·.

Jako výsledek p°edpov¥di s diskrétním modelem se tiskne po£et neshod výstupu s jeho p°edpo-
v¥dí a graf hodnot výstupu a p°edpov¥di.

V druhé £ásti programu je stejná úloha °e²ena pomocí logistické regrese. Pro její odhad i p°ed-
pov¥¤ jsou vyuºity funkce Matlabu a to b=mnr�t(x,y), která spo£te hodnoty parametru b a
py=mnrval(b,x);, která pro dané regresní vektory x a odhadnuté parametry b spo£te pravd¥-
podobnosti toho, ºe yt = 1. Bodové odhady se pak ur£í podle toho, která z moºných hodnot
výstupu {1, 2} je pravd¥podobn¥j²í.

Jako výsledky se op¥t tiskne po£et omyl· v p°edpov¥di a graf s výstupem a jeho p°edpov¥dí.

Programovací triky:

• Pro odhad diskrétního modelu pouºíváme regresní vektor délky 3 (m·ºeme pouºít i obecný
regresní vektor délky n). Co pro odhad (i simulaci) pot°ebujeme je pro konkrétní £íselnou
kon�guraci regresního vektoru ur£it °ádek tabulky, kam tento vektor pat°i.
Budeme uvaºovat, ºe hodnoty v²ech veli£in regresního vektoru x1, x2, · · · , xn za£ínají od
jedné a po£ty jejich hodnot jsou m1, m2, · · · , mn. Potom °ádek i tabulky modelu ur£íme
podle vzorce

i = mnmn−1 · · ·m2 (x1 − 1) · · ·+mnmn−1 (xn−2 − 1) +mn (xn−1 − 1) + xn

viz funkce psi2row.

• Jestliºe regresní vektory se°adíme po sloupcích do matice x, a platí p°edchozí p°edpoklady,
pak po£et r·zných hodnot regresních vektoru zjistíme p°íkazem

m = max(x);

Doporu£ené pokusy

1. Pro r·zné simulované modely (s konkrétní funkcí - nap°. soustava, která má nerada dvakrát
po sob¥ stejný výstup) sledujte rozdíly mezi kvalitou p°edpov¥di u obou model·. Krom¥
toho je také t°eba sledovat velikost tabulky diskrétního modelu.

2. Zkuste program dokon£it tak, aby oba odhadnuté modely slouºily jako klasi�kátory, tj.
aby nov¥ p°íchozím regresním vektor·m p°i°azovaly jejích p°íznak t°ídy - bu¤ 1 nebo 2.
Najd¥te praktickou interpretaci této klasi�ka£ní úlohy.

c l c , c l e a r a l l , c l o s e a l l
%% Estimation and p r ed i c t i on
%% with d i s c r e t e and l o g i s t i c model
%% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

% SIMULATION
nd=200; % number o f data f o r e s t imat i on
x1=f i x (6∗ rand (1 , nd ))+1;
x2=(rand (1 , nd)>.3)+1;
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x3=f i x (3∗ rand (1 , nd)+2∗ rand (1 , nd ))+1;
x=[x1 ' x2 ' x3 ' ] ; % g r g r e s s i o n vextor s ( in rows )
y=((2∗x1−5∗x2+x3−3+2∗randn (1 , nd))<0)+1; % output

% DISCRETE MODEL
% est imat i on
n=max(x ) ; % numbers o f d i f f e r e n t va lue s in reg . vecs
V=.01∗ ones ( prod (n ) , 2 ) ; % i n i t i a l s t a t i s t i c s f o r d i c r e t e model
f o r t=1:nd

i=n (2)∗n (3 )∗ ( x ( t ,1)−1)+n (3 )∗ ( x ( t ,2)−1)+x( t , 3 ) ; % row index o f V
V( i , y ( t ))=V( i , y ( t ))+1; % update o f in fo rmat ion matrix

end
p=V( : , 1 ) . / sum(V, 2 ) ;
th=[p 1−p ] ; % est imated parameters o f d i s c . model

% p r ed i c t i on
np=50;
f o r t=1:nd

i=n (2)∗n (3 )∗ ( x ( t ,1)−1)+n (3 )∗ ( x ( t ,2)−1)+x( t , 3 ) ; % row index o f V
[ xxx yp ( t )]=max( th ( i , : ) ) ; % pred i c ton

end

% RESULTS FOR DISCRETE MODEL
ERR_discrete=sum(y~=yp)
s e t ( f i g u r e ( 1 ) , ' po s i t i on ' , [ 6 0 60 500 500 ] )
p l o t ( 1 : np , y ( 1 : np ) , ' . ' , 1 : np , yp ( 1 : np ) , ' o ' )
t i t l e ( ' Est imation with d i s c r e t e model ' )
l egend ( ' output ' , ' p r ed i c t i on ' , 0 )
ax i s ( [ 0 np+1 . 9 2 . 1 ] )

% −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
% LOGISTIC MODEL
% est imat i on
[ b , dev , s t a t s ] = mnrf i t (x , y ) ; % s o l u t i o n to l o g i s t i c r e g r e s s i o n

% pr ed i c t i on
py=mnrval (b , x ) ;
[ xxx yL]=max(py ' ) ; % s o l u t i o n to l o g i s t i c p r ed i c t i on

% RESULTS FOR LOGISTIC MODEL
ERR_logist=sum(y~=yL)
s e t ( f i g u r e ( 2 ) , ' po s i t i on ' , [ 6 0 0 60 500 500 ] )
p l o t ( 1 : np , y ( 1 : np ) , ' . ' , 1 : np , yL ( 1 : np ) , ' o ' )
l egend ( ' output ' , ' p r ed i c t i on ' , 0 )
t i t l e ( ' Est imation with l o g i s t i c r e g r e s s i on ' )
ax i s ( [ 0 np+1 . 9 2 . 1 ] )
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11.8 Pomocné procedury

� Diskrétní model �

11.8.1 dsim

Simulace diskrétního modelu

Realizuje se generování výstupu s hodnotami {1, 2} diskrétního systému popsaného pravd¥po-
dobnostní funkcí f (yt|ut, yt−1) zadané nap°. tabulkou

ut, yt−1 yt = 1 yt = 2
1, 1 0.2 0.8
1, 2 0.6 0.4
2, 1 0.1 0.9
2, 2 0.3 0.7

Program

· · · vyuºívá funkci psi2row která k regresnímu vektoru [ut, yt−1] ur£í £íslo °ádku tabulky která
tomuto regresnímu vektoru odpovídá a podle jehoº pravd¥podobností se výstup generuje.

P°íkaz yy=rand<th(i,1) generuje hodnoty 1 a 0 s pravd¥podobnostmi th (i, 1)a 1 − th (i, 1),
p°íkaz y=2-yy tyto hodoty p°evádí na 1 a 2.

func t i on y=dsim (u , y1 , th )
% y=dsim (u , y1 , th ) S imulat ion o f a d i s c t r e t e system
% y new output
% u input
% y1 old nput

i=psi2row ( [ u y1 ] ) ; % index o f c ond i t i o na l r e g r e s s o r
yy=rand<th ( i , 1 ) ; % p r obab i l i t y o f c ond i t i o na l r e g r e s s o r
y=2−yy ; % output ( with va lue s 1 , 2)

11.8.2 psi2row

K diskrétnímu regresnímu vektoru po£ítá odpovídající £íslo °ádku jeho
tabulky modelu

Diskrétní model je reprezentován pravd¥podobnostní tabulkou. Regresní vektor ur£uje °ádek ta-
bulky s pravd¥podobnostmi, podle kterých se simuluje výstup. Tato funkce k danému regresnímu
vektoru po£ítá £íslo °ádku.
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f unc t i on i=psi2row (x , b)
% i=psi2row (x , b) i i s row number o f a model t ab l e cor re spond ing
% to r e g r e s s i o n vec tor x with the base b ;
% elements o f x ( i ) are 1 , 2 , . . . , nb ( i )
% i t i s based on the r e l a t i o n
% i=b(n−1)b(n− 2 ) . . . b ( 1 ) ( x (n)−1)+...+b ( 1 ) ( x(2)−1)+x (1)

n=length (x ) ;
i f nargin <2, b=2∗ones (1 , n ) ; end
b=[b ( 2 : n) 1 ] ;
i =0;
f o r j =1:n

i=( i+x ( j )−1)∗b( j ) ;
end
i=i +1;

11.8.3 row2psi

K £íslu °ádku tabulky modelu se po£ítá odpovídající regresní vektor

Diskrétní model je reprezentován pravd¥podobnostní tabulkou. Regresní vektor ur£uje °ádek
tabulky s pravd¥podobnostmi, podle kterých se simuluje výstup. Tato funkce k danému £íslu
°ádku po£ítá regresní vektor.

f unc t i on x=row2psi ( i , b )
% x=row2psi ( i , b ) gene ra t e s a d i s c r e t e r g e g r e s s i o n vec to r
% with a base b that corresponds to the
% i−th row o f a t ab l e o f the d i s c r e t e model
% i t i s based on the r e l a t i o n
% i=b(n−1)b(n− 2 ) . . . b ( 1 ) ( x (n)−1)+...+b ( 1 ) ( x(2)−1)+x (1)

i f i s s c a l a r (b ) , n=b ; b=2∗ones (1 , n ) ;
e l s e n=length (b ) ; end
i f i>prod (b)

d i sp ( 'ERROR: The row number i s too big ' )
r e turn

end
i=i −1;
f o r j =1:n

i=i /b(n−j +1);
x (n−j+1)=round ( ( i−f i x ( i ) )∗b(n−j +1)+1);
i=f i x ( i ) ;

end
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11.8.4 allRows

Generování v²ech regresních vektor· s bází b

Generuje v²echny moºné kombinace hodnot regresních vektor· [v1, v2, · · · , vn] kde v1 ∈ {1, 2, · · · , b1} ,
v2 ∈ {1, 2, · · · , b2} , · · · vn ∈ {1, 2, · · · , bn} , kde bi > 1, celá. Vektor b = [b1, b2, · · · , bn] nazýváme
bází regresních vektor·.

Program

· · · vyuºívá funkci row2psi která k po°adí °ádku tabulky popisující diskrétní model p°i°azuje
p°íslu²ný regresní vektor [v1, v2, · · · , vn] v rámci zadané báze regresních vektor·.

func t i on x=allRows (b)
% x=allRows (b) gene ra t e s rows o f the t ab l e x
% of a l l d i s c r e t e r e g r e s s i o n vec to r s
% with the base b ( e lements are 1 . . . nb )

i f i s s c a l a r (b ) , b=2∗ones (1 , b ) ; end
m=prod (b ) ;
n=length (b ) ;
x=ze ro s (m, n ) ;
f o r i =1:m
x( i , : )= row2psi ( i , b ) ;

end

� Spojitý model �

11.8.5 Gauss2

Rozklad matice na horní trojúhelník diagonálu a dolní trojúhelník

Po£ítá hodnotu normální hp pro dané dvourozm¥rné x = [x1, x2]
′ a zadané charakteristiky -

st°ední hodnotu m a kovarian£ní matici R.

Program

· · · po£ítá jednak hodnotu hp, jednak hodnotu logaritmu hp. D·vod je tem, ºe hustota normál-
ního rozd¥lení rychle utíká k nule a hodnoty pro dva r·zné body x nelze dob°e rozli²it. Pak je
pot°eba pouºívat logaritmy.

func t i on [ p Lp]=Gauss2 (x ,m,R)
% p=Gauss2 (x ,m,R) Two dimens iona l Gaussian pdf
% p − value o f Gauss pdf
% Lp − l ogar i thm o f p
% m − mean
% R − covar iance
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x=x ( : ) ; m=m( : ) ; % column vec to r s
k=1/(2∗ pi ∗ s q r t ( det (R) ) ) ; % constant part
ex=(x−m) '∗ inv (R)∗ ( x−m) ; % exponent i a l part
p=k∗exp (−.5∗ ex ) ; % the whole pdf
Lp=log (k)−.5∗ ex ;

11.8.6 v2th

Výpo£et bodových odhad· parametr· jednorozm¥rného regresního mo-
delu ze statistiky

Teorie

Statistiku rozd¥líme

V =

[
Vy V

′

yψ

Vyψ Vψ

]
kde pro statický model Vy je £íslo, Vyψ je sloupcový vektor a Vψ je matice 2×2.

Bodové odhady se spo£tou takto:

θ̂ = V −1
ψ Vyψ a r̂ =

Vy − V
′

yψV
−1
ψ Vyψ

n

kde θ̂ je odhad regresních koe�cient· a r̂ je odhad kovariance ²umu, n je po£et dat.

Funkce rozd¥lí informa£ní matici V na odpovídající £ásti a spo£te bodové odhady regresních
koe�cient·, p°ípadn¥ bodový odhad rozptylu ²umu.

func t i on [ th , s2 ]=v2th (V, n)
% th=v2th (V)
% Computation o f po int patameter e s t imate s
% from in format ion matrix f o r s c a l a r output
% th po int e s t imate s o f r e g r e s s i o n c o e f f i c i e n t s
% s2 po int e s t imate o f no i s e var i ance
% V in format ion matrix ( s t a t i s t i c s )
% n number o f data used

Vy=V( 1 , 1 ) ; % pa r t i t i o n i n g ov V
Vyf=V( 2 : end , 1 ) ;
Vf=V( 2 : end , 2 : end ) ;
th=inv (Vf )∗Vyf ; % reg . c o e f f i c i e n t s
i f narg in==2
s2=(Vy−Vyf '∗ inv (Vf )∗Vyf )/n ; % no i s e var i ance
e l s e s2=NaN; end % i f n i s not set , only

% reg . c o e f s are computed
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11.8.7 v2th2

Výpo£et bodových odhad· parametr· dvourozm¥rného regresního mo-
delu ze statistiky

Teorie

Statistiku rozd¥líme

V =

[
Vy V

′

yψ

Vyψ Vψ

]
kde pro statický model Vy je matice 2×2, Vyψ je °ádkový vektor a Vψ je £íslo.

Bodové odhady se spo£tou takto:

θ̂ =
1

Vψ
Vyψ a r̂ =

Vy − V
′

yψVyψ/Vψ

n

kde θ̂ je odhad regresních koe�cient· a r̂ je odhad kovariance ²umu, n je po£et dat.

Funkce rozd¥lí informa£ní matici V na odpovídající £ásti a spo£te bodové odhady regresních
koe�cient·, p°ípadn¥ bodový odhad kovariance ²umu.

func t i on [ th , s2 ]=v2th2 (V, n)
% [ th , s2 ]=v2th2 (V, n)
% Computation o f po int patameter e s t imate s
% from in format ion matrix f o r
% two−dimens iona l y and s t a t i c model
% V in format ion matrix
% n data counter

% para t i t i onong o f V
Vy=V( 1 : 2 , 1 : 2 ) ;
Vyf=V( 3 , 1 : 2 ) ;
Vf=V( 3 , 3 ) ;
% r e g r e s s i o n c o e f f i c i e n t s
th=Vyf /(Vf+1e−8);
% covar iance
i f nargin>1
s2=(Vy−Vyf '∗ th )/n ;

e l s e s2=NaN; end

� Stavový model �

11.8.8 Kalman

Kalman·v �ltr

Provádí jeden krok odhadu stavu z m¥°ených veli£in.
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Program

· · · sleduje vývoj charakteristik popisu stavové veli£iny podle teorie.

f unc t i on [ xt , xf , ey ,Rx , yp]=Kalman( xt , yt , ut ,M,N,A,B,Rw,Rv ,Rx)
% [ xt , xf , ey ,Rx , yp]=Kalman( xt , yt , ut ,M,N,A,B,Rw,Rv ,Rx)
% Kalman f i l t e r f o r s t a t e e s t imt i on with the model
% xt = M∗xt + N∗ut + w
% yp = A∗xt + B∗ut + e
% xt s t a t e
% Rx s t a t e es t imate covar iance matrix
% yp output p r ed i c t i on
% yt output
% ut input
% M,N s t a t e model parameters
% A,B output model parameters
% Rw s t a t e model covar iance
% Rv output model covar iance

yp=A∗xt+B∗ut ; % output p r ed i c t i on
Ry=Rv+A∗Rx∗A' ; % no i s e covar iance update
Rx=Rx−Rx∗A'∗ inv (Ry)∗A∗Rx ; % s t a t e e s t . c oa r i ance update
ey=yt−yp ; % pr ed i c t i on e r r o r
KG=Rx∗A'∗ inv (Rv ) ; % Kalman gain
xt=xt+KG∗ey ; % data update o f the s t a t e
x f=xt ; % f i l t e r e d s t a t e
xt=M∗xt+N∗ut ; % time update o f the s t a t e
Rx=Rw+M∗Rx∗M' ; % time updt . o f s t a t e covar iance

� Logistický model �

11.8.9 logit

Funkce logit

Po£ítá hodnotu funkce logit

logit (p) = ln

(
p

1− p

)
,

kde p je pravd¥podobnost a logit (p) ∈ R.

f unc t i on z=l o g i t (p)
% z=l o g i t (p) func t i on l o g i t l og (p/(1−p ) )
% z value o f l o g i t ( from R)
% p p r obab i l i t y ( from (0 , 1 ) )

z=log (p./(1−p ) ) ;
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11.8.10 logit_inv

Funkce inverzní k funkci logit

Po£ítá hodnotu funkce inverzní k logit

logi−inv (z) =
exp {z}

1 + exp {z}
,

kde z je reálné £íslo a p je pravd¥podobnost.

f unc t i on p=log i t_ inv ( z )
% p=log i t_ inv ( z ) func t i on i nv e r s e l o g i t : l o g i t ^(−1)
% p value o f the func t i on ( p r obab i l i t y from (0 , 1 ) )
% z argument o f the func t i on ( from R)

p=exp ( z ) ./(1+ exp ( z ) ) ;
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11.9 Dicretization of di�erential equations

Tato £ást bude p°eloºena, jen co zase naberu síly :) Zatím alespo¬ anglicky.

11.9.1 Elementary di�erential equations

First order equations The �rst order homogeneous di�erential equation with constant co-
e�cients has the form

y′ + a0y = 0, y(0) = ỹ0 (11.3)

Characteristic equation is linear with unique solution

λ+ a0 = 0 → λ = −a0 (11.4)

The solution to the di�erential equation (11.3) is

y(t) = ỹ0eλt (11.5)

Second order equations The second order homogeneous di�erential equation with constant
coe�cients has the form

y′′ + a1y
′ + a0y = 0, y(0) = ỹ0, y

′(0) = ỹ1 (11.6)

Characteristic equation is quadratic

λ2 + a1λ+ a0 = 0 (11.7)

with the following types of solution

1. Two di�erent real roots λ1 and λ2

The equation (11.6) is
y′′ − (λ1 + λ2)y′ + λ1λ2y = 0

The solution is
y(t) = c1eλ1t + c2eλ2t, (11.8)

where the coe�cients c can be obtained as a solution of the set of linear equations

c1 + c2 = ỹ0

λ1c1 + λ2c2 = ỹ1

which gives the solution

c1 = (λ2y0 − y′0)/(λ2 − λ1) and c2 = (λ1y0 − y′0)/(λ1 − λ2)

2. One real double root λ

The equation (11.6) is
y′′ − 2λy′ + λ2y = 0

The solution is
y(t) = c1eλt + c2teλt, (11.9)
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where the coe�cients c can be obtained as a solution of the set of linear equations

c1 = ỹ0

λc1 + c2 = ỹ1

which gives the solution
c1 = ỹ0 and c2 = ỹ1 − λỹ0

3. Two complex roots λ1 = ρ+ ωi and λ2 = ρ− ωi

The equation (11.6) is
y′′ − 2ρy′ + ρ2 + ω2 = 0

The solution is
y(t) = c1eρt cos(ωt) + c2eρt sin(ωt), (11.10)

where the coe�cients c can be obtained as a solution of the set of linear equations

c1 = ỹ0

ρc1 + ωc2 = ỹ1

which gives the solution
c1 = ỹ0 and c2 = (ỹ1 − ρỹ0)/ω

11.9.2 Elementary di�erence equations

Here, we will consider discrete time k for which it holds t = kT , where t is continuous time and
T is a �x period of sampling.

First order equations The �rst order homogeneous di�erence equation with constant coef-
�cients has the form

yk+1 + a0yk = 0, y0 = ỹ0 (11.11)

Characteristic equation is linear with unique solution

λ+ a0 = 0 → λ = −a0 (11.12)

The solution to the di�erential equation (11.11) is

yk = ỹ0.λ
k (11.13)

Second order equations The second order homogeneous di�erence equation with constant
coe�cients has the form

yk+2 + a1yk+1 + a0y = 0, y0 = ỹ0, = y1 = ỹ1 (11.14)

Characteristic equation is quadratic

λ2 + a1λ+ a0 = 0 (11.15)

with the following types of solution
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1. Two di�erent real roots λ1 and λ2

The equation (11.14) is

yk+2 − (λ1 + λ2)yk+1 + λ1λ2y = 0

The solution is
yk = c1λ

k
1 + c2λ

k
2 , (11.16)

where the coe�cients c can be obtained as a solution of the set of linear equations

c1 + c2 = ỹ0

λ1c1 + λ2c2 = ỹ1

which gives the solution

c1 = (λ2ỹ0 − ỹ1)/(1− λ1) and c2 = (λ1ỹ0 − ỹ1)/(1− λ2)

2. One real double root λ

The equation (11.14) is
yk+2 − 2λyk+1 + λ2y = 0

The solution is
yk = c1λ

k + c2kλ
k, (11.17)

where the coe�cients c can be obtained as a solution of the set of linear equations

c1 = ỹ0

λc1 + λc2 = ỹ1

which gives the solution
c1 = ỹ0 and c2 = ỹ1/λ− ỹ0

3. Two complex roots λ1 = ρ+ ωi and λ2 = ρ− ωi
The equation (11.14) is

yk+2 − 2ρyk+1 + ρ2 + ω2 = 0

The solution is
yk = |c|k[c1 cos(ωk) + c2 sin(ωk)], (11.18)

where the coe�cients c can be obtained as a solution of the set of linear equations

c1 = ỹ0

c1|Reλ|+ c2|Imλ| = ỹ1

which gives the solution

c1 = y0 and c2 = (ỹ1 − ỹ0|Reλ|)/|Imλ|

11.9.3 Discretization of a continuous model

Our aim is to construct a discrete regression model whose output is a sampled output of the
corresponding continuous one - homogeneous di�erential equation of 1st or 2nd order with
constant coe�cients. We will call this task discretization.

Let us denote the continuous time by t and the discrete time by k. It holds

t = kT, T is a period of sampling.

136



First order

Consider a homogeneous di�erential equation with constant coe�cient

y′ + a0y = 0, y0 = ỹ0. (11.19)

Then the equivalent di�erence equation (whose response is the sampled response to the di�er-
ential one) is

yk+1 = A0yk, where A0 = e−a0T . (11.20)

Solution: The solution to the di�erential equation is

yt = ỹ0e−a0t.

To get the discrete version of the solution, we set t = k for actual sample and t + T = k + 1
for the shifted one. So, for the actual sample, the solution the same but the substitution k for
t and for the shifted sample it holds

yk+1 = yt+T = ỹ0e−a0(t+T ) = ỹ0e−a0te−a0T = e−a0T yk

which proves (11.20). /

Second order

Two distinct real roots

Let us consider a homogeneous di�erential equation with constant coe�cients

y′′ + a1y
′ + a0y = 0, y0 = ỹ0, y

′
0 = ỹ1 (11.21)

whose characteristic equation λ2 + a1λ+ a0 = 0 has two di�erent real roots λ1 and λ2.

Then the equivalent di�erence equation (whose response is the sampled response to the di�er-
ential one) is

yk+2 = A1yk+1 +A0yk, (11.22)

where
A1 = eλ1T + eλ2T , A0 = −e(λ1+λ2)T (11.23)

Solution: A response to the considered continuous model is

yt = c1eλ1t + c2eλ2t.

Sampling with t = kT and the denotation yk = ykT gives

yk = c1eλ1kT + c2eλ2kT

This sampled response must obey the di�erence equation

yk+2 = A1yk+1 +A0yk.

We express still the shifted responses

yk+1 = c1eλ1kT eλ1T + c2eλ2kT eλ2T

yk+2 = c1eλ1kT eλ12T + c2eλ2kT eλ22T
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and notice that they all are expressed in the basis with items eλ1kT and eλ2kT . Thus we substitute
into the di�erence equation and obtain

c1eλ1kT eλ12T + c2eλ2kT eλ22T = A1(c1eλ1kT eλ1T + c2eλ2kT eλ2T ) +A0(c1eλ1kT + c2eλ2kT ).

The coe�cients B and A will be obtained by the comparison of items with the same basis
element. We obtain the following system of equations

c1eλ12T = A1c1eλ1T +A0c1

c2eλ22T = A1c2eλ1T +A0c2.

The coe�cients c get canceled (what is important) and the solution to this system is just what
we want to prove. /

One double root

Let the characteristic equation of (11.21) has one two-fold solution λ = λ1.

Then the equivalent di�erence equation (11.21) has the coe�cients

A1 = 2eλ1T , A0 = −e2λ1T (11.24)

Solution: The proof is formally the same as for the two distinct roots, only with basis elements
eλ1kT and kT eλ1kT .

The response to the continuous system is

yk = c1eλ1t + c2teλ1t

After expressing the sampled response and its shifted variants, substituting into (11.22) and
comparing the terms at the individual basis items, we obtain the following set of equations

c1e2λ1T + 2c2T e2λ1T = A1c1eλ1T +A1Tc2eλ1T +A0c1

c2e2λ1T = A1c2eλ1T +A0c2

Again, the solution is just what we wanted to proof. /

Two complex roots

Let the characteristic equation of (11.21) has two complex roots λ1 = ρ+ ωi and λ2 = ρ− ωi.
Then the equivalent di�erence equation (11.21) has the coe�cients

A1 = 2eρT cos(ωT ), A0 = −e2ρT (11.25)

Solution: Again, the proof is formally the same as for the previous cases, only with the basis
elements eρkT sin(ωkT ) and eρkT cos(ωkT ).

The response of the continuous system is

yk = c1eρt cos(ωt) + c2eρt sin(ωt)

After expressing the sampled response and its shifted variants, substituting into (11.22) and
comparing the terms at the individual basis items, we obtain the following set of equations

−c1e2ρT sin(2ωT ) + c2e2ρT cos(2ωT ) = −A1c1eρT sin(ωT ) +A1c2eρT cos(ωT ) +A0c2

c1e2ρT cos(2ωT ) + c2e2ρT sin(2ωT ) = A1c1eρT cos(ωT ) +A1c2eρT sin(ωT ) +A0c1

Once more, the solution is just what we wanted to proof. /
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